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Zusammenfassung

Feuchtgebiete haben, aufgrund ihrer okologischen Funktionen, eine herausragende
Bedeutung fiir den Klima- und Hochwasserschutz.

Moore bilden den grofiten terrestrischen Kohlenstoff-Speicher der Erde und iiben
erhebliche Riickkopplungseffekte auf das Klimasystem aus. Unter den massiven an-
thropogenen Stérungen hat sich das globale Moorbiom von einer Netto-Senke zu
einer Quelle von Treibhausgasen verschoben. Die Wiedervernéssung ist eine géngige
Mafnahme, die Moordkosysteme wiederherzustellen. Um den Erfolg der Wiederver-
néssung zu iiberpriifen ist daher ein kontinuierliches Monitoring notwendig.

Marschen erfiillen eine Vielzahl an Funktionen, darunter Kiistenschutz, Sturm-
flutabmilderung, Sedimentriickhaltung, Erhaltung der Wasserqualitit sowie Kohlen-
stoffsequestrierung. Gegeniiber dem technischen Uferschutz erméglicht dieses Oko-
system eine bessere Anpassung an den Meeresspiegelanstieg. Die anthropogene Land-
nutzung und der Anstieg des Meeresspiegels sind die grofsten Bedrohungen fiir diese
Okosysteme. Um deren Okosystemleistung zu erheben und deren Entwicklung zeit-
lich zu verfolgen ist ein flachenhaftes Monitoring notwendig.

Die vorliegende Arbeit untersucht das Potential von multisensoralen Drohnen-
daten, bestehend aus RGB-, Multispektral- und Thermaldaten und daraus gene-
rierten weiteren Produkten. Dafiir wurde die Vegetationszusammensetzung in drei
wiedervernéssten Niedermooren mit einem Random Forest-Klassifikator erfasst und
Okosystem-relevante Pflanzenparameter in zwei tide-beeinflussten Flussmarschen mit-
hilfe der Partial Least-Squares Regression abgeleitet. Dabei hat die Arbeit sowohl
einen 0kologisch-anwendungsorientierten als auch einen fernerkundlich-methodischen
Fokus.

Die Klassifikationen der komplexen Vegetationsgesellschaften ergaben durchge-
hend sehr prizise Genauigkeiten zwischen 88,3 und 97,5 %. Fiir die Flussmar-
schen wurden die wichtigen Parameter Gelandehdhe, Pflanzenhohe, Wassergehalt
der Pflanzenbestinde und der photosynthetisch aktiven Strahlung direkt (r*: 0,7-
0,9), sowie Stéingeldurchmesser und Trockenmasse indirekt (r*: 0,5-0,8) iiber eine
sekundére lineare Regression abgeleitet.

Der zweite Fokus der Arbeit lag auf der Bewertung der Relevanz der einzelnen Ein-
gangsvariablen der Sensortypen und deren abgeleitete Produkte. Als herausragender
Mehrwert fiir die durchgefiihrten Analysen hat sich das Digitale Oberflachenmodell
(DOM) herausgestellt, welches aufgrund des flachen Charakters der Untersuchungs-
gebiete als Pflanzenhchenmodell interpretiert werden kann. Dieser Datensatz war in
allen Analysen der wichtigste Einzeldatensatz. Weitere wichtige Datensétze waren
Texturindizes, die Infrarotkanéile sowie spektrale Indizes, an denen der Infrarotbe-
reich beteiligt ist. Einer der zentralen Erkenntnisse der Arbeit ist, dass eine Fusion
aus DOM, Textur und Infrarotinformation einen wertvollen Beitrag zum prézisen
Monitoring dieser teilweise schwer zuggnglichen, sensiblen und klimarelevanten Oko-
systeme erlaubt.
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Abstract

Wetlands are of outstanding importance due to their ecological functions, for in-
stance in climate and flood protection.

Peatlands constitute the largest terrestrial carbon reservoir on earth and exert
considerable feedback effects on the climate system. Under the massive anthropoge-
nic disturbances, the global peatland biome has shifted from a net sink to a source
of greenhouse gases. Rewetting is a common measure to restore the peatland ecosys-
tems. To verify the success of rewetting, continuous monitoring is therefore required.

Marshes fulfill a variety of functions, including coastal protection, storm surge
mitigation, sediment retention, water quality maintenance and carbon sequestration.
Compared to technical shore protection, this ecosystem enables a better adaptation
to sea level rise. Anthropogenic land use and sea-level rise are the greatest threats to
these ecosystems. To assess their ecosystem services and to follow their development
over time, extensive monitoring is necessary.

The present thesis investigates the potential of multisenoral drone data, consisting
of RGB, multispectral and thermal data and other data types generated from these
data. For this purpose the vegetation composition of three rewetted fens was recorded
with a Random Forest classifier and ecosystem relevant parameters were derived in
two tide-influenced river marshes with the help of Partial Least-Squares Regression.
The study has a focus on both ecological applications and remote sensing methods.

The classifications of the complex vegetation communities consistently yielded ve-
ry precise accuracies between 88.3 and 97.5 %. For the river marshes the important
parameters ground elevation, plant height, water content of plant stands and photo-
synthetically active radiation were derived directly (r?: 0.7-0.9), and stem diameter
and dry matter indirectly (r?: 0.5-0.8) using a secondary linear regression.

The second focus of the work was to evaluate the importance of the individual
input variables of the sensors and their derived products. The Digital Surface Model
(DSM), which can be interpreted as a plant height model due to the flat character
of the study areas, proved to be an outstanding added value for the conducted
analyses. This data set was the most important single data set in all analyses.
Further important data sets were texture indices, the infrared bands and spectral
indices in which the infrared range is involved. One of the central findings of the
work is that a fusion of DSM, texture and infrared information allows a valuable
contribution to the precise monitoring of these partly difficult to access, sensitive
and climate-relevant ecosystems.
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1 Einfiihrung

1.1 Motivation — Feuchtgebiete und
Fernerkundung

1.1.1 Feuchtgebiete — Moore und Marschen

Feuchtgebiete sind Biotope mit besonderer Bedeutung hinsichtlich ihrer 6kologischen
Eigenschaften, des Klima- und des Hochwasserschutzes. Schon am 02. Februar 1971
wurde, angestoffen von der UNESCO, die RAMSAR-Konvention zum Schutz von
Feuchtgebieten geschaffen [RAMSAR 1994; ZEDLER und KERCHER 2005; ERWIN
2009]. Deutschland hat dieses ,Ubereinkommen iiber den Schutz von Feuchtgebieten
(...) von internationaler Bedeutung® im Jahr 1976 ratifiziert [RAMSAR 2019]. Bis
heute haben sich 171 Staaten dieser Konvention angeschlossen [ebd.]. Im Verlaufe der
Préazisierung der Pline wurden Konventionsziele und Mafsnahmen zum Erhalt der
biologischen Vielfalt und Verbesserung des 6kologischen Zustandes der Feuchtgebiete
formuliert.

Als Hauptursachen fiir Degradierung und Verlust an wertvollen Feuchtgebieten
wurden damals das Bevolkerungswachstum und der steigende Flachenverbrauch
durch wachsende wirtschaftliche Interessen identifiziert. Verlust, Degradierung und
Fragmentierung der Feuchtgebiete werden hauptséchlich durch Landwirtschaft, In-
frastrukturausbau und Aufforstung vorangetrieben [RAMSAR 1994].

Neben diesen Prozessen wurde der Klimawandel in den letzten Jahrzehnten als
weitere schwerwiegende Ursache aber auch als Folge der Degradation von Feucht-
gebieten identifiziert [SANDI et al. 2020|. Feuchtgebiete reagieren sehr sensibel ge-
geniiber sich langfristig verandernden Temperaturen. Der rezente Klimawandel zeigt
sich vor allem durch Veridnderungen in Niederschlagsregimen und der Temperatu-
ren sowie in extremen Wetterereignissen. Mobile Vegetationsarten konnen mit der
Temperaturverdnderung mitwandern, jedoch nicht statische Arten, die besonders in
Feuchtbiotopen zu finden sind [MALAK und HILARIDES 2016].

Gegen die Degradation und den Verlust der verschiedenen Feuchtgebietstypen
(u.a. Auen, Feuchtwiesen, Moore, Ried, Marschland) wurden in den letzten De-
kaden eine Vielzahl von Mafknahmen entwickelt und deren Umsetzung begonnen.
Oft sind diese Mafnahmen jedoch langwierige Anpassungsprozesse und der Erfolg
kann erst nach deren Beendigung abschliefiend festgestellt werden [POULIOT et al.
2011]. Um jedoch den Kurs wahrend der Regenerierungsphase bewerten zu kénnen
ist eine regelméfige Kontrolle, ein sogenanntes Monitoring, von fundamentaler Be-
deutung [KNOTH et al. 2013]. Zur Umsetzung ist es oft Status quo kosten-, zeit- und
personalintensive Feldbegehungen durchzufiihren, deren punkthafte Probennahmen
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durch interpolative Verfahren auf die Gesamtflache iibertragen werden, oder Kar-
tierer miissen wissensbasiert und somit subjektiv fiir grofe Flachen schéatzen.

Die vorliegende Arbeit konzentriert sich auf zwei Feuchtgebietstypen, anhand de-
ren die Notwendigkeit flichenhafter Untersuchungen gezeigt werden soll. Dabei liegt
der Fokus auf der Fernerkundung, weil sie ein ideales Werkzeug ist, um die Mo-
nitoringaufgaben flichenhaft, objektiv, sowie automatisierbar durchzufiihren und
gleichzeitig durch ihren beriithrungslosen Einsatz keine destruktiven Storungen in den
sensiblen Okosystemen verursacht. Es werden zum einen Vegetationszusammenset-
zungen in verschiedenen wiedervernéssten Niedermooren untersucht, zum anderen
werden in Flussmarschen verschiedene Pflanzenparameter abgeleitet.

Moore

Moore bilden den grofsten terrestrischen Kohlenstoffspeicher der Erde und iiben
erhebliche Riickkopplungseffekte auf das Klimasystem aus [FROLKING und ROU-
LET 2007; YU et al. 2010]. Unter den massiven anthropogenen Stérungen der letzten
Jahrzehnte hat sich das globale Moorbiom von einer Netto-Senke zu einer Quelle von
Treibhausgasen |[LEIFELD et al. 2019 verschoben. Die Verschiebung der Klimafunk-
tion von Mooren ist in erster Linie das Ergebnis einer ausgedehnten Entwéasserung.
Wenn der Wasserspiegel sinkt, 16st die Verfiighbarkeit von Sauerstoff eine Kaskade
des Abbaus organischer Substanz aus, die in der Zersetzung von Torf gipfelt |[FREE-
MAN et al. 2004; FENNER und FREEMAN 2011|. Auf diese Weise werden Torfgebiete
durch die Drainage von Kohlenstoffdioxid (CO,)-Senken zu COz-Quellen. Von den
Mooren in Mitteleuropa sind 90 % entwéssert worden, die meisten davon fiir land-
wirtschaftliche Zwecke [PFADENHAUER und GROOTJANS 1999; MOEN et al. 2017].
Drénierte Moore zdhlen in vielen européischen Landern zu den grofsten COo-Quellen
aus der Land- und Forstwirtschaft, auch wenn sie nur einen kleinen Prozentsatz der
nationalen Fléchen [TIEMEYER etal. 2016; TUBIELLO etal. 2016] abdecken. Eine
Reduzierung dieser Emissionen ist dringend erforderlich um die globale Erwérmung
unter 2° C zu halten, da entwésserte Moore 10-41 % des verbleibenden Emissions-
budgets verbrauchen |[LEIFELD et al. 2019].

Die Wiedervernassung ist eine géangige Mafnahme, nicht nur um die natiirliche
Lebensraumfunktion von Moorckosystemen wiederherzustellen, sondern auch um
COg-Emissionen zu stoppen und dadurch den Klimawandel |[LEIFELD und MENI-
CHETTI 2018| abzuschwichen. Die Erhaltung und Wiedervernidssung von Mooren
gilt daher als eine der wichtigsten natiirlichen Losungen [GRISCOM et al. 2017; LEI-
FELD und MENICHETTI 2018| und als Schlissselmafnahme, um das terrestrische
Okosystem zu einer natiirlichen CO,-Senke [HUMPENODER et al. 2020] zuriick zu
transformieren.

Die erfolgreiche Durchfithrung der Wiedervernissung von Torfgebieten kann eine
Herausforderung darstellen, da die durch die Entwésserung hervorgerufenen Degra-
dationsprozesse weitgehend irreversibel sind. Unter intensiver landwirtschaftlicher
Verdichtung und Zersetzung kann sich die Torfoberflache fiir mehrere Dezimeter
|[LEIFELD et al. 2011] absenken und wiedervernésste Niedermoorflichen kénnen sich
leicht zu flachen Seen [STEFFENHAGEN et al. 2012] entwickeln. Eine langsame oder
stagnierende Vegetationsentwicklung verhindert die grofsflichige Ausbreitung von
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1.1. MOTIVATION — FEUCHTGEBIETE UND FERNERKUNDUNG

Torfmoorarten, was die Voraussetzung fiir die CO5-Aufnahme und C-Akkumulation
ist [TIMMERMANN et al. 2009; KOCH et al. 2017]. Um den Erfolg von Wiedervernés-
sungsprojekten zu liberpriifen ist daher ein kontinuierliches Monitoring notwendig,
um zum einen neu entstehende moortypische Vegetation nachzuweisen und zum
anderen deren Entwicklung iiber die Zeit zu verfolgen.

Marschen

Marschen sind vegetationsbestandene flache Landschaftseinheiten an Kiisten und
Flussufern auf Hohe des Meeresspiegels, die gezeitenbedingt aus angeschwemmten
Sedimenten bestehen. Sie erfiillen eine Vielzahl an Funktionen, darunter Kiisten-
schutz, Sturmflutabmilderung, Sedimentriickhaltung, Erhaltung der Wasserqualitét
sowie Kohlenstoftbindung und die Erhaltung von 6kologischen Nischen, die von ver-
schiedenen Organismen genutzt werden [WOODWARD und Wu1l 2001]. Besonders
in Astuaren gelten sie als biologisch sehr produktive Okosysteme. Neben seltenen
Pflanzenarten und -gesellschaften sind sie Habitate, die wichtige 6kologische Funk-
tionen fiir diverse Fischarten und Wasservogel erfiillen [MUSSEAU et al. 2018].

Der erhéhte Druck auf die Marsch-Okosysteme, der Verlust oder die Degrada-
tion von Lebensrdumen und der Klimawandel gehoren zu den wichtigsten Faktoren,
die die Biodiversitit im aktuellen Kontext des globalen Wandels beeinflussen [BUT-
CHART etal. 2010; PEREIRA etal. 2010]. Weltweit nimmt die Degradation dieser
Kiistenokosysteme zu. Je nach Szenario wird prognostiziert, das in den néchsten
100 Jahren weltweit 20-60 % an Kiistenokosystemen vom Verschwinden bedroht
sind [CRAFT etal. 2009; WONG et al. 2014]. Dabei sind die Marschen in Astuaren
besonders gefihrdet [EDGAR et al. 2000; MUSSEAU et al. 2018]. RILO etal. [2013]
zeigen, das die anthropogene Landnutzung und der Anstieg des Meeresspiegel die
groften Bedrohungen fiir diese Okosysteme darstellen.

Dabei schiitzt die Marschvegetation durch die Reduzierung von Stromungen und
Wellenenergie Ufer und Deich vor der Zerstérungskraft von Sturmfluten. Die Uber-
schwemmungsrisiken an den Kiisten werden jedoch in den kommenden Jahrzehn-
ten aufgrund globaler und regionaler Verdnderungen zunehmen [TEMMERMAN et al.
2013]. Dies ist begriindet durch zunehmende Sturmintensitdten [LIN etal. 2012,
einen beschleunigten Anstieg des Meeresspiegels und Landabsenkungen [SYVITSKI
etal. 2009]. Mindestens 40 Millionen Menschen und 3.000 Milliarden US-Dollar an
Verméogenswerten befinden sich heute in hochwassergefahrdeten Kiistenstadten, und
es wird erwartet, dass diese bis 2070 auf 150 Millionen Menschen und 35.000 Milliar-
den US-Dollar ansteigen werden [NICHOLLS et al. 2007|. Konventionelles Kiistenin-
genieurwesen, wie der Bau von Deichen und Ddmmen, wird weithin als die ultimati-
ve Losung zur Bekiimpfung von Uberschwemmungsrisiken angesehen [ TEMMERMAN
etal. 2013|. Diese Schutzmafnahmen werden jedoch an vielen Orten ernsthaft in
Frage gestellt, da ihre kontinuierliche und kostspielige Instandhaltung sowie ihre
Erhohung und Verbreiterung nicht mehr tragfihig sind, um mit dem zunehmen-
den Hochwasserrisiko Schritt zu halten [ebd.]. Gegeniiber dem technischen Ufer-
schutz erméglicht die Okosystemleistung von Marschland eine bessere Anpassung
an den Meeresspiegelanstieg durch resultierende Sedimentablagerungen |[HEUNER
etal. 2015] und mitwachsenden Vegetationsgiirteln [TEMMERMAN et al. 2013].
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1.1. MOTIVATION — FEUCHTGEBIETE UND FERNERKUNDUNG

Wie wirksam die Reduzierung von Stromungen und Wellenenergie in Marschen
ist, héngt von Pflanzenmerkmalen, hydrodynamischen Kréaften und der Sediment-
zufuhr ab [HEUNER 2016|. Zu den Pflanzenmerkmalen gehoren Stammdichte, Pflan-
zenhohe, Biomasse, Blatter und Pflanzensteifigkeit /-steifigkeit. Blatter und Sténgel
erhohen die Beetrauhigkeit und den Luftwiderstand. Mehr Biomasse vergrofsert auch
die Pflanzenoberflache und leitet mehr turbulente kinetische Energie iiber die Mar-
schoberflache ab. Eine hohere Steifigkeit des Stdngels erhht auch den Widerstand,
was wiederum die Stromungsgeschwindigkeit verringert [BOUMA etal. 2005]. Um
diese Okosystemleistung erheben und deren Entwicklung zeitlich zu verfolgen ist ein
flichenhaftes Monitoring notwendig.

1.1.2 Fernerkundung

Aus den beiden beschriebenen Szenarien und Herausforderungen in Moorlandschaf-
ten und Marschen ergibt sich ein Bedarf, die Entwicklung dieser vulnerablen Oko-
systeme zu iiberwachen und zu bewerten. Auch in der RAMSAR-Konvention wurde
schon das langfristige Monitoring von Feuchtgebieten als einer der zentralen Fakto-
ren formuliert [RAMSAR 1994].

Eine géngige Praxis sind Feldbegehungen, in denen Pflanzenkartierungen, punkt-
hafte Probennahmen und das Abernten von Vegetationsbestédnden durchgefiihrt wer-
den. Dauerbeobachtungsflichen und wissenschaftliche Sensoren werden direkt im
Gelénde eingerichtet, um Messungen auf die Gesamtflache zu extrapolieren. Punkt-
hafte Messungen werden durch Interpolationsverfahren auf die Fléche tibertragen.
Das diese Praxis einen groRen Einfluss auf die sensiblen Okosysteme haben kann,
zeigt Abbildung 1.1. Die obere Reihe an Bildern zeigt den selben Ausschnitt ei-
nes wiederverndssten Durchstromungsmoores zu verschiedenen Zeitpunkten. Am
21.08.2018 wurde eine bodenkundliche Feldkampagne durchgefiihrt, in der rund
100 Proben in einer Rasterbeprobung genommen wurden. Wenige Monate spéter
(10.10.2018) sind die Spuren dieses Feldeinsatzes noch immer deutlich zu sehen.
Um ein liickenloses Monitoring durchzufiihren, miissen solche Feldbegehungen in
gewissen zeitlichen Abstdnden wiederholt werden. Dabei stellt sich die Frage, wel-
che Auswirkungen solch ein Eingriff in das quasi natiirliche Okosystem langfristig
hat.

Im zweiten Beispiel (untere Reihe in Abbildung 1.1) ist eine Dauerbeobachtungs-
stelle in den gleichen Zeitschnitten zu sehen, die auf einem entwésserten Kiistentiber-
flutungsmoor eingerichtet wurde. Die Fliache wird als extensives Griinland genutzt
und die gesamte Messapparatur ist innerhalb der Beobachtungsflache installiert. In
den Sommermonaten sind die visuellen Unterschiede noch kaum zu identifizieren,
jedoch zeigt sich im Oktober, dass die Nutzung der Fliche als Weide einen bedeu-
tenden Unterschied zum Zustand der Vegetation innerhalb der Beobachtungsfliche
aufweist. Hier stellt sich ebenfalls die Frage, inwiefern die Messungen auf der Dau-
erbeobachtungsflache noch reprasentativ fiir die Gesamtflache sind.

Die Fernerkundung stellt diesen Problemen eine wissenschaftliche Mess- und Aus-
wertemethodik gegeniiber, die eine fiir das Okosystem vertraglichere Alternative sein
konnte, vor allem hinsichtlich der 6kosystemaren Storung |[ESPRIELLA etal. 2020;
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12.06.2018 21.08.2018 10.10.2018

Abbildung 1.1: Auswirkungen und Effekte auf sensible Okosysteme. Rasterprobennahmen
(obere Reihe, vorher, wéhrend der Probennahme und danach) in einem wie-
dervernédssten Moor. Repréasentationsprobleme einer Dauerbeobachtungs-
flichen (untere Reihe) in einem entwésserten Niedermoor, welches aufier-
halb der Untersuchungsfliche beweidet wird.

PINTON et al. 2020|. Hier sind entscheidende Vorteile gegeniiber klassischer Heran-
gehensweisen (Feldbegehungen und rédumliche Interpolationen zwischen Punktmes-
sungen) zu nennen:

Flachenhaft Statt sporadisch oder systematisch verteilte Punkte im Geldnde, be-
sitzen fernerkundliche Datensétze iiber das gesamte Untersuchungsgebiet an
jedem Punkt multiple Pixelwerte (bspw. Reflexionswerte in verschiedenen Be-
reichen des elektromagnetischen Spektrums), die als Indikatoren genutzt wer-
den konnen, klassifikative Einordnungen oder statistisch-regressive Parameter
abzuschétzen.

Nichtdestruktiv Die Datenaufnahme von Fernerkundungsdaten geschieht beriih-
rungslos [JONES und VAUGHAN 2010] und hinterldsst dadurch keine destruk-
tiven und dauerhaften Schiadigungen des zu beobachtenden und bewerten-
den Gebietes. Dabei kann die Fernerkundung zwar die Feldbegehung und
-beprobung nicht komplett ersetzen, jedoch deren zeitliche Frequenz deutlich
verringern.

Multitemporal Erdbeobachtungssatelliten haben eine bestimmte Wiederholrate.
Das heifst sie iiberfliegen das Untersuchungsgebiet regelméfig in bestimmten
Zeitintervallen ab. Befliegungen mit Flugzeugen und und vor allem Drohnen
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sind dabei noch anpassungsfihiger, weil auf Wetterbedingungen und phénolo-
gische Ereignisse individuell reagiert werden kann.

Objektiv Die Interpretation von Fernerkundungsdaten erfolgt stets auf Basis von
mathematisch-statistischen Verfahren, die das gesamte Untersuchungsgebiet
mit der gleichen Methodik analysieren. Somit kénnen subjektive Schatzung,
wie es beispielsweise bei Kartierern im Geldnde auftreten kann, auf ein gewisses
Mafs minimiert werden.

Automatisierbar Ist einmal eine Prozessierungskette aufgebaut, kann diese fiir Fol-
geuntersuchungen, unter bestimmten Rahmenbedingungen, bspw. raumliche
und zeitliche Ubertragbarkeit, automatisiert werden.

Grofflachige Analysen, bis zur globalen Ebene, werden mit Daten von Erdbe-
obachtungssatelliten durchgefiihrt. Eine groftfe Abdeckung bedeutet aber auch im-
mer einen Kompromiss einzugehen zwischen der rdumlichen Auflésung und einem
hoheren Abstraktionsgrad der Aufgabenstellung. Sehr feingliedrige und raumlich
heterogene Gebiete, wie Moore und Marschen, sind durch diese Art an Fernerkun-
dungsdaten jedoch nur schwer abbildbar.

Wiéhrend der letzten Dekade erlebte die Fernerkundung durch die Entwicklung
von kleinen unbemannten Flugsystemen, sogenannten Unmanned Aerial Systems
(UAS)! und durch die Miniaturisierung ihrer diversen Sensortypen einen enorme
Ausweitung ihres Potentials [COLOMINA und MOLINA 2014; TOTH und JOZKOW
2016]. UAS beginnen den Unterschied in der rdumlichen Auflésung und Detailliert-
heit zwischen traditionellen Fernerkundungsmethoden und bodengebundenen Feld-
techniken zu iiberbriicken [MURFITT etal. 2017]. Die Moglichkeit, bedarfsgerecht
kostengiinstige Plattformen und Sensoren zu nutzen, um flichenhafte Daten zu er-
heben, bietet neue Mdoglichkeiten im Bereich der Okologie, Muster und Prozesse
besser zu verstehen. Das Fliegen in geringerer Hohe (< 100 m) als herkémmliche
Fernerkundungssysteme ermoglicht die Datenerfassung mit feinerer rdumlicher Auf-
16sung im Zentimeterbereich. Aufserdem steigt die Zahl an potentiellen Flugtagen im
Jahr, weil unter der Wolkendecke geflogen wird. Dies hat noch einen positiven Ne-
beneffekt, dass bei gleichméifig bedecktem Himmel keine storenden Schattenwiirfe
in den prozessierten Bildern beriicksichtigt werden miissen. Diese Vorteile ermog-
lichen die rasche Erfassung hochauflésender Daten in genau festgelegten zeitlichen
Mafsstaben, wodurch sich UAS zu einem wichtigen Instrument fiir die Bewertung
und Uberwachung der Umwelt entwickelt haben [ebd.|.

In den letzten Jahren wurden immer mehr Sensoren entwickelt, womit UAS be-
stiickt werden kénnen. Neben den standardméfig hochaufgelosten Rot-Griin-Blau
(RGB)-Sensoren sind hier unter anderem Multispektral- und Hyperspektralsensoren
fiir vielkanalige Reflexionsspektren im optischen Bereich des elektromagnetischen
Spektrums zwischen 350 nm bis 1000 nm, Thermalkameras fiir Oberflaichentempe-
raturen und Laserscanner zu nennen [YAO et al. 2019|. Dabei kommt besonders den
Multispektral- und Thermal-Sensoren mittlerweile eine besondere Bedeutung und
Vielseitigkeit an Anwendungen zu. So wurden UAS mit den verschiedenen Sensoren
in der Landwirtschaft [TSOUROS et al. 2019; LIBRAN-EMBID et al. 2020], Umwelt-
wissenschaften [NOWAK etal. 2019|, Forstwissenschaften |[TANG und SHAO 2015;

IEnglische Begriffe werden in der Arbeit kursiv geschrieben.

Seite 6 KAPITEL 1. EINFUHRUNG



1.2. ZIELE UND AUFBAU DER ARBEIT

TORRESAN etal. 2017|, urbanen Studien [MOHD NOOR etal. 2018] sowie in der
Geologie und Geomorphologie [CIGNETTI et al. 2019; TOROK et al. 2020] eingesetzt.

YAO etal. [2019] kritisieren jedoch, dass meistens diese neue Art an Daten und
deren Potential nicht hinreichend ausgeschopft werden. Stattdessen benutzen die
verdffentlichten Studien eine klassische Herangehensweise der Fernerkundung. Bei-
spielsweise konzentrieren sich die meisten der vorhandenen Methoden zur Bildklas-
sifikation normalerweise auf die Extraktion von zweidimensionalen Bildmerkmalen,
wahrend bei der Klassifikation von UAS-basierten Bildprodukten das oft verfiigba-
re Digitale Oberflichenmodell (DOM) integriert werden kann und die Klassifikati-
onsgenauigkeit konsequent verbessert, was auch bspw. durch BENDIG etal. [2015]
oder ZHANG etal. [2015] bestéitigt wurde. Auferdem sind Drohnen oft in der La-
ge verschiedene Sensoren zu tragen. Dadurch entsteht das Potential multisensorale
Analysen durchzufithren und den Mehrwert eines solchen Ansatzes zu testen.

1.2 Ziele und Aufbau der Arbeit

Fiir die vorliegende Arbeit werden verschiedene Sensoren auf einem UAS genutzt.
Dies beinhaltet eine fiir die Photogrammetrie optimierte hochaufgelste RGB-Ka-
mera, einen Multispektral (MS)-Sensor und eine Thermalkamera. Aus den Daten der
drei Sensoren werden multisensorale Datensétze generiert. Diese Datensétze beste-
hen nicht nur aus den Rohdaten der Sensoren, sondern auch aus daraus abgeleiteten
Produkten, wie dem DOM und Indizes verschiedener Art.

Die multisensoralen Datenséitze werden auf mehreren Feuchtgebieten mit verschie-
denen Fragestellungen getestet. Dabei werden, zum einen, auf drei Niedermoorstand-
orten in Mecklenburg-Vorpommern (MV) klassifikative Arbeiten zur Erfassung he-
terogener Pflanzengesellschaften durchgefiihrt. Zum anderen werden zwei Marschge-
biete im Tidedstuar der Elbe untersucht. Zur Beurteilung von Marschen als natiir-
licher Uferschutz werden hier Pflanzenparameter regressiv aus dem multisensoralen
Datensatz abgeleitet.

Daraus ergeben sich folgende Forschungsfragen, die in der Arbeit beantwortet
werden sollen:

1. Welches Potential hat die Fusion verschiedener Sensoren zu einem
multisensoralen UAS-Datensatz fiir das Monitoring in schiitzenswer-
ten Feuchtgebieten ...

a) ...bei der Klassifikation von feingliedrigen komplexen Strukturen von
Pflanzengesellschaften in Niedermooren?

b) ...bei der Regression bzw. Ableitung von Parametern fiir die Beurtei-
lung der Widerstandsfdahigkeit von Pflanzen in tidebeeinflussten Marsch-
landern gegeniiber Wellenschlag und Sturmfluten?

2. Welche Daten bzw. Eingangsvariablen sind die relevantesten fiir die
Beantwortung der vorgestellten Themenkomplexe ...

a) ...hinsichtlich der drei eingesetzten Sensortypen?

b) ... hinsichtlich abgeleiteter Produkte aus den Originaldatenséitzen der
drei Sensoren?
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3. Reichen die Daten eines Sensors aus oder werden erst durch die
Fusion verschiedener Datentypen sinnvolle und zufriedenstellende
Ergebnisse erreicht?

Die Arbeit versucht dabei die beiden Welten anwendungsorientiert-6kologischer
Forschungsergebnisse und fernerkundlich-methodischer Erkenntnisse gerecht zu wer-
den, indem beides parallel betrachtet und ineinander verflochten wird.

Aufbau der Arbeit

Nach dem nun in Kapitel 1 Einfiihrung das Thema motiviert und Forschungsfragen
aufgeworfen wurden, ist die Arbeit wie folgt aufgebaut:

Zunichst werden in Kapitel 2 Stand der Forschung bisherige Arbeiten in Moo-
ren und Marschen aus fernerkundlicher Sicht aufgearbeitet.

In Kapitel 3 Grundlagen, Projekte, Gebiete werden 6kologische Grundlagen
zur Wiederverndssung von Niedermooren und zu den tide-beeinflussten Flussmar-
schen geschaffen, sowie die Projekte beschrieben, die die Grundlage dieser Arbeit
bilden. Aufserdem werden die Untersuchungsgebiete der beiden Feuchtgebietstypen
vorgestellt.

In Kapitel 4 Instrumentierung und Datengrundlage werden alle verwende-
ten Geodaten vorgestellt. Das umfasst zum einen die UAS-Daten der verschiedenen
Sensoren, sowie die im Geldnde aufgenommenen Vegetationsdaten.

Im Kapitel 5 Methoden wird der gesamte methodische Workflow der vorlie-
genden Arbeit aufgezeigt. Neben der Vorprozessierung der unterschiedlichen UAS-
Daten, liegt dabei der zentrale Fokus auf den beiden verwendeten Verfahren zur
Klassifikation und zur Regression.

In Kapitel 6 Ergebnisse und Diskussion werden schlieflich alle Ergebnisse
zusammengetragen und diskutiert.

Am Ende werden in Kapitel 7 Zusammenfassung und Ausblick die For-
schungsfragen nochmals aufgegriffen in jeweiligen Unterabschnitten behandelt. Die
Arbeit schliefst mit einem Ausblick auf mogliche Anschlussstudien, die sich wiahrend
der Arbeit ergeben haben.

Alle hier verwendeten Ausgangs- und Ergebnisdatenséitze, die Arbeit als PDF-
Dokument und KTEX-Projekt, sowie die Abbildungen sind auf einem digitalen Da-
tentréger gespeichert. Dieser ist auf dem inneren, hinteren Buchdeckel zu finden.
Die Verzeichnisstruktur ist in Anhang A.12 (Seite 243) schematisch dargestellt.
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2 Stand der Forschung

Feuchtgebiete im Allgemeinen wurden in der Vergangenheit und werden stets sehr
intensiv erforscht. Zusammenfassende Ubersichtsstudien sind unter anderem bei
MiTsCH und GOSSELINK [2000|, ZEDLER und KERCHER [2005], DUDGEON et al.
[2006] und LEPAGE [2011] zu finden. Auch im Bereich der Fernerkundung wurden
Feuchtgebiete im Allgemeinen und die verschiedenen Subtypen intensiv bearbeitet.
Auch hier sind eine Vielzahl von zusammenfassenden Uberblickspublikationen zu
finden: DAVIDSON und FINLAYSON [2007|, HENDERSON und LEWIS [2008|, ADAM
etal. [2010], KLEMAS [2011, 2013a,b] und DRONOVA [2015] und GUO et al. [2017].

TINER etal. [2015] geben in ihrem Lehrbuch einen allgemeinen Uberblick {iber
Fernerkundung in Feuchtgebieten. Die folgenden Ausfithrungen konzentrieren sich
auf fernerkundliche Untersuchungen auf Moor- und Marschstandorten.

2.1 Moore und Fernerkundung

Bisher lag der Fokus fernerkundlicher Forschung auf grofrdumigen Analysen haupt-
sdchlich in borealen bzw. auf Moorlandschaften der nordlichen Breiten, weil hier
global betrachtet der Hauptanteil an Mooren zu finden ist [JOOSTEN 2009; JOOS-
TEN etal. 2012]. Dabei wurden zahlreiche Arbeiten zu den Themenfeldern Kohlen-
stoffspeicher [SHENG et al. 2004; AKUMU und MCLAUGHLIN 2014], Treibhausgase-
missionen [BUBIER etal. 1995; LEES et al. 2018], der Klassifikationen unterschiedli-
cher Moortypen [AMANI et al. 2018; ARROYO-MORA et al. 2018| oder vegetations-
spezifische Fragestellungen |[BUBIER etal. 1997; THOMAS et al. 2003; SONNENTAG
etal. 2007| durchgefiihrt.

Jedoch existieren nur wenige fernerkundliche Studien, die sich mit der Vegeta-
tionsentwicklung wiedervernésster Moore beschéftigen [FRICK etal. 2011; KNOTH
etal. 2013; DABROWSKA-ZIELINSKA et al. 2014; KOCH et al. 2017]. PENGRA et al.
[2007| identifizierten Phragmites spec. auf Basis hyperspektraler Hyperion-Daten.
Aufgrund der sehr groben raumlichen Auflésung dieses Satellitensensors (Ground
Sampling Distance (GSD) = 30 m) konzentrierte sich die Arbeit auf die Unterschei-
dung grofer Bestande. BECKER et al. [2007| klassifizierten Vegetation von Kiisten-
mooren mit hyperspektralen Flugzeugscannerdaten. Sie resiimierten in der Studie,
dass eine rdumliche Auflésung von unter zwei Metern notwendig sei und identifizier-
ten sechs wichtige Spektralbereiche im optischen Spektrum, die entscheidend sind
um verschiedene Pflanzenarten voneinander zu trennen. FRICK et al. [2011] nutzten
MS-Satellitendaten mit sehr hoher rdumlicher Auflésung (QuickBird, WorldView 1,
SPOT) um verschiedene Pflanzenarten zu unterscheiden. Dabei wurden moderne
Entscheidungsbaum-Verfahren aus dem maschinellen Lernen, wie dem Random Fo-
rest (RF) oder AdaBoost verwendet. Sie kamen auf Klassifikationsgenauigkeiten von
85 % bis 90 %.



2.2. MARSCHLAND UND FERNERKUNDUNG

UAS sind in der Lage wultra hohe rdumliche Auflésungen (1 cm — 20 cm laut
ZHANG etal. [2017] und FERNANDEZ-GUISURAGA et al. [2018]) mit verschiedensten
Sensortypen aufzunehmen. Hinsichtlich der temporalen Auflésung erschliefsen sie
neue Moglichkeiten und Einsatzfelder aufgrund ihrer relativen Unabhéngigkeit von
Wolkenbedeckung und schnellen Einsatzmdoglichkeit. Jedoch wurden bisher wenige
UAS-Untersuchungen auf Moorflichen durchgefiihrt, z.B. LEHMANN et al. [2016],
SIMPSON et al. [2016], KALACSKA et al. [2017b], RAHMAN et al. [2017], LOVITT et al.
[2018], BEYER et al. [2019b] und SCHOLEFIELD et al. [2019]. Unter diesen Wenigen
finden sich kaum Publikationen zum Thema Identifikation und Unterscheidung von
moortypischen Pflanzenarten.

KNOTH et al. [2013] haben drei Pflanzenarten im Hochmoor und offen anstehen-
dem Torf mit einer RGB- und einer umgebauten Infrarotkamera auf zwei Multikop-
tern klassifiziert. Sie nutzten einen objektbasierten Ansatz und erreichten Klassifi-
kationsgenauigkeiten von 84 % bis 95 %. KOCH et al. [2017] verwendeten ebenfalls
einen kombinierten Segmentierungs-/ Klassifizierungsansatz, um mit RGB- und dar-
aus generierten Textur-Parametern vier unterschiedliche Vegetationsklassen in einem
wiedervernéssten Kiistenversumpfungsmoor zu unterscheiden. CLUTTERBUCK et al.
[2018] untersuchten zwei Hochmoore in England mit RGB-Infrarot-Daten, generier-
ten Oberflachenmodellen und terrestrischem Laserscanning. Sie beschrieben in ihrer
Arbeit verschiedene Pflanzengesellschaften, morphologische Bedingungen und Ero-
sionsformen. PALACE etal. [2018] trainierten ein kiinstliches neuronales Netz zur
Klassifizierung von Vegetation in subarktischen Mooren in Nordschweden. Sie nutz-
ten die RGB-Daten und daraus generierte Textur-Indizes um acht Pflanzentypen
zu unterscheiden und erhielten Klassifizierungsgenauigkeiten von 68 %. SCHOLE-
FIELD etal. [2019] nutzten RGB-Daten, daraus generierte Oberflachenmodelle und
abgeleitete Indizes wie Oberflichenneigung (Slope) und Hangausrichtung (Aspect)
um verschiedene Habitattypen (vier Hochmoortypen, Wasser, offener Torf), Kohlen-
stoffverluste und Erosionsformen in Moorlandschaften zu identifizieren.

Bei der Recherche fillt auf, dass bisherige Forschungen ausschlieflich auf Hoch-
mooren und meist in den nordlichen Breiten durchgefiihrt wurden. Einzig FRICK
etal. [2011] arbeiteten fernerkundlich in Niedermooren, aber auf grob aufgeloster
Satellitenebene. KOCH et al. [2017] haben zwar mit hochaufgelosten UAS-Daten ge-
arbeitet, aber erstens monosensoral (RGB) und zweitens mit nur vier groben Vege-
tationsklassen. Daher ergibt sich hier ein Forschungspotential auf wiedervernassten
Niedermooren die komplexen Dominanzbesténde feiner aufgegliedert zu klassifizie-
ren und den Mehrwert der multisensoralen Daten zu testen.

2.2 Marschland und Fernerkundung

Der zweite Feuchtgebietstyp, der in der Arbeit behandelt wird, ist das Okosystem
Marschland und im speziellen Marschen, die in Flussdstuaren unter Einfluss von
Tidenhub stehen (néhere Erlduterungen in Abschnitt 3.2). Bisherige Studien behan-
delten verschiedenste Funktionen und Leistungen dieses Okosystems, wie die Wachs-
tumsprozesse, raumliche Muster, Verteilung der Vegetationsarten und deren Cha-
rakteristik (abiotische und biotische Faktoren) [ENGELS 2010; CARUS und SCHRO-
DER 2014; SILINSKI 2015; CARUS et al. 2017a,b; CLIFTON et al. 2018; JORGENSON

Seite 10 KAPITEL 2. STAND DER FORSCHUNG



2.2. MARSCHLAND UND FERNERKUNDUNG

etal. 2018; OTEMAN etal. 2019|, Pflanzen im Marschland als Schutz vor Wellen-
schlag durch Sturmfluten und Schiffsverkehr [MOLLER et al. 1999; YANG et al. 2012;
HEUNER et al. 2015; SILINSKI et al. 2015; HEUNER 2016|, Auswirkungen des Klima-
wandels auf Marschen [MUSSEAU et al. 2018, Marschland als natur-basierte Losung
gegen den Klimawandel [TEMMERMAN etal. 2013; SCHOUTENS et al. 2019; Bos-
S10 etal. 2020] und Sedimentationsprozesse in Marschldndern [ALLER etal. 2004;
HEUNER etal. 2018].

Fernerkundlich wurde mit Satellitendaten der groftte Teil der wissenschaftlichen
Arbeiten an den salzwasserdominierten tide-beeinflussten Kiistenmarschen durchge-
fithrt. Bei der Literaturrecherche konnten dabei vier grofse Themenkomplexe identifi-
ziert werden, die direkte Klassifikation von Pflanzenarten [BUDD und MILTON 1982;
DALE etal. 1986; WANG et al. 2007; BEIJMA et al. 2014; HOOVER und WHELCHEL
2015; SINHA et al. 2015], die Klassifikation von Marschen in funktionale bzw. land-
schaftsgenetische Typen |BERLANGA-ROBLES und Ruiz-Luna 2002; TiMM und
MCGARIGAL 2012; BEIIMA etal. 2014; SUN und ZHU 2017|, die Ableitung 6ko-
systemarer Parameter [HLADIK und ALBER 2012; MEDEIROS et al. 2015; MISHRA
und GHOSH 2015; KHANNA et al. 2017; VRIELING et al. 2017; OTEMAN et al. 2019]
und sedimentologische Arbeiten, meist zum Watt im Vorland von Marschen |[Ryu
etal. 2014; WANG et al. 2016; ADOLPH et al. 2018]. Die sedimentologischen Arbeiten
im Wattbereich sind zwar fiir das Okosystem Marsch essentiell, werden aber in der
vorliegenden Arbeit nicht weiter betrachtet.

Die genannten Arbeiten mit dem Fokus auf Vegetation werden im Folgenden kurz
zusammengefasst. BUDD und MILTON [1982] sammelten radiometrische Messun-
gen am Boden von verschiedenen Vegetationsarten (vier Gruppen) in Salzmarschen
bei Chichester Harbour (Siid-England) als Vorstudie fiir die bald darauf startende
Landsat 4-Mission mit dem neuen Multispektralsensor TM ( Thematic Mapper). Sie
zeigten in ihrer Arbeit, dass der TM-Sensor mit seiner hoheren rdumlichen (GSD
30 m) und besseren spektralen (sieben Kanile) Auflésung (als der bisherige Mul-
tispectral Scanner(MSS)-Sensor mit vier Kanélen und 80 m GSD) klare Vorteile
bei der Klassifikation der verschiedenen Pflanzenarten sowie der Abschitzung an
Biomasse besitzt. DALE et al. [1986] verwendeten CIR-Luftbilder, um die Vegetati-
onstypen in einem subtropischen Kiisten-Salzmarschland im Siidosten von Queens-
land (Australien) mit Hilfe eines hierarchischen Clusterverfahrens zu identifizieren.
Sie testeten uniiberwachte und {iberwachte Klassifikatoren und identifizierten auf
Makroebene vier Salzmarsch-Vegetationstypen, auf Mikroebene waren acht Typen
erkennbar. WANG et al. [2007] testeten in der Lagune von Venedig (Italien) einen
neuen Klassifikator fiir neuronale Netze, der zur Kartierung halophytischer Vegeta-
tionsgesellschaften in tide-beeinflussten Okosystemen genutzt wurde. Dabei wurden
sechs der verfiigharen 15 Compact Airborne Spectral Imager(CASI)-Spektralkanéle
genutzt um vier Vegetationsarten zu klassifizieren. Die Klassifikationsgenauigkeit
belief sich auf 91 %. Um die Bedingungen in Feuchtgebieten besser zu verstehen,
verwendeten KUMAR und SINHA [2014] Satellitendaten mit hoher rdumlicher Auf-
16sung von QuickBird und Hyperspektraldaten von Hyperion zur Kartierung der
Salzmarsch-Vegetationsgemeinschaften von Micalo Island in Australien. Sie fanden
heraus, dass mit Hyperion eine bessere Genauigkeit (Gesamtgenauigkeit = 71,1 %)
erzielt werden kann, als mit Quickbird (Gesamtgenauigkeit = 59,4 %). HOOVER und
WHELCHEL [2015| présentieren einen Weg um Vegetationsbesténde in Marschen in
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einem mehr-stufigen Ansatz zu segmentieren und zu klassifizieren. Sie verwendeten
ein Colorinfrarot-Luftbild und ein Digitales Geléindemodel mit einer rdumlichen Auf-
16sung von etwa 30 cm (ein Fuf) um die fiinf Klassen Niedermarsch, Hochmarsch,
Iva frutescens, Phragmites australis, Sand und Wasser im Marschland am Long
Island Sound (USA) zu klassifizieren. Sie erzielten im Mittel Klassifikationsgenauig-
keiten von 85,1 %. Diese Arbeiten konzentrierten sich auf die Erkennung einzelner
dominanter Pflanzenarten in Marschen.

Eine weitere Herangehensweise war die Marschokosysteme in verschiedene funk-
tionale bzw. genetische Klassen zu unterteilen, wie es auch HOOVER und WHELCHEL
[2015] schon ansatzweise mit den Klassen Nieder- und Hochmarsch gemacht haben.
BERLANGA-ROBLES und Ru1z-LUNA [2002] verwendete sechs Landbedeckungstyp-
en (Mangrove, Lagune, Salzmarsch, Trockenwald, sekundére Sukzession und Land-
wirtschaft) aus Landsat-Daten als direkte Indikatoren, um Landschaftsverdnderun-
gen im Majahual-Astuar Mexikos zu erfassen. Sie stellten fest, dass landwirtschaft-
liche Aktivitdten der Hauptgrund fiir die Landschaftsverdnderung auch in Marsch-
landern waren. TIMM und MCGARIGAL [2012| verwendeten einen RF-Klassifikator
um feinskalige (d.h. 1m Pixel-Auflésung) Karten der Salzmarschenvegetation an der
Kiiste Cape Cod (USA) zu erstellen. Sie benutzten eine CIR-Luftbildaufnahme, eine
multispektrale Satellitenbildaufnahme von QuickBird und ein aus Luftbildern ab-
geleitetes Hohenmodell, sowie verschiedene Spektral- und Reliefindizes zwischen 0,5
und 5 m rdumlicher Auflésung. Allerdings wurden keine speziellen Vegetationsar-
ten klassifiziert, sondern morphologische Marscheinheiten, wie bspw. Nieder- und
Hochmarsch, sowie offene Wasserflachen und Riedgras-Marschen. Mit diesem An-
satz erreichten sie eine hohe Gesamtklassifizierungsgenauigkeit von 86,8 %. BEIIMA
etal. [2014] testeten einen multisensoralen Ansatz zur Klassifikation von Vegetati-
onsarten und Habitatarten auf den Llanrhidian Salzmarschen im Loughor-Astuar
der Nordkiiste der Halbinsel Gower in Siid-Wales (Grofbritannien). Sie nutzten ver-
schiedene fernerkundliche Kanile, wie spektrale Indizes aus Landsat-Daten, luftge-
stiitzte vollpolarmetrisierte S- und X-Band-Synthetic Aperture Radar(SAR)-Daten
und ein DOM als Préadiktoren in einem RF. Einer der Erkenntnisse war, dass sich
das X-Band der SAR-Daten am besten eignet zur Differenzierung von Pflanzenarten
und S-Band fiir die Differenzierung zwischen Habitaten. Eine zweite Erkenntnis war,
dass die wichtigsten Pradiktoren zur Klassifikation nicht die SAR-Daten, sondern
das DOM und zwei multispektrale Indizes (NDVI) waren. SUN et al. [2018] teilten
das Marschland, im Virginia Coast Reserve auf der Halbinsel Delmarva (USA), in
die vier Zonen Watt, Niedermarsch, obere Niedermarsch und Hochmarsch ein. Da-
bei stehen diese Habitateinordnungen fiir spezielle Vegetationsgesellschaften. Fiir
das Referenzjahr 2002 wurde eine ganzjahrige NDVI-Zeitreihe aus Landsat-5 und
-7 generiert, anhand deren sie mittels der Entscheidungsbaum-Klassifikation C5.0
Unterscheidungsregeln fiir die vier Habitatklassen erstellten. Im Referenzjahr ge-
lang diese Klassifikation mit einer Gesamtgenauigkeit von 89,8 %. Ausgehend von
diesem Referenzjahr wurde die Methodik fiir acht weitere Zeitreihen (zwischen 1984
und 2011) durchgefithrt und validiert. Die Genauigkeiten lagen zwischen 77,8 — 86,9
%. Die Haupterkenntnis ist ein starker Riickgang von Niedermarschhabitaten, was
die Autoren auf einen steigenden Meeresspiegel zuriickfiihren.

Besonders in den letzten Jahren konzentrierten sich die Arbeiten mit Satelliten-
daten auf die Ableitung bestimmter Parameter in Marschokosystemen. Die Identifi-
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kation wichtiger Treiber dieser Okosysteme wird in den Arbeiten als entscheidende
Information angesehen, die Marschckosysteme besser zu verstehen und deren Anpas-
sungsfiahigkeiten an den kiinftigen globalen Wandel einschétzen zu kénnen. Die Ge-
landehohe in Marschen ist treibender Faktor fiir die Art und Verteilung der Pflanzen-
gesellschaften, die sich entwickeln. Daher haben HLADIK und ALBER [2012] getestet,
ob sich hochaufgeloste luftgestiitzte Light Detection and Ranging (LIDAR)-Daten
bewéhren um ein digitales Gelandemodel (DGM), im Salzmarschgebiet auf der Insel
Sapelo (USA), zu berechnen. Validiert wurden die Ergebnisse mit rund 1800 Real
Time Kinematic (RTK)-Global Navigation Satellite System (GNSS)-Messungen. Die
Ergebnisse zeigten teilweise pflanzenspezifisch starke Offsets in der Hohengenauig-
keit des generierten DGMs. Daher wurden fiir jede vorkommende Vegetationsart ein
eigener Korrekturfaktor berechnet um ein finales DGM zu berechnen, welcher den
Standard-Fehler von 0,1 +/- 0,12 m auf -0,01 + /- 0,09 m senkte.

Eine sehr grofirdumige Analyse von Marschland fiihrten MISHRA und GHOSH
[2015] am Golf von Mexiko an der Kiiste der US-Staaten Louisiana, Mississippi,
Alabama und Florida durch. Dabei skalierten sie vier Parameter (Chlorophyllge-
halt auf Bestandesebene, griine Biomasse, Blattflichenindex und Vegetationsanteil
an der Gesamtflache) beginnend bei spektrometrischen Messungen im Geldnde zu-
néchst auf Landsat-Daten (GSD 30 m) und schlieflich fiir den gesamten Unter-
suchungsraum auf Moderate-resolution Imaging Spectroradiometer(MODIS)-Daten
(GSD 250 m und 500 m). Dabei testeten sie verschiedene Vegetationsindizes und
inwieweit diese mit den Parametern korrelieren. Der WDRVI (1? ~ 0,82) und der
VARI (1? ~ 0,9) wurden identifiziert als vielversprechende Indizes. Diese Zwischen-
ergebnisse wurden dann auf eine Zeitreihe angewendet, um die Verédnderung iiber
die Zeit im Untersuchungsgebiet festzustellen.

MEDEIROS et al. [2015] integrierte LIDAR-Daten mit Daten von einem passiven
optischen Sensor (MODIS) und interferometrischen SAR-Daten, um Verbesserun-
gen in Angriff zu nehmen, die fiir digitale Hohenmodelle in kiistennahen Salzwie-
sen erforderlich sind. Sie passten anfdngliche Schétzungen der Geldndehdhen auf
der Grundlage der Hohen und Dichten der Vegetationsbestinde an, um ein verbes-
sertes Gelandemodell fiir ihr Untersuchungsgebiet im Nordwesten Floridas (USA)
zu erzeugen. VRIELING et al. [2017] nutzten RapidEye- und SPOT5-Satellitendaten
im Watt-Marschbereich der Insel Schiermonnikoog (Niederlande) um die phénologi-
schen Muster aus Zeitreihen des Spektralindexes NDVTI zu identifizieren und auszu-
werten. Dies geschah fiir die Monate Méarz bis August 2015. Die Ergebnisse sollten
dann verglichen werden, mit einer langeren vierjahrigen Zeitreihe bestehend aus fu-
sionierten Daten von verschiedenen Satellitendaten (Landsat-8, MODIS und Project
for On-Board Autonomy Vegetation (PROBA-V)). Die Autoren zeigen zunéchst,
dass mit den rdumlich hochaufgelésen RapidEye- (5 m) und SPOT5-Daten (10 m)
sehr vielversprechende Repréasentationen des phanologischen Verlaufs der Marschfla-
chen modelliert werden konnen. Sie weisen aber auch darauf hin, dass grob aufgeloste
Satellitensensoren wie MODIS und PROBA-V kaum in der Lage sind die Variabili-
tét solch fein skalierten Strukturen von Marschékosystemen abzubilden. Selbst die
30 m GSD von Landsat und die niedrige Wiederholrate in Verbindung mit hoher
Wolkendynamik sind hinderlich fiir phédnologische Analysen.

KHANNA et al. [2017] untersuchten die Auswirkungen und Regenerationsféhigkeit
von Salzmarschen nach einem Sturmereignis und einer Olhavarie in der Barataria-
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Bucht im Golf von Mexiko (USA). Dafiir nutzten sie hyperspektrale Flugzeugscan-
nerdaten des Sensors Airborne Visible InfraRed Imaging Spectrometer (AVIRIS) aus
den Jahren 2010-2012. Sie berechneten sechs Indizes, sowie neun Landschaftsstruk-
turmake und extrahierten auf Basis dieser Variablen die Grenzen der Marschen.
Die Ergebnisse zeigten keine klare Eingangsvariable als besonders wichtig fiir die
Analyse der Auswirkung solcher Ereignisse auf die Marschkiiste. Aufserdem konnten
kaum starke Einfliisse der beiden Ereignisse auf die Marschen selbst nachgewie-
sen werden, aufler bei den Gebieten, an denen der Marschsaum besonders schmal
ist. OTEMAN etal. [2019] nutzen feldspektrometrische Messungen und RapidEye-
Satellitendaten in Kombination mit einem physikalisch basierten Reflexionsmodell
(Prosail) um die Haupttreiber fiir die rdumlichen Muster der Vegetation in Salz-
marschen zu identifizieren. Sie priiften dafiir die vier Parameter Uberflutungsdauer,
Wellenstéarke, Artenkonkurrenz und Abflussbahnenbildung. Die Autoren identifizie-
ren die Uberflutungsdauer als wichtigsten Einflussparameter (um den Faktor drei)
auf die Struktur und Verteilung der Vegetation in Salzmarschen.

Im Vergleich zu grofflichigen Themenkomplexen, wie bspw. Forst- oder Land-
wirtschaft, sind fernerkundliche Publikationen iiber Marschékosysteme im globalen
Mafkstab relativ wenig vertreten. Dies wird besonders deutlich bei der Recherche von
Publikationen zu UAS-basierten Arbeiten in Marschen. Auch hier wurden kaum Stu-
dien in Brack- oder Siifwassermarschen angefertigt, sondern beschrinken sich, wie
bei den Arbeiten mit Satellitendaten, auf Salzwassermarschen an den Kiisten. Die
Themen dieser Arbeiten sind so heterogen, dass keine allgemeine Klassifikation vor-
genommen werden kann. Als einzige Unterscheidung kommt in Frage, ob sie einen
Fokus auf Vegetation haben oder andere Fragestellungen behandeln. Zunéachst wird
mit den Vegetationsarbeiten begonnen.

KELCEY und LUCIEER [2013] identifizierten schon sehr friih, dass trotz der be-
grenzten Verfiigbarkeit an spektraler Information auf UAS, ein hoher Informations-
gehalt in der Textur hochaufgeldster RGB-Daten fiir dominante Vegetationsarten
in Salzmarschen steckt. Sie berechneten verschiedene Texturindizes auf Basis eines
raumlich 5 cm aufgelosten RGB-Drohnendatensatzes (Ralphs Bay, Australien) und
konnten so mittels der RF-Klassifikation drei Vegetationstypen in einem Salzmar-
schokosystem voneinander unterscheiden. Klassifikationsgenauigkeiten schwankten
dabei zwischen 81 und 87 %. Aufserdem haben kiirzlich BROUSSARD et al. [2020]
eine Arbeit verdffentlicht, in der sie eine umgebaute RGB-Kamera (Ausbau des
Infrarotsperrfilter) nutzen, um mit Hilfe eines objektbasierten Segmentierungsan-
satz zwel Vegetationsarten, eine Vegetationsmischklasse und Wasser in einem Salz-
marschgebiet (Terrebonne USA) zu klassifizieren und deren mittlere Pflanzenhéhe zu
ermitteln. Sie erreichen mit ihrem Ansatz eine Gesamtgenauigkeit von 85 %. MAR-
CACCIO etal. [2016] verglichen das Potential von rdumlich hochaufgelésten RGB-
Datensétzen zur Klassifikation von vier groben Vegetationsklassen (Gréser, Rohr-
kolben, Unterwasservegetation, schwimmende Vegetation), aufgenommen von zwei
unterschiedlichen Drohnen, einem Multicopter, einem Starrfliigler und den staatlich
aufgenommenen Luftbilddaten in einem Siifwassermarschland an der Nordkiiste des
Eriesees (Kanada). Die Autoren verglichen die Klassifikationsgenauigkeiten und die
Flachenanteile der Vegetation der drei Datensétze und kamen auf Genauigkeiten zwi-
schen 18 und 31 %, wobei die Ergebnisse des Starrfliiglers die genauesten und die der
beiden Drohnen genauer als die der Flugzeugbefliegung waren. WAN et al. [2014] un-
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tersuchten die invasive Ausbreitung des Neophyts Spartina alterniflora auf Marsch-
flichen und Magroven in Beihai (China). Dafiir nutzten sie RGB-Daten von einem
UAS und berechneten daraus eine Vielzahl von unterschiedlichen Indizes aus den
spektralen (u.a. Helligkeit, Sattigung, Standardabweichung), texturalen (u.a. Kom-
paktness, Homogenitét) und kontextuellen Informationen (u.a. thematische Karten).
Diese Indizes wurden zunéchst genutzt fiir eine Segmentierung und im Anschluss
fiir eine wissensbasierte Schwellwertklassifikation. Der Ansatz ergab Genauigkeiten
zwischen 91 und 96 %. DOUGHTY und CAVANAUGH [2019] nutzen multispektrale
UAS-Daten aus jeder Jahreszeit im Carpinteria-Salzmarschland (USA) um Biomasse
abzuleiten. Fiir den Test wurden sechs spektrale Indizes berechnet und durch linea-
re Regressionen mit Geldindemessungen kombiniert. Der NDVI lieferte den hochsten
statistischen Zusammenhang (r? = 0,67), allerdings nur im Friihling. ITm Jahres-
durchschnitt zeigte keiner der Indizes hohe Zusammenhéange.

ESPRIELLA et al. [2020] schlagen ein grofiraumiges Monitoringkonzept fiir tide-
beeinflusste Kiistenregionen vor. Anhand von UAS-Aufnahmen im Golf von Mexiko
(Florida, USA) wurde ein objektorientierter Workflow erstellt um Wattflichen, Salz-
marschen und Muschelbédnke von einander zu unterscheiden. Die Gesamtgenauigkeit
der Klassifikation belief sich auf 79 %.

Die beiden Arbeiten von FARRIS et al. [2019] und DATI et al. [2020] behandeln die
Frage, wie die Marschkante aus UAS-Daten identifiziert werden kann. FARRIS et al.
[2019] entwickelten zwei Verfahren auf Basis von RGB-UAS-Daten in einem Marsch-
Okosystem auf Plum Island (USA) und verglichen diese mit hiindisch digitalisierten
Referenzdaten. Das eine Verfahren basierte auf der Identifikation der Marschkan-
te aufgrund des abrupten Anstieges der Hoheninformation im DOM. Das andere
Verfahren basiert auf den Farbkanélen und der Unterscheidung zwischen Vegetation
und Nicht-Vegetation. Beide Verfahren lieferten zufriedenstellende Ergebnisse und
hatten eine mittleren Fehler von 0,6 m untereinander und 0,43 m zur Referenzkan-
tenlinie. DAI et al. [2020] haben an sechs Marschstandorten an der Kiiste von Jiangsu
(China) die Marschkante detektiert. Dafiir haben sie von einem UAS die RGB-Daten
und die DOMs genutzt. Durch drei Vergleichsbefliegungen zwischen April 2017 bis
Oktober 2018 konnten sie die Verdnderungen an der Marschkante zuriickfithren auf
das Sedimentationsgeschehen und die Umlagerungsprozesse auf den Wattflachen.

Die Hoheninformationen fiir das Gelande und der Vegetation sind essentielle Para-
meter zur Beurteilung der Marschokosysteme. Dafiir wurden zwei Grundlagenarbei-
ten publiziert. KALACSKA etal. [2017a] stellen erstmalig das Potential von DOM
generiert aus UAS-Daten gegeniiber herkémmlichen gréber aufgelostem LIDAR-
Befliegungen fiir die Analyse von fein strukturierten Salzmarschldndern heraus.
Dafiir beflogen sie die drei Salzmarschlander Youghall, Beresford und Pt. Carron
im Osten Kanadas und generierten daraus die Oberflaichenmodelle und Orthomo-
saike. Parallel dazu wurden RTK-GNSS-Messungen als Referenz an allen Stand-
orten durchgefiihrt. Die Ergebnisse zeigen auf deskriptive Art, dass die UAS-Daten
sehr viel genauer sind als die LIDAR-Befliegungen. Die Generierung von Digita-
len Geldndemodellen aus LIDAR-Daten von flugzeuggestiitzten Befliegungen sind
aufgrund der zu groben rdumlichen Auflésung und der sich daraus ergebenden zu
groben Punktdichte in Marschen nicht méglich [PINTON et al. 2020]. Auferdem ist
die Hangneigung in diesen Okosystemen schwer zu beriicksichtigen. Daher nutzen
PINTON et al. [ebd.] auf der Insel Sapelo (USA) ein UAS mit LIDAR um in einem
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Salzmarschland neben der Gelandehche auch Vegetationsparameter wie Hohe und
Dichte zu extrahieren. Der Vorteil bei der UAS-gestiitzten Datenaufnahme ist die
sehr viel dichtere Punktwolke. Die Autoren entwickeln mathematische Modelle um
die Parameter ohne weitere Metadaten zu generieren und beriicksichtigten dabei
auch die Hangneigung.

Fernerkundlich wurden zahlreiche Arbeiten in Salzwasser-Wattbereichen durch-
gefithrt Diese Arbeiten beruhten beinahe komplett auf Satellitendaten und zielten
zum grofsten Teil auf die Klassifikation von Vegetationsarten, Habitattypen oder
Sedimenten im Wattbereich ab.

Okosystemare Vegetationsanalysen in Brackwasser- bzw. Siikwasser-Flussmarschen
wurden bisher international kaum bis gar nicht publiziert (Stand: 05.11.2020). Dies
liegt unter anderem an der schmalen Uferauspragung der Marschen und der Hetero-
genitit dieser Okosysteme, die durch die grobe raumliche Auflésung von Satelliten-
daten schwer abgebildet werden konnen. Daher entstehen hier neue Moglichkeiten
fiir UAS-gestiitzte Daten, die in den letzten Jahren auch genutzt wurden. Jedoch
beschranken sich diese Arbeiten auf interpretative und klassifikative Arbeiten. Nur
eine Arbeit befasst sich mit der Ableitung von Parametern, wie der Biomasse, aus
dem Pflanzenbestand. In der vorliegenden Arbeit werden hingegen verschiedenste
Pflanzenparameter auf ihren statistischen Zusammenhang zu den multisensoralen
UAS-Daten getestet und bei robusten Regressionsmodellen auf die Flache iibertra-
gen.

Seite 16 KAPITEL 2. STAND DER FORSCHUNG



3 Okologische Grundlagen,
Projekte und
Untersuchungsgebiete

Die Ergebnisse dieser Arbeit wurden im Rahmen von zwei Forschungsprojekten erar-
beitet. Dabei sind die klassifikativen Arbeiten zur Niedermoorvegetation im Projekt
WETSCAPES (Abschnitt 3.1.1) und die Arbeiten zur multisensoralen multiplen
Regression im Projekt TIBASS (Abschnitt 3.2.1) entstanden.

Zunéchst wird die Thematik Moore, Entwésserung und Wiedervernissung ein-
gefiihrt. Anschliefsend wird kurz das Projekt WETSCAPES beschrieben und die
Untersuchungsstandorte im Projekt vorgestellt. Im zweiten Teil werden zunéchst
Marschlandschaften vorgestellt. Danach wird das Projekt TIBASS und die dazuge-
horigen Untersuchungsstandorte beschrieben.

3.1 Niedermoore, Entwasserung und
Wiedervernassung

Moore sind Landschaften, in denen sich abgestorbene, nur teilweise zersetzte Pflan-
zenreste zu Torf-Schichten bzw. Horizonten akkumulieren [SUCCOW und JOOSTEN
2001]. Dies geschieht durch permanente Wassersattigung des Bodens und dem damit
fehlenden Sauerstoff fiir Abbauprozesse. Laut deutscher Bodensystematik [AD-HOC-
AG BODEN 2015| wird vom Moor gesprochen, wenn die Torfschicht aus mindestens
30 cm organischer Auflage besteht, welche einen Kohlenstoffgehalt von tiber 30 %
besitzt.

Moore sind Regulatoren des Regionalklimas und wichtig fiir den globalen Klima-
schutz. Moore steuern den Wasserhaushalt einer Landschaft und sind wichtig fiir
den Erhalt natiirlicher Bodenfunktionen. Sie sind Archiv der Natur- und Kultur-
geschichte, besonderer Lebensraum fiir spezielle Flora und Fauna und natiirliche
Filterrdume fiir Nahrstoffe [Succow und JOOSTEN 2001].

Weil die Pflanzenreste zu 50-60 % aus Kohlenstoff bestehen, enthalten Moore von
allen terrestrischen Okosystemen die hochste Konzentration an Kohlenstoff. Moore
bedecken nur etwa 3 % der globalen Landfliiche (4 Mio. km?), aber speichern 21-25
% Kohlenstoff aller terrestrischen Okosysteme [SUCCOW und JOOSTEN 2001; YU
et al. 2010; JOOSTEN et al. 2016; CONNOLLY und HOLDEN 2017; LEIFELD und ME-
NICHETTI 2018]. Kein anderes Okosystem speichert mehr Kohlenstoff pro Quadrat-
meter |[DISE 2009], aber dieser Kohlenstoffspeicher reagiert sehr sensibel auf dufere
Storungen |[TURETSKY etal. 2015]. Die heutigen Storungen sind mehrheitlich an-
thropogen verursacht [MITSCH und GOSSELINK 2000; JUNK et al. 2013; DAVIDSON
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2014; BERHANE et al. 2018|. Die grofite anthropogene Storung stellt die grofsraumi-
ge Entwisserung dar, um die Flachen in eine agrarische, forstwirtschaftliche oder
Torfstich-Nutzung zu iiberfithren [PARRY etal. 2014|. Die Studienlage geht von ei-
nem globalen Fliachenverlust von 30-90 % aus. Dadurch haben Moore ihre Funktio-
nen fiir Nahrstoff- und Wasserversorgung, Wasserreinigung und Lebensraum fiir teils
seltene Flora und Fauna verloren [SUcCOW und JOOSTEN 2001; TIMMERMANN et al.
2009]. Dieser Verlust geht einher mit verschiedenen negativen Auswirkungen auf
die Biodiversitidt [LEHOSMAA et al. 2017, Treibhausgasemissionen [CAO et al. 2018;
LAINE et al. 2019], Nahrstoffauswaschung [KOSKINEN et al. 2011|, Erosion [TUUK-
KANEN et al. 2016] und andere Prozesse wie Versauerung [TORABI HAGHIGHI et al.
2018]. Die weitreichende Entwésserung fiihrte dazu, dass Moore von moderaten Koh-
lenstoffsenken zu enormen Quellen von Treibhausgas (THG)-Emissionen im globalen
Mafsstab wurden |[BYRNE et al. 2004; KNOTH et al. 2013; CONNOLLY und HOLDEN
2017]. Allein in den letzten 30 Jahren stiegen die Kohlenstoffdioxid-Emissionen um
rund 20 % mit zukiinftig lang-anhaltendem Trend [JOOSTEN 2009; LEIFELD und
MENICHETTI 2018|. Weiterfiihrende Literatur iiber die Degradierung, Entwésserung
und deren Auswirkungen sowie den derzeitigen Zustand von Mooren ist zu finden
in Succow und JOOSTEN [2001], JOOSTEN [2009], TIMMERMANN et al. [2009] und
MOEN et al. [2017].

Moore in Deutschland und Mecklenburg-Vorpommern

Deutschlands Moorfléchen haben mit 1,4 Mio. ha (rund 4 %) einen nur sehr geringen
Anteil an der Gesamtfliche des Landes (35,7 Mio. ha) und deren Verteilung ist
sehr heterogen [MOEN etal. 2017]. Die vier nordlichen Bundeslédnder (Schleswig-
Holstein, Niedersachsen, Mecklenburg-Vorpommern und Brandenburg) haben den
groften Flachenanteil an Mooren, wobei in Niedersachen der Grofsteil deutscher
Hochmoore zu finden ist. Niedermoore sind in allen vier Léndern stark vertreten,
wobei MV mit 13 % die hochste Dichte besitzt [LM M-V 2009; FRICK et al. 2011,
KocH und JURASINSKI 2015].

Nur etwa ein Prozent deutscher Moore konnen noch als naturnah bezeichnet wer-
den. Der Rest ist entwéssert und wird als Agrar-, Forst- oder Griinlandfliche ge-
nutzt. Historisch sind besonders zwei Phasen zu nennen, in denen Entwéasserungen
im groften Stil vorgenommen wurden. Zum einen umfasst das eine langere Periode
seit Beginn der Industrialisierung ab den 1850er Jahren. Zum anderen betrifft das
die Programme zur Komplex-Melioration der Deutschen Demokratischen Republik
in den 1970/80er Jahren [SuccOw und JOOSTEN 2001].

Nach der politischen Wende 1989/90 fiihrten in den 1990er Jahren verschiedene
Faktoren wie hohe Entwésserungskosten, Landnutzungswandel, wachsendes Umwelt-
bewusstsein und Uberproduktion zur Extensivierung der Griinlandwirtschaft auf
den landwirtschaftlich suboptimalen Torfb6den. Dieser Sachverhalt und die lang-
fristigen negativen Auswirkungen auf das Klima fiihrten und fiihren auch derzeit
zu einem Umdenken in der Nutzung ehemaliger Moorboden. Auferdem leitet sich
fiir Deutschland mit der Unterzeichnung des Pariser Klimaschutzabkommen 2015
das Ziel einer Kohlenstoffneutralitéit bis spétestens 2050 ab, dass auch im Klima-
schutzplan 2050 der Bundesregierung klar benannt wird [ABEL etal. 2019]. Die
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Abbildung 3.1: Treibhausgas-Emissionen (in Tonnen COz-Aquivalente) in MV pro Jahr
(verandert nach HIRSCHELMANN et al. [2020])

Beriicksichtigung der Moore ist dabei unverzichtbar, weil die 17.800 km? entwésser-
ten, vor allem landwirtschaftlich genutzten Moore mit 51 Mio. t COs-Aq. 5,7 % der
gesamten deutschen THG-Emissionen produzieren. Fiir MV konnte gezeigt werden
(Abbildung 3.1), dass entwésserte Moore der Hauptverursacher fiir THG-Emissionen
sind [GMC 2019; HIRSCHELMANN et al. 2020].

Die wichtigste Mafinahme, um Emissionen aus Mooren zu reduzieren, ist ihre
Wiedervernissung. BONN etal. [2016] geben einen weitreichenden Uberblick iiber
die Moglichkeiten einer Moor-Renaturierung durch Wiedervernédssung. Die perma-
nente oder temporiare Wiederverndssung fiihrt zu nahrstoffreichen Feuchtgebieten,
wo torfbildende Vegetation durch natiirliche Sukzession neu entstehen kann [T1M-
MERMANN et al. 2006; KOCH und JURASINSKI 2015; TORABI HAGHIGHI et al. 2018].
Die regionalen Renaturierungsziele sind den Torfabbau zu stoppen und ein selbstre-
gulierndes Okosystem zu kreieren, welches Torf neubildet und wo sich torfbildende
Vegetationsarten neu etablieren [GELBRECHT und ZAK 2004]. Diese Ziele implizie-
ren, dass die Sukzession die Dominanz und Struktur der vorkommenden Vegetation
verdndert [TIMMERMANN et al. 2006] von iiberwiegend Griinlandarten hin zu torfbil-
denen Pflanzen wie Phragmites spec. (Schilf), Typha spec. (Rohrkolben) oder Carex
spec. (Seggen). Auferdem hat (neben dem Wasserstand) die Vegetationszusammen-
setzung eines wiederverndssten Moores einen fundamentalen Effekt auf die THG-
Emissionen und somit die Senken- bzw. Quellenfunktion von Kohlenstoff [HOBBIE
1996; COUWENBERG et al. 2011; KNOTH et al. 2013| und ist ein Proxy fiir die hydro-
logischen Verhaltnisse und die Biodiversitdt. In der Vergangenheit wurden kiinstli-
che Entwasserungsanlagen und die Eindeichung gestoppt, teilweise geplant teils aber
auch ungeplant. Seit 1980 wurden in Deutschland etwa 70.000 ha Moore wiederver-
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nésst, meist verbunden mit Nutzungsaufgabe und Naturentwicklung |[ABEL et al.
2019]. Laut LM M-V [2017] wurden rund 26.000 ha Niedermoore auf diesem Weg
in Nordostdeutschland wiedervernésst. Um bis 2050 alle COy-Emissionen aus Moo-
ren in Deutschland einzusparen, wére es laut ABEL et al. [2019] erforderlich, entlang
eines Transformationspfades schrittweise ca. 50.000 ha jahrlich wiederzuvernéssen.

Nach der Wiederverndssung kann die natiirliche Sukzession Jahre oder Jahrzehn-
te in Anspruch nehmen. Erfolg oder Misserfolg von Wiedervernédssungsprogrammen
kénnen erst nach ldngerer Zeit iiberpriift werden [POULIOT et al. 2011], oder die Ent-
wicklung der Flachen wird Schritt fiir Schritt regelméfig nach bestimmten Kriterien
bewertet [KNOTH et al. 2013]. Daher sollten Monitoringkonzepte entwickelt werden,
die eine operationelle, schnelle Durchfiithrung und rdumliche Abdeckung gewéhrleis-
ten [MALAK und HILARIDES 2016] und welche regional angepasst werden |[FRICK
etal. 2011]. Diese Arbeit priift daher das Potential von multisensoralen UAS-Daten
fiir diese Aufgabe.

3.1.1 Projekt WETSCAPES

WETSCAPES ist ein Verbundprojekt der Universitdten Rostock und Greifswald.
Assoziiert sind weitere Forschungseinrichtungen wie bspw. das Deutsche Zentrum
fiir Luft- und Raumfahrt und das Greifswald Moorcentrum. Im Projekt werden die
Themenkomplexe Priméarproduktion, Stoffumsetzungen und -verlagerung, Gasaus-
tausch und Torfbildung an Moor-, Feucht- und Kiistenstandorten interdisziplinér
untersucht. Die Verbundpartner verfolgen das Ziel, wissenschaftliche Grundlagen
fiir eine nachhaltige, schonende Bewirtschaftung der Niedermoore und feuchten Kiis-
tenstandorte, speziell degradierter und dann wiedervernésster Flachen, zu erarbei-
ten. Das Vorhaben wird im Rahmen des Exzellenzforschungsprogramms des Landes
Mecklenburg-Vorpommern iiber einen Zeitraum von vier Jahren und drei Mona-
ten, vom 01.01.2017 bis 31.03.2021, aus dem Européischen Sozialfonds gefordert
(ESF/14-BM-A55-0032/16).

Im Projekt kooperieren die verschiedensten Fachgruppen der Universititen, dazu
zéhlen Griinland und Futterbauwissenschaften, Bodenphysik, Bodenkunde, Land-
schaftsokologie und Standortkunde, Geodésie und Geoinformatik, Moorkunde und
Paliookologie, Bakterienphysiologie, Experimentelle Pflanzendkologie und Okosys-
temdynamik.

Das Arbeitspaket WP12, inhaltlich der Fernerkundung zuzuordnen, ist die Grund-
lage fiir die vorliegende Arbeit. Im Projekt wurde die Vegetation als der zentrale und
wesentliche Proxy identifiziert, um aus Fernerkundungsdaten umweltwissenschaftli-
che Fragestellungen zu untersuchen. Daher war der erste Schritt ein Monitoring-
konzept zu erstellen, um die Vegetationszusammensetzung auf den verschiedenen
Niedermoorstandorten zu klassifizieren.

3.1.2 Untersuchungsgebiete der Niedermoore

Im Projekt wurden verschiedene Niedermoortypen in MV untersucht. In dieser Ar-
beit werden davon drei Standorte untersucht, ein wiedervernésstes Durchstromungs-
moor bei Tribsees, ein Kiisteniiberflutungsmoor bei Greifswald, welches teilweise
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Abbildung 3.2: Ubersicht der drei Niedermoor-Standorte an denen klassifikative Vegeta-
tionsarbeiten auf Basis von multisensoralen Drohnendaten durchgefiihrt
wurden. PaW = Versumpfungsmoor Hiittelmoor, PW = Durchstromungs-
moor, CDCW = Kiisteniiberflutungsmoor.

entwéssert und unter Nutzung steht, sowie teilweise wiedervernasst ist und ein Kiis-
tenversumpfungsmoor bei Rostock. Abbildung 3.2 zeigt die geographische Lage der
drei Niedermoorstandorte.

Durchstrémungsmoor Tribsees (PW)

Das Untersuchungsgebiet PW (Percolation mire reWetted, WGS84: N 54.1011°,
O 12.7395°) bei Tribsees ist ein wiedervernésstes Durchstromungsmoor im fluvia-
len Einzugsgebiet der Trebel (Abbildung 3.3). Das Niedermoor liegt unmittelbar
benachbart zum Grenztalmoor, welches direkt auf der Talwasserscheide zwischen
dem Fluss Recknitz im Westen und dem Fluss Trebel im Osten liegt (Abbildung
3.2).

Die Fléache von PW betrégt circa acht Hektar. Schon seit dem frithen 19. Jahrhun-
dert wurde die Flache entwéssert. Die Griinde dafiir waren zum einen der Torfabbau
und zum anderen die intensive Griinlandwirtschaft. Besonders stark wurde in den
Jahrzehnten vor der politischen Wende (1989/90) entwéssert und die Nutzung inten-
siviert. Im Zuge der politisch, gesellschaftlichen und wirtschaftlichen Verdanderungen
nach 1990, wurde die Flache mehr und mehr extensiv genutzt. PW wurde 1997 als
Teil des EU-Forderprogrammes LIFE (Flusstalmoore Recknitz und Mittlere Trebel)
wiedervernésst [[GAMBERDIEV et al. 2013; LM M-V 2017].

Seit dieser Zeit fanden Forschungsarbeiten auf der Flache hinsichtlich des Wieder-
verndssungsfortschritts, der Vegetationsentwicklung, der Treibhausgasemmissionen
und der Torfbildungsprozesse statt [[GAMBERDIEV etal. 2013; JURASINSKI et al.
2016]. Typische Vegetationsarten wie Phragmites australis®, Typha latifolia und ver-

'Die Tabelle A.1 in Anhang A.1 listet alle, in der Arbeit verwendete, Pflanzennamen in wissen-
schaftlicher und deutscher Form auf.
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(a) Untersuchungsfliche PW (weifl), die Ortschaft Tribsees im Hintergrund, Blickrichtung Ost
(Schréigbildaufnahme 18.07.2019)

(b) Multispektrale UAS-Aufnahme vom 04.05.2018 (Color-Infrarot-Darstellung).

352000 352250

352000 352250
Hintergrundkarte: Landesamt fir innere Verwaltung M-V
WMS Digitale Orthophotos M-V (geodaten-mv.de/dienste) ~ CRS: ETRS89 UTM32N (EPSG: 25833) |

Abbildung 3.3: Untersuchungsgebiet PW, ein wiedervernésstes Durchstromungsmoor bei
Tribsees (MV).
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Abbildung 3.4: Untersuchungsgebiet CDCW, ein Kiisteniiberflutungsmoor auf den Kar-
rendorfer Wiesen (MV). Multispektrale UAS-Aufnahme vom 04.05.2018
(Color-Infrarot-Darstellung)

schiedene Carex spec. sind auf der Fldche zu finden und bilden eine typische Patch-
Struktur aus (mehr Informationen zum Vegetationsbestand folgen in den Abschnit-
ten 4.3 und 6.2).

Kiisteniiberflutungsmoor Karrendorfer Wiesen (CDCW)

Das Untersuchungsgebiet CDCW (WGS84: N 54.1576°, E 13.3860°) ist Teil eines
grofkeren Komplexes von aus- und eingedeichten Kiisteniiberflutungsmooren auf den
Karrendorfer Wiesen (Abbildung 3.4). Die Karrendorfer Wiesen sind eine Halbinsel
am Greifswalder Bodden zwischen Greifswald und Stralsund. Die Flache von CDCW
betréagt circa 12 Hektar.

Die Karrendorfer Wiesen wurden 1850/51 eingedeicht und in Ackerland bzw. in
Griinland iiberfiihrt. In den 1970er Jahren wurde die Entwésserung nochmals inten-
siviert. Friihe Satellitenbilder (Abbildung 3.5) aus den 1980er Jahren zeigen, dass die
komplette Halbinsel agrarwirtschaftlich genutzt wurde (Abbildung 3.5a). Nach der
Ausdeichung grofer Teile der Halbinsel, sind nun auch wasserbestandene Fléachen
entstanden und landwirtschaftliche Strukturen nicht mehr zu erkennen (Abbildung
3.5b). Am Ubergangsbereich vom bewirtschafteten Deichhinterland zum ausgedeich-
ten Bereich befindet sich das Untersuchungsgebiet CDCW (gelber Kasten).

Kiisteniiberflutungsmoore sind das Resultat aperiodischer Uberflutungsereignisse
und dem erneuten Trockenfallen des Torfkérpers. Dementsprechend wechseln sich
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(a) Landsat 5: 31.07.1986 (b) Landsat 8: 02.06.2017

Abbildung 3.5: Karrendorfer Wiesen (a) landwirtschaftlich gepriagt (Landsat 5-Aufnahme,
31.07.1986, Bandkombination 4|3|2) und (b) ausgedeicht bzw. wiederver-
nésst (Landsat 8-Aufnahme, 02.06.2017, Bandkombination 5|4|3). Das gel-
be Rechteck markiert die Lage des Untersuchungsgebietes.

oft silikatische und organogene Schichten ab. Es bildeten sich hauptséchlich Schilf-
torfe. Mit einsetzender Beweidung #dnderte sich aber die Zusammensetzung neuer
Torfschichten hin zu mineralstoffreichem Salzwiesentorf [HOLZ et al. 1996].

Im Jahr 1993 wurden die Deiche entfernt und ein neuer Deich wurde im Hinter-
land gebaut. Dadurch sollten natiirliche Flutdynamiken in den ausgedeichten quasi
wiedervernéssten Flachen CW (Coastal mire reWetted) wiederhergestellt werden.
CW wird derzeit jedoch gleichzeitig als extensives Weideland genutzt. Hauptvege-
tationstypen sind unter anderem Agrostis stolonifera, Calamagrostis epigejos und
Juncus gerardii.

Der noch eingedeichte quasi entwdsserte Teil CD (Coastal mire Drained) wird
weiterhin als Griinland wirtschaftlich genutzt. Dieser Teil zeichnet sich durch eine
besonders ausgepragte Patch-Struktur aus. Typische Arten sind bspw. Deschampsia
cespitosa, Juncus effusus und ebenfalls Calamagrostis epigejos.

Versumpfungsmoor Hiitelmoor (PaW)

Das Untersuchungsgebiet PaW (Paludification mire reW etted, WGS84: N 54.211°,
E 12.178°) ist ein Kiisten-Versumpfungs-Niedermoor im Naturpark Heiligensee und
Hiitelmoor, lokalisiert im Nord-Osten der Stadt Rostock (Abbildungen 3.2 und 3.6).
Das Niedermoor hat eine Nord-Siid-Ausdehnung von circa 1.6 km und eine West-
Ost-Ausdehnung von etwa 1.4 km. Im siidlichen Teil des Untersuchungsgebietes
befindet sich ein wenige Hektar grofses Hochmoor. Bis 1963 wurde die Fliache episo-
disch von der Ostsee mit Brackwasser iiberschwemmt. Danach wurde ein Diinendeich
gebaut und das Niedermoor wurde nahezu komplett hydrologisch isoliert vom Salz-
wasser. Das fiihrte dazu, dass der Vegetationsbestand sich ausschliefslich mit Stifs-
wasser entwickelte [KOEBSCH et al. 2013|. Das Gebiet wurde seit den frithen 1960ern
und besonders ab den 1970ern stark entwéssert (bis zu 1.6 m unter Flur) und als
Grasland intensiv genutzt (Abbildung 3.7a). Zweimal im Jahr wurde die Fléche fir
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Abbildung 3.6: Multispektrale UAS-Aufnahme vom 01.11.2018 vom Untersuchungsgebiet
Versumpfungsmoor Hiitelmoor.

(a) Landsat 5: 21.06.1984 (b) Landsat 8: 28.06.2018

Abbildung 3.7: Hitelmoor (a) landwirtschaftlich geprdgt (Landsat 5-Aufnahme,
21.06.1984, Bandkombination 4|3]|2) und (b) wiedervernésst (Land-
sat 8-Aufnahme, 28.06.2018, Bandkombination 5[4|3). Das gelbe Rechteck
markiert die Lage des Untersuchungsgebietes.
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die Heuproduktion geméht.

Okonomische Bedingungen nach der deutschen Wiedervereinigung 1989/90 fiihr-
ten auch im Untersuchungsgebiet zu einer verdnderten Nutzung. Die aktive Entwéas-
serung wurde zu dieser Zeit eingestellt, was zu einem Anstieg des Wasserstandes
fiihrte. Der mittlere Wasserstand wéahrend der Vegetationszeit war zu dieser Zeit
nah der Geldndeoberkante. Im Winter kam es jedoch oft zur Uberstauung, in den
Sommermonaten konnte der Wasserstand bis zu 70 cm unter Geldndeoberkante sin-
ken. Dies fiihrte in dieser Periode weiterhin zur Mineralisation des Torfkorpers, der
2010 als stark zersetzter Torfboden (sapric Histosol) klassifiziert wurde.

Im Winter 2009/2010 wurde schlieflich eine Stauschwelle installiert, um Was-
ser im Einzugsbereich zu halten. Das Ziel dieser Mafnahme war es die Torfzerset-
zung zu stoppen, ein selbstregulierendes Okosystem mit torfbildender Vegetation
ohne menschliche Aktivitdten zu schaffen und eine hydrologische Schutzzone fiir das
Hochmoor zu etablieren [SUccOw und JOOSTEN 2001|. Dabei entstanden nun Zo-
nen ganzjihriger Uberstauung (Abbildung 3.7b). Das als Low Cost-Projekt geplante
Vorhaben hatte keine spezifischen Pléne fiir spezielle Vegetationstypen. Es wurde
vermutet, dass Schilf (Phragmites australis) das Gebiet dominieren wiirde. Mittlere
jahrliche Wasserstdnde betrugen seit 2011 zwischen 0,27 m bis 0,51 m +/- 0,5 m
iiber der Geldndeoberkante mit rdumlicher Variabilitdt. Vor dem Dammbau und
der permanenten Uberstauung wurde das Gebiet schon dominiert von Hydrophy-
ten mit einer Patch-Struktur. Dazu zahlten dichte Phragmites australis-Bestéande,
welche sich um die Entwésserungsgriaben ansiedelten. Hinzu kommen grofe Seggen-
Bestéande (bspw. Carex acutiformis) welche sich in trockenen Zonen entwickelten.
Aufserdem waren Bestdnde von Binsen (Bolboschoenus maritimus und Schoenoplec-
tus tabernaemontani typisch fiir Brackwasserregime) sowie reichlich Uberreste der
vorherigen Graslandnutzung zu finden [KOCH et al. 2017|. Letztere treten heute nur
noch im Saum zwischen Moorflache und Waldgebiet auf.

Neben der Klassifikation der vorkommenden Arten am Standort, soll in der vorlie-
genden Arbeit die Auswirkungen der extremen Sommerdiirre 2018 auf das wieder-
verndsste Moor untersucht werden. Das Diirreereignis hatte einen starken Einfluss
auf den Standort, der mithilfe der Fernerkundungsdaten klassifikativ quantifiziert
werden soll.

Wie aufsergewohnlich das Klimaereignis 2018 war ist in Abbildung 3.8 zu sehen
[BEYER et al. 2020]. Anhand der Tagestemperaturen (Abbildung 3.8a) ist kein ex-
tremer Trend zu erkennen, jedoch fiir die anderen gezeigten Parameter. Die Nieder-
schldge (Abbildung 3.8b) waren 2018 bis etwa April durchschnittlich bis temporér
sogar iiberdurchschnittlich, setzten danach jedoch auch iiberdurchschnittlich aus, so-
dass am Ende des Jahres fiir den betrachteten Zeitraum ein Rekordtief von 457 mm
erreicht wurde. Das ist eine Differenz von 168 mm zum Durchschnitt des Referenz-
zeitraum (19992017, Mittelwert (MW) = 625 mm, Standardabweichung (STD) =
127 mm). Auch die Globalstrahlung zeigte ein eindeutiges Signal der Diirre 2018 (Ab-
bildung 3.8¢c). Verlief das Strahlungswetter in der ersten Hilfte des Jahres noch nor-
mal, so stieg die Strahlungsbilanz in der zweiten Jahreshélfte iiberdurchschnittlich
an, sodass mit einer kumulativen Strahlungssumme von 2.370 kW /m? ein neuer Re-
kord gegeniiber dem Referenzzeitraum (MW = 2.144 kW /m?, STD = 73,5 kW /m?)
erreicht wurde. Besonders deutlich wird jedoch die Auswirkung der Diirre beim
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Abbildung 3.8: Tagesmitteltemperaturen (a), kumulierte Niederschlige (b), kumulierte
Globalstrahlung (c) und Wassersténde tiber Geldndeoberkante (d) im Jah-
resverlauf. Die schwarze Line reprisentiert die Messwerte 2018 und die
graue Fléche repréasentiert den Wertebereich (Minimum-Maximum) der
Referenzperiode 1999—2017 bzw. 2010-2017 fiir die Wasserstiande. |[BEYER
etal. 2020].

Vergleich der Wasserstandsmessungen tiber Geldndeoberkante (Abbildung 3.8d) fiir
den Zeitraum 2010 bis 2017 mit denen von 2018. Der Wasserstand war in der ersten
Halfte 2018 ungewohnlich hoch, da das Jahr 2017 durch sehr hohe Niederschléage
gepriagt war. So betrug der Niederschlag 2017 746 mm. Ab etwa Mitte April 2018
setzte jedoch ein starker Abfall des Wasserspiegels ein, der sich durch anhaltendes
Strahlungswetter und ausbleibende Niederschldge langzeitig verstarkte. Ab etwa Au-
gust fiel der Wasserspiegel unter Geldndeoberkante und sank auf ein Rekordtief von
-0,42 m, was seit Beginn der Wiedervernissung ein einmaliges Ereignis war.

Um tatséchliche Auswirkungen des Diirrejahres zu beurteilen, werden Vorarbei-

KAPITEL 3. GRUNDLAGEN, PROJEKTE, GEBIETE Seite 27



3.2. FLUSSMARSCHEN

ten aus KOCH etal. [2017] zum Vergleich herangezogen. KOCH et al. [ebd.] haben
die ersten vier Jahre nach der Wiederverniassung den Standort PaW kleinrdumi-
ger mit klassifikativen Arbeiten basierend auf RGB-Drohnendaten begleitet, um die
Entwicklung der Vegetation zu verfolgen.

3.2 Tide-beeinflusste Flussmarschen
Nordwestdeutschlands

Der Begrift Marsch wird wissenschaftshistorisch in verschiedenen Léndern unter-
schiedlich breit abgegrenzt und charakterisiert. In der vorliegenden Arbeit wird
die deutsche Definition der Marsch als Landschaftsform nach BEHRE et al. [2002]
verwendet. Demnach ist die Marschlandschaft im Allgemeinen ein flaches Gebiet
mit sehr niedriger Reliefenergie. Sie besteht aus fluvial oder marin transportierten
und abgelagerten Sedimenten und befindet sich auf bzw. sehr nah am Niveau des
Meeresspiegels. Marschen entstehen durch tide-bedingte periodische Uberschwem-
mungen (Gezeiten) und damit verbundenen Sedimenttransport sowie -ablagerung.
Als Marschland wird die vegetationsbestandene Zone zwischen Watt (meerseitig)
und Geest (landseitig) bezeichnet. So beginnt die Marsch bzw. endet das Watt mit
dem beginnenden Vegetationssaum, der in etwa auf dem Niveau des mittleren Ti-
dehochwassers (MThw) liegt. Die Marsch ist ein Okoton, also ein aus bestimmten
Vegetationsarten bestehendes Ubergangssystem, zwischen aquatischen und terrest-
rischen Okosystemen [HEUNER 2016]. Die Vegetation wird in solchen regelméfig
iiberschwemmten Okosystemen als azonal eingestuft, da sie hauptsichlich durch
nicht-klimatische Faktoren bestimmt wird, wiahrend die Verbreitung der zonalen Ve-
getation hauptsichlich durch die klimatischen Bedingungen begrenzt ist [METZING
und GERLACH 2001]. Die Marschvegetation zeichnet sich durch krautige Pflanzen
aus, die hiufig im Wasser auftreten [KEDDY 2010]. Daher werden diese Pflanzen
auch als emergente Makrophyten oder Helophyten bezeichnet. Sie bilden oft monos-
pezifische Pflanzenzonen.

Genetisch werden die Marschen in drei abiotische Gradienten eingeordnet, die
auch ihr Sedimentmuster beeinflussen |RAFFAELLI und HAWKINS 1996]:

Vertikaler Gradient Der vertikale Gradient wird auch als Hohengradient bezeich-
net und erstreckt sich vom Wasser zum Land. Er spiegelt die Uberflutungs-
dauer und die Uberschwemmungshéufigkeit wider.

Horizontaler Gradient Der horizontale Gradient wird auch als Expositionsgradient
bezeichnet und erstreckt sich von exponierten zu geschiitzten Kiistenlinien.
Dabei wird die Exposition gegeniiber windinduzierten Wellen unterschieden
von den Wellen, die durch Schiffe verursacht werden.

Longitudinaler Gradient Der longitudinaler Gradient wird durch zwei Parameter
beschrieben, dem Salzgehalt und des Tidenhubs. Der Salzgehaltsgradient reicht
vom Meerwasser an den Salzmarschkiisten bis zum Siifwasser in den tide-
beeinflussten Astuaren. Der Gezeitengradient erstreckt sich vom Makrotidal
(< 4 m) iiber das Mesotidal bis zum Mikrotidal (< 2 m) und miindet in rei-
nen Flussverldaufen. Daher kann er auch als tide-fluvialer Gradient beschrieben
werden.
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Marschen werden gemaéfs dem longitudinalen Gradienten feiner untergliedert in
See- bzw. Salzmarschen, Ubergangs- bzw. Brackwassermarschen und Fluss- bzw.
Siifwassermarschen [BEHRE et al. 2002]. Neben den typischen Seemarschgebieten
angrenzend an den nordwestdeutschen, niederldndischen und dénischen Wattgebie-
ten, der Nordsee sind hier Flussmarschen der gezeitenbeeinflussten Tidefliisse dieser
Region zu nennen. Dazu gehoren die Flussédstuare der Schelde, Maas, Ems, Weser,
Elbe, Oste, Stor, Eider, Varde A und die Themse. Mit ca. 500 km Lingenausdehnung
bildet dieses Gebiet global das grofste Marschlandvorkommen. Aufgrund des von der
Nordsee einstromenden Salzwassers wihrend der Flut kommt es in den Astuaren zu
einer Ubergangszone von Salzwasser zu Siifwasser und entsprechenden speziellen
Brackwassermarschen. Geologisch betrachtet, sind die norddeutschen Marschboden
eine sehr junge (quartdre) Dezimeter bis wenige Meter méchtige Schicht iiber den
pleistozénen Geestablagerungen.

In der Elbe wirkt sich die Tide von Cuxhaven bis nach Geesthacht ins Landes-
innere aus [BFG 2018]. Besonders im Bereich zwischen Hamburg und Cuxhaven
hat sich im Deichvorland neben der ausgeprigten Griinlandwirtschaft ein schmaler
Ufersaum an Rohrichten gebildet. Dieser strukturreiche Lebensraum besitzt zahlrei-
che schiitzenswerte Arten der Flora und Fauna, weshalb diese Bereiche oft Vogel-,
Naturschutz- und Flora-Fauna-Habitat(FFH)-Gebiete sind. Entlang der ungenutz-
ten Uferzonen bilden sich Rohrichtgiirtel bis zum offenen Watt aus. Die Hauptarten
Phragmites australis, Bolboschoenus maritimus und Schoenoplectus tabernaemonta-
ni bilden dabei Zonen in denen sie dominant auftreten (Abbildung 3.9). Die sche-
matische Darstellung in Abbildung 3.9a zeigt die Entwicklung der drei Zonen in
Abhéngigkeit zur Geldndehdhe und den mittleren Tidewasserstinden. Wie auch in
den Schrégluftbildern (Abbildungen 3.9b und 3.9¢) zu sehen ist, kénnen die Zonen
stratigraphisch vom Watt aus abgegrenzt werden, beginnend mit einem unregel-
mékigen Verlauf aus Schoenoplectus tabernaemontani gefolgt von einer oft breiten
Zone aus Bolboschoenus maritimus und einer meist scharfen Grenze zu Phragmi-
tes australis. Aukerdem kann sich im Ubergang von Bolboschoenus maritimus und
Phragmites australis auch ein patch-artiger Saum aus dominant auftretenden Pha-
laris arundinacea bilden (Abbildung 3.9¢).

Die Roéhrichte erfiillen dabei neben ihrer schiitzenswerten ckologischen Funktion,
auch eine wichtige Rolle zur Ufersicherung weil sie gut angepasst sind an die tagli-
chen tide-bedingten Uberschwemmungen und dem durch Schiffsverkehr verursachten
Wellenschlag. Sie halten durch ihre Wurzeln das Sediment am Boden fest, verringern
die Stromungsgeschwindigkeit, reduzieren die Wellenhdhe, filtern Schwebstoffe mit
Stangeln und Blattern, beliiften den Boden, binden Néhrstoffe und fixieren COs.

Jedoch stehen diese Okosysteme im Konkurrenzdruck und sind belastet durch
diverse Faktoren, wie technische Ufersicherungen, Wellenschlag (Tide und Schiff-
fahrt), Anderungen der Hydromorphologie und durch die Landnutzung (vor allem
Landwirtschaft). Flussbegradigung, Fahrrinnenvertiefung, verstérkter Schiffsverkehr
sowie klimatische Verdnderungen verstarkten den Tidenhub in der Vergangenheit
und verursachen stéirker werdende hydrodynamische Belastungen. Flutkatastrophen
stellten von jeher eine besondere Bedrohung gegeniiber kiistennahen Siedlungen und
insbesondere groken Agglomerationsraumen dar. Im Zuge des globalen Wandels wird
diese Gefahr zusétzlich noch durch hohere Frequenzen letztgenannter Ereignisse und
steigendem Meeresspiegel verstarkt. TEMMERMAN et al. [2013] zeigen, dass quasi-
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(a) Schema Vegetationsgradient in tide-beeinflussten Marschland
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(b) Balje: (BAL)

Abbildung 3.9: Schematische Darstellung der stratigraphischen Ausbildung der Vegetati-
onsgiirtel der dominanten Pflanzen Phragmites australis (PA), Bolboschoe-
nus maritimus (BM), Schoenoplectus tabernaemontani (ST). (PhA = Pha-
laris arundinacea, W = Watt)

natiirliche Okosysteme wie Marschlinder das Potential besitzen die Kiiste und deren
Hinterland vor Flutkatastrophen zu schiitzen oder wenigstens stark zu mildern. Die
dichte, an Nésse angepasste Vegetation reduziert die Intensitdt der Wellendyna-
mik iiberproportional mit zunehmender Strecke [HEUNER 2016| und wéchst durch
kontinuierliche Sedimentation wihrend der periodischen Uberschwemmungen sowie
mit steigendem Meeresspiegel mit [TEMMERMAN et al. 2013]. Kiinstliche Ufersiche-
rungen sind zwar platzsparender, miissen jedoch regelmafig gewartet und den sich
verandernden Bedingungen angepasst werden. Auferdem gehen wichtige 6kologi-
sche Funktionen dieser Okosysteme bei der Konversion zu kiinstlichen Bauwerken
verloren [ENGELS 2010; TEMMERMAN et al. 2013; HEUNER 2016].

Die Leistung der Wellenreduktion ist stark von der Vegetationsstruktur abhingig
[YANG etal. 2012|. Einer der wichtigsten Faktoren ist die Sténgeldichte der Pflan-
zen. Sie korreliert stark mit der Wellenreduktionsleistung, je dichter der Pflanzen-
bestand desto stédrker ist die Reduktion der Wellenhéhe [HEUNER et al. 2015|. Die
Stangeldichte steht im engen Zusammenhang mit der Biomasse. Weitere Einfluss-
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faktoren sind die Gelandehohe und die Morphologie der dominanten Rohrichtarten.
Arten mit flexibleren Stangeln sind gegeniiber der Wellenbelastung toleranter, haben
dagegen aber auch eine geringere Reduktionsleistung. Arten mit rigiden Sténgeln
und Blattern kénnen hoheren Wellenbelastungen schlechter standhalten, besitzen
aber durch die stérkeren Widersténde eine hohere Wellenreduktionsleistung [BoU-
MA et al. 2005].

3.2.1 Projekt TIBASS

Das Projekt TIBASS (Tidal Bank Science And Services) war ein Verbundprojekt
der Bundesanstalt fiir Gewésserkunde (BfG), Koblenz, der Ecosystem Management
Research Group der Universitdt Antwerpen (Belgien) und dem Institut fiir Bio-
logie und Umweltwissenschaften der Universitiat Oldenburg. Es wurden mogliche
Vorteile von natiirlich bewachsenen Ufern gegeniiber technischen Ufersicherungen
an verschiedenen Standorten der Elbe untersucht. Im Projekt wurden verschiede-
ne Einflussfaktoren auf die Pflanzengesellschaften, wie der Salzgehalt, der Tide-
hub, die Strémungsgeschwindigkeiten und die Bodeneigenschaften, grofitenteils auf
punkthafter Geldndeebene, untersucht. Aufserdem standen die Wechselwirkungen
zwischen den Pflanzen (z. B. Stdngelhohe, -dichte und -durchmesser, Bléatter, Nahr-
stoffgehalte) und die Auswirkungen der Pflanzengesellschaften auf die Wellenhohe,
die Stromungsgeschwindigkeiten der Elbe und auf das Erosions- und Sedimentati-
onspotential der Ufer im Fokus. Aus diesen untersuchten Parametern sollte die Wi-
derstandsfahigkeit der Ufer gegeniiber hydraulischen Belastungen abgeleitet werden,
indem die Wellenreduktion der Pflanzen, ihre Okosystemfunktionen und notwendige
Standortbedingungen quantifiziert werden |[BFG 2018].

Das Steinbeis-Transferzentrum Geoinformatik Rostock hatte in diesem Rahmen
einen Unterauftrag fiir das Projekt, um das Potential von UAS-Daten mit unter-
schiedlichen Sensorarten fiir die Beurteilung der Vegetationsstruktur zu untersuchen
und die punkthaften Gelandemessungen auf die Fliache zu iibertragen. Teile dieser
Ergebnisse sind Grundlage fiir die vorliegende Arbeit.

Ziele der Studie, die auch Teil dieser Arbeit waren, sind:

1. Welche Méglichkeiten bieten UAS-Daten, die punktuell gemessenen Pflanzen-
parameter in die Fliche zu extrapolieren?

2. Wie konnen die Zusammenhénge iiber die Fléache interpoliert werden?
3. Welche Vegetationsindizes konnen die Zusammenhénge starken?

4. Welchen Vorteil bietet ein multisensoraler Ansatz, bei dem neben RGB-Daten
auch multispektrale, thermale sowie photogrammetrisch abgeleitete Informa-
tionen inkludiert werden?

3.2.2 Untersuchungsgebiete der Tideelbe

Die Untersuchungsgebiete liegen an der Tideelbe zwischen Gliicksstadt und Cuxha-
ven (Abbildung 3.10). Die in der Néhe liegenden Ortschaften Hollerwettern (HOL)
und Balje (BAL) waren namensgebend fiir die beiden Gebiete, welche sich an den
Elbekilometern 679 (HOL) und 701 (BAL) befinden. Beide liegen in der sogenannten
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Abbildung 3.10: Untersuchungsstandorte des Projektes tibass Balje und Hollerwettern am
tide-beeinflussten Elbe-Astuar (Datengrundlage: Basisdaten Elbe-Strom
vom WASSERSTRASSEN- UND SCHIFFAHRTSVERWALTUNG DES BUNDES
[2020]), Landesgrenzen und Siedlungsflichen DLM250 vom BUNDESAMT
FUR KARTOGRAPHIE UND GEODASIE [2020)]

mixo-mesohalinen bis polyhalinen Zone wo die Salzgehalte zwischen 5,1 bis 18,1 %o
erreichen [BFG 2018]. Damit liegen beide Gebiete im Brackwasserbereich (5-30 %o).

Balje (BAL)

Der Standort Balje (BAL, Abbildung 3.9b) liegt linksseitig an der Elbe (WGS84:
N 53,857° O 9,071°). Das Gelande steigt von der Vegetationsgrenze der Elbe un-
gleichméfig bis etwa zur Grenze der mittleren Hochwasserlinie an. Das Wattvorland
ist bei Niedrigwasser mehrere 100 m breit und sehr flach. Der mergelige Boden der
breiten Bolboschoenus maritimus-Zone (0,6-1,5 m . NHN) ist von einer Vielzahl
von ca. 20-50 cm tiefen und etwa 30-60 cm breiten Rinnen durchzogen, die quer zur
Hangrichtung verlaufen, was sich aber nicht an der Oberfliche der Pflanzenhéhen
ableiten lésst. Anschlieffend steigt das Gelénde kontinuierlich bis auf ca. 2 m it NHN
zu dem Deich vorgelagerten Griinland an.

Die Vegetationsgrenze liegt bei etwa 0,4-0,5 m i NHN. Hauptpflanzenart des Un-
tersuchungsgebiets ist Bolboschoenus maritimus. Als Ufervegetation wechseln sich
Schoenoplectus tabernaemontani und Bolboschoenus maritimus ab. Die Breite der
Schoenoplectus tabernaemontani-Zone variiert inselartig und liegt zwischen 1 und
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ca. 20 m (Abbildung 3.9b). Die Pflanzendichte von Schoenoplectus tabernaemontani
ist gering und der Boden ist oftmals von einem dichten immergriinen Algenteppich
tiberdeckt (Abbildung 3.11b). Die Pflanzenhohe von Bolboschoenus maritimus steigt
innerhalb von 5 m vom Ufer von ca. 70 cm auf 1 m und mehr an (Abbildung 3.11c
und 3.11d). Die Vegetationsdichte und der Grad der beginnenden Seneszenz zum
Zeitpunkt der Datenerfassung am 09.08.2017 variierte nester- bzw. patchartig (Ab-
bildung 3.9b). An der Grenze zwischen Bolboschoenus maritimus und dem Schilf-
glirtel, die hohenmaéfig in etwa mit der Linie der MThw zusammenfillt, kommt es zu
Lagerbildung, d.h. Bolboschoenus maritimus und teilweise auch Phragmites australis
sind niedergedriickt. In Abbildung 3.11a ist der Hohenunterschied zwischen Bolbo-
schoenus maritimus und Phragmites australis zu erkennen. Bei Phragmites australis
war auf den hoheren Messpunkten ein teilweise starker Unterwuchs verschiedener
Arten festzustellen (Abbildung 3.11e).

Hollerwettern (HOL)

Das Geléande am Standort Hollerwettern (HOL, Abbildung 3.9c, WGS84: N 53,832°,
O 9,372°) steigt beginnend von der Vegetationskante sehr gleichméfig bis etwa 3 m
. NHN zum Deich hin an. In der Bolboschoenus maritimus-Zone (0,6-1,5 m {i.
NHN) sind auch bei HOL eine Reihe von ca. 10-25 cm tiefen und etwa 20-40 cm
breiten Rinnen zu beobachten, die quer zur Hangrichtung verlaufen. Auch hier sind
die Rinnen im Vegetationskdrper nicht erkennbar.

Die Vegetationsgrenze liegt bei etwa 0,40 m ii. NHN. Die Pflanzenarten des Stand-
ort HOL wird ebenfalls von den drei Dominanzarten gepragt. Flussseitig gesehen
beginnt die Vegetation mit einem ca. 3-5 m breiten Giirtel aus Schoenoplectus taber-
naemontani, der sukzessive in eine von Bolboschoenus maritimus dominierte Pflan-
zengesellschaft iibergeht (Abbildung 3.9¢). Schoenoplectus tabernaemontani ist mit
1,10-1,30 m deutlich hoher, dichter und breiter als in BAL. Der Bereich von Bolbo-
schoenus maritimus ist mit 90-140 m sehr breit. Aufterdem unterscheidet HOL von
BAL, dass sich im Ubergangsbereich zu Phragmites australis mehrere, in der Re-
gel runde Nester bzw. Patches mit Phalaris arundinacea gebildet haben (Abbildung
3.9). Ab einer Hohe von etwa 1,35-1,60 m tiber dem Meeresspiegel beginnt die Zone
von Phragmites australis, die sich bis zum Deich hin ausbreitet. Die Vegetationsver-
teilung in HOL ist generell somit &hnlich strukturiert wie in BAL, wenn auch die
Pflanzen im Schnitt deutlich grofier sind.
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(a) Marschkante Balje (b) Schoenoplectus tabernaemontani
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Abbildung 3.11: Fotos (GRENZDORFFER UND BEYER 2017) vom Untersuchungsgebiet
Balje. Der Holzrahmen ist 40 x 40 ¢cm und wurde genutzt um die Pa-
rameter an jedem Punkt zu erheben.
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(a) Marschkante Hollerwettern
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(¢) Bolboschoenus mariti

Abbildung 3.12: Fotos (GRENZDORFFER UND BEYER 2017) vom Untersuchungsgebiet
Hollerwettern. Der Holzrahmen ist 40 x 40 ¢m und wurde genutzt um
die Parameter an jedem Punkt zu erheben.
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4 Instrumentierung und
Datengrundlage

Dieses Kapitel besteht aus drei Teilen. Zunéchst wird das Unmanned Aerial Vehicle
(UAV)! selbst beschrieben und die Sensoren, die es tragen kann. Danach werden
die Daten bzw. Bildfliige behandelt. Im dritten Teil werden die unternommenen

Geldndekampagnen und die Art der Referenzdatenaufnahme fiir die fiinf Standorte
PW, CDCW und PaW (WETSCAPES) sowie BAL und HOL (TIBASS) erlautert.

4.1 UAS und on-board-Sensoren

Das verwendete UAV war ein leichter Starrfliigler, eine eBee Plus, der Firma Sen-
seFly (Abbildung 4.1). Das Gewicht der eBee Plus betrdgt ca. 1.100 g und die
Spannweite 1,1 m (weitere Spezifikationen in Tabelle 4.1). Die Drohne ist trotz ihres
geringen Gewichtes resistent gegen Wind (bis 12 m/s). Im Vergleich zu Multicoptern
verbraucht sie wenig Strom, da sie aufgrund ihrer Form Auftrieb erzeugt und nur
einen Antrieb hat. Auferdem weist die eBee trotz des weichen Materials (Carbon-
Skelett und Expandiertes Polypropylen) eine hohe Belastbarkeit auf, was aufgrund
ihrer harten Bauchlandung auch notwendig ist [DALL’ASTA etal. 2017]. Mit der
Software eMotion erméglicht SenseFly einen kompletten Workflow, beginnend mit
der Flugplanung, {iber den komplett automatisierten Flug [CHIABRANDO et al. 2018§|
einschliefslich Landung (nur der Start erfolgt manuell durch Werfen) bis hin zur Kor-
rektur der GNSS-Positionsmessungen der Einzelbilder nach dem Flug. Da die GNSS-
Rohdaten geloggt werden, also zu jeder Epoche die Beobachtungen des GNSS zu al-
len empfangenen Satelliten, konnen die Bildfliige passpunktlos mit einer Absolutge-
nauigkeit von 3-5 cm durch die Post Processing Kinematic (PPK)-Korrektur (siehe
Abschnitt 5.1) durchgefithrt werden. Dies setzt aber voraus, dass eine lokale Ba-
sisstation oder ein Serviceprovider (bspw. Satellitenpositionierungsdienst (SAPOS))
aus einem GNSS-Referenzstationsnetz zur Verfiigung steht.

Das UAV kann mit mehreren bildgebenden Sensoren (Abbildung 4.1) bestiickt
werden. Zusammen mit den Sensoren und allen zusétzlichen Gerdten fiir den pho-
togrammetrischen Flug wird die Drohne als UAS bezeichnet [STROHMAYER 2017].
Die Sensoren decken unterschiedliche Bereiche des elektromagnetischen Spektrums
ab. Aufgrund der geringen Tragfahigkeit (Payload) des UAS, kénnen die Sensoren
jedoch nur einzeln geflogen werden. Die Sensoren werden nachfolgend detaillierter
beschrieben.

LUAV ist die Tragerplattform. Die Trigerplattform zusammen mit Sensoren und angebaute Kom-
ponenten wird als UAS bezeichnet.
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(a) SenseFly eBee Plus mit eingebauter Parror Sequoia

""""" Antrieb

- ‘Irradianzsensor
......... ~ GNSS-Antenne
.......... Funkstrecke
......................... Pitotrohr
Akku-Fach
Bodenentfernungssensor
------- Kamera/Sensor-Offnung

(b) SenseFly S.0.D.A. (d) SenseFly ThermoMAP.

Abbildung 4.1: Das genutzte UAS war Starrfliigler, eine SenseFly eBee Plus, mit den drei
einbaubaren Sensoren SenseFly S.0.D.A. (RGB), Parrot Sequoia (Mulit-
spektralkamera) und SenseFly ThermoMap (Thermalkamera). Neben der
Kamera (unten links) sind auf 4.1c auch noch der Irradianzsensor und die
Referenzplatte fiir die radiometrische Korrektur der Multispektraldaten ab-
gebildet. (Fotos: FLORIAN BEYER 2017,/2020)

Von den drei eingesetzten Sensoren (Abbildung 4.1) sind zwei Systeme von der
Firma SenseFly. Dies sind die RGB-Kamera und die thermale Kamera. Die multi-
spektrale Kamera fiir den Nahinfrarotbereich ist eine Sequoia von der Firma Parrot.

4.1.1 Rot-Griin-Blau(RGB)-Kamera

Die im Vergleich zu den anderen beiden Sensoren rdumlich am hoéchsten aufgelos-
te Digitalkamera (SenseFly S.0.D.A.; Abbildung 4.1b) deckt den optischen Bereich
des sichtbaren Lichtes mit den drei Farbkanélen Blau, Griin, Rot (ab hier jetzt als
RGB-Sensor) ab. Sie arbeitet mit einem Ein-Zoll-Sensor mit 20 Megapixel (Tabelle
4.2). Die Kamera besitzt einen Global Shutter, was fiir photogrammetrische Bildfli-
ge eine Grundvoraussetzung fiir verzerrungsfreie, ,unverschmierte Bildmosaike ist
|GRENZDORFFER 2016|. Aufgrund der hohen Auflésung wird diese Kamera auch
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Tabelle 4.1: Technische Spezifikationen fiir das UAS SenseFly eBee Plus [SENSEFLY 2020].

Spannweite

Gewicht

Antrieb

Funkreichweite
Abnehmbare Fligel
Sensoren

Flugplanung und -steuerung
Bildverarbeitung (optional)
Automatische 3D-Flugplanung
Geschwindigkeit
Windresistenz

Maximale Flugdauer

Automatische Landung

Passpunkte (GCPs) erforderlich

Handstart (kein Katapult erforderlich)
Nominelle Abdeckung

Bodenauflosung (GSD)

Absolute Genauigkeit in der x-, y-, z-Achse
(RTK/PPK aktiviert oder mit GCPs)
Absolute Genauigkeit in der x-, y-, z-Achse
(RTK/PPK nicht aktiviert, keine GCPs)

110 cm

1,1 kg

Gerauscharmer, biirstenloser Elektromotor
3 km nominell (bis zu 8 km)

Ja

Austauschbar

eMotion 3

Pix4Dmapper

Ja

40-110 km/h (11-30 m/s)

Bis zu 45 km/h (12 m/s)

59 Minuten

Lineare Landung mit

einer Genauigkeit von ~5 m

Nein (RTK/PPK aktiviert),
optional (RTK/PPK nicht aktiviert)
Ja

220 ha bei 120 m Flughohe

bis zu 1 cm/Pixel

bis zu 3-5 cm

1-5m

Tabelle 4.2: Technische Spezifikationen [SENSEFLY 2020] des RGB-Sensors SenseFly

S.O.D.A.
Sensor 1" RGB
GSD bei 75 m ca. 1,8 cm/pixel

RGB-Objektiv

F/2,8-11, 10,6 mm

(35 mm dquivalent: 29 mm)

RGB-Auflésung 20 MP

5.472 x 3.648 px (3:2)

Belichtungsausgleich
RGB-Verschluss
Weiflabgleich

ISO Bereich
RGB-Blickwinkel
RTK/PPK kompatibel Ja
Betriebstemperatur
Formate

+2,0 (1/3 Stufen)

Global EV 1/30-1/2000 s
Automatisch, sonnig, wolkig, schattig
125-6.400

HFOV: 45°, VFOV: 64°, DFOV: 73°

-10°C - 40°C
JPEG, Digital Negative (DNG)+JPEG
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verwendet, um die 3D-Punktwolke zu generieren. Die Punktwolke wird fiir die Re-
konstruktion der 3D-Oberfliche der Untersuchungsgebiete bendtigt und als Digitales
Oberflachenmodell (DOM) bezeichnet.

4.1.2 Multispektral(MS)-Sensor

Zur Aufnahme multispektraler Daten wurde eine Kamera der Firma Parrot ver-
wendet, die Parrot Sequoia +* (Abbildung 4.1c). Diese sehr leichte (72 g) Kamera
verwendet vier einzelne Objektive fiir die spektralen Kanéle im griinen, roten und
nahen Infrarot. Die vier Optiken verfiigen alle iiber einen Global Shutter und haben
eine Auflésung von 1,2 Megapixel. Auferdem verfiigt die Sequoia iiber eine zuséitz-
liche RGB-Kamera, die aber aufgrund ihrer geringen Auflésung und dem Rolling
Shutter nicht verwendet wurde.

Statt eines blauen Kanals wird eine der vier Optiken fiir einen schmalbandigen
Nahinfrarotkanal im Bereich des sogenannten Red Fdge (RE) (deutsch: rote Kan-
te/Flanke) benutzt. Der Red Edge ist der Ubergangsbereich zwischen rotem Licht
und nahem Infrarot von 670 nm bis etwa 760 nm |[THENKABAIL etal. 2012]. Na-
mensgebend ist der charakteristische starke Anstieg zu den langeren Wellenléngen
im spektralen Signal von griiner Vegetation. Die vier Kanile des MS-Sensors setzen
sich somit zusammen aus einem griinen Kanal bei 550 nm (ab hier als G2 bezeich-
net), einem roten Kanal bei 660 nm (R2) dem Red Fdge bei 735 nm (RE) und einem
nahinfraroten Kanal bei 790 nm (NIR). Der RE besitzt eine schmale Kanalbreite
von 10 nm, die restlichen Kanéle sind etwa 40 nm breit.

Neben der Kamera selbst, nutzt die Sequoia einen zusétzlichen ,Sonnenscheinsen-
sor bzw. Irradianz-Sensor (35 g, Abbildung 4.1c). Dieser besitzt die gleichen vier
Spektralkanéle wie die Hauptkamera, sitzt wihrend des Fluges auf der Drohne hin-
aufschauend und misst fiir jede Einzelaufnahme die aktuelle Beleuchtungssituation.
Vor den Optiken sitzt ein sogenannter Diffusor, damit die Strahlung nicht direkt,
sondern gleichméafig iiber die Optiken verteilt aufgenommen wird. In diesem Bauteil
ist auch der GNSS-Empfanger installiert. In der Kamera und im Irradianz-Sensor
sind jeweils auch eine Inertial Measurement Unit (IMU) und ein Magnetometer
eingebaut.

Fiir die Vergleichbarkeit spektraler Messungen wird {iblicherweise der Anteil der
reflektierten Strahlung als Grofe gemessen. Um diesen Anteil zu ermitteln, wird
normalerweise eine Atmosphéarenkorrektur durchgefiihrt, die fiir prézise Aussagen
entweder zeitgleiche Feldspektrometermessungen benotigt (Ground Truth) und /o-
der komplexe physikalisch basierte Korrektur-Modelle verwendet [SCHOWENGERDT
2006]. Fir die MS-Daten des UAS ist das nicht notwendig, da fiir die Korrektur
der Daten zum einen der Sonnenscheinsensor genutzt wird, zum anderen kommt
eine Referenzplatte (Abbildung 4.1c¢) zum Einsatz, die unmittelbar vor dem Flug
aufgenommen wird. Auf der Platte befindet sich eine standardisierte Grauflache, fiir
die die exakten Reflexionswerte der vier Einzelkanile bekannt sind. Im Zuge der
Auswertung werden entsprechende Korrekturen vorgenommen um die physikalisch
basierten Reflexionswerte zu ermitteln. Damit wird es einerseits moglich, spektrale

2https: //www.parrot.com/business-solutions-de /parrot-professional /parrot-sequoia# parrot-
sequoia-details
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Tabelle 4.3: Technische

[SENSEFLY 2020].

Spezifikationen

des Multispektralsensors Parrot Sequoia

Sensor
GSD bei 75 m
RGB-Auflésung

RGB-Verschluss
Weiftabgleich

ISO Bereich
RGB-Blickwinkel
RTK/PPK kompatibel
Multispektralsensor
Einzelbandauflésung

Multispektralbidnder

Einzelbandverschluss
Einzelband-Blickwinkel
Kalibrierung

Multispektralsensor und RGB-Kamera
ca. 7 cm

16 MP

4.608 x 3.456 px (4:3)

Rollend, 6 Hz

Automatisch

Automatisch

HFOV: 64°, VFOV: 50°, DFOV: 74°
Ja

Vier-Band

1.2 MP

1.280 x 960 Pixel (4:3)

Griin (550 nm + 40 nm)

Rot (660nm + 40 nm)

Red edge (735nm + 10 nm)
Nahinfrarot (790 nm =+ 40 nm)

Global

HFOV: 62°, VFOV: 49°, DFOV: 74°
Kalibriertes Reflexions-Panel (inbegriffen),

Irradianz-Sensor
Kompatibel mit

Formate JPEG (RGB), TIFF (Multispektral)

Produkte wie Spektralindizes (siche Abschnitt 5.1.4) zu berechnen und andererseits
aufgenommene Daten verschiedener Zeitpunkte spektral miteinander zu vergleichen.
Strahlungswetterlage oder gleichméfig bedeckter Himmel sind ideale Voraussetzun-
gen fiir eine derartige MS-Befliegung. Bei schnell wechselnder Bewdlkung hingegen
kénnen im Bild Schatten auftreten, die vom Irradianz-Sensor nicht erfasst werden.
Diesen wichtigen Vorteilen gegeniiber dem nicht korrigierbaren RGB-Sensor steht
auch ein Nachteil entgegen. Aufgrund der geringen Auflésung der vier multispek-
tralen Sensoren, der kurzen Brennweite und der beschrinkten Bildfolgezeit ist die
rdumliche Auflésung des MS-Sensors bei vergleichbarer Flughohe um den Faktor 3
grober als die der RGB-Kamera.

4.1.3 Thermal(TH)-Sensor

Der dritte verfiighare Sensor des eBee ist eine Thermalkamera (Abbildung 4.1d),
SenseFly thermoMAP, mit einer Auflésung von 640 x 512 Pixeln (Tabelle 4.4). Die
Kamera besitzt einen Rolling Shutter und nimmt wahrend des Fluges ein Video auf.
Beim spéteren photogrammetrischen Prozess (Abschnitt 5.1) werden dann je nach
benétigter Gelandeabdeckung und Uberlappung der Bilder nur einzelne Frames in
regelméafigen, kurzen Abstdnden herausgezogen. Aufgrund der geringen Auflésung
des Sensors ist die Bodenauflosung um den Faktor 6 grober als die des RGB-Sensors
bei gleicher Flughohe. Die Kamera kalibriert sich zu Beginn des Fluges, sodass ab-
solute Werte der Strahlungstemperatur in °C im Endprodukt zur Verfiigung stehen.
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Tabelle 4.4: Technische Spezifikationen des Thermalsensors SenseFly thermoMAP
[SENSEFLY 2020].

Sensor Infrarot-Wérmebild (FLIR TAU II)
GSD bei 75 m 14 c¢m/pixel

Temperatur-Bereich -40 °C - 160 °C

Thermale Auflésung 0.1°C

Temperatur-Kalibration ~Automatisch im Flug

Wairmebild-Objektiv F/1.25, 13 mm (35 mm &quivalent: 40 mm)
Wiérmebild-Auflésung 640 x 512 px (5:4)

Warmebild-Verschluss Rollend, 30 Hz

IMU / DIFG Synchronisierte IMU
Thermal-Blickwinkel HFOV: 45 °, VFOV: 37 °, DFOV: 56 °
Gewicht 134 g

Formate TIFF, MP4

Die thermale Auflésung betriagt 0.1 °C.

4.2 Aufnahme der UAS-Bilddaten

Fir alle Aufnahmen galten bestimmt Rahmenbedingungen. Da jeder der drei Sen-
soren einzeln geflogen werden musste, wurde die Einsatzzeit so gewéahlt, dass die
Einstrahlungsbedingungen nicht zu stark variieren und die Bilddaten zusammen ver-
wendet werden konnen. Aus diesem Grund wurden jeder der drei Fliige pro Standort
auf gleicher Flughohe (auf Kosten gleicher rdumlicher Auflésung) und ohne grofere
Pause nacheinander durchgefiihrt.

Bei Wind sollte ein Starrfliigler idealerweise orthogonal zum Wind ausgerichtete
Flugstreifen abfliegen um gleichbleibende Fluggeschwindigkeiten in Hin -und Riick-
flugrichtung zu gewéhrleisten. Dies ldsst sich in der Realitat nicht fiir jede Beflie-
gung einhalten. Daher wurde als Léngs- und Queriiberlappung, abweichend von den
Anforderungen an eine photogrammetrische Postprozessierung (80/60 %, GRENZ-
DORFFER [2016]) aus Sicherheitsgriinden bei allen Fliigen jeweils 80 % gewéahlt. Der
Wind fiihrte bei den alternierend abgeflogenen Flugstreifen zu unterschiedlichen
Fluggeschwindigkeiten, so dass nur bei Gegenwind die vorab gewahlte Léngsiiber-
lappung realisiert werden konnte. Bei Riickenwind hingegen war die Langsiiberlap-
pung geringer und die Bildrate der Sensoren zu gering, was durch die zusétzliche
Queriiberlappung bei der Auswertung kompensiert wird.

Die Tabelle 4.5 fasst standortspezifische Rahmendaten, wie die Anzahl der Einzel-
aufnahmen pro Bildflug und die Flughdhe zusammen. Die sechs Fliige am 05.09.2017
fanden grofstenteils unter sehr stabilen sonnigen Bedingungen statt, erst spater wah-
rend der letzten Fliige bildeten sich Schleierwolken, die jedoch keinen grofsen Einfluss
auf die Bildqualitat haben. Dabei wurden die Fliige in PW am Vormittag durchge-
fithrt und aufgrund der einstiindigen Entfernung in CDCW entsprechend am frithen
Nachmittag. An beiden Standorten war die Windgeschwindigkeit moderat zwischen
3,7 bis 4,5 m/s.
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Tabelle 4.5: Alle Standorte, die beflogen wurden, Tag der Befliegung und Anzahl der Ein-
zelbilder der drei verwendeten Sensoren.

Projekt Standort Datum Anzahl an Einzelbildern Héhe Zeit
RGB MS (pro Kanal) Thermal inm  Min.

PW 05.09.2017 151 696 (174) 335 85 15-25

WETSCAPES CDCW  05.09.2017 178 908 (227) 783 85 20-30
PaW 01.11.2018 635 3880 (970) 1031 100  45-50

TIBASS HOL 10.08.2017 395 1400 (350) 2911 85 25-35
BAL 11.08.2017 306 990 (198) 1817 85 25-35

Aufgrund der spéten Befliegung von PaW Anfang November 2017 und der da-
mit verbundenen frith untergehenden (16:37 Uhr), niedrig stehenden (Hochststand:
21,3° um 11:54 Uhr) Sonne, wurde die Geldndekampagne mit vergleichsweise lan-
gen Befliegungen schon frith begonnen. Aufgrund der niedrigen Temperaturen in
dieser Jahreszeit musste jeder Flug fiir einen Akkuwechsel unterbrochen werden,
sodass die drei Fliige insgesamt von 10:30 Uhr bis 13:30 durchgefiihrt wurden. Die
Windgeschwindigkeiten waren auch hier moderat zwischen 4 und 5 m/s.

Die Fliige von HOL am 10.08.2017 und BAL am 11.08.2017 fanden gréfttenteils un-
ter idealen Bedingungen statt. Die Windgeschwindigkeiten lagen bei nur 2 bis 4 m/s
und der Wind kam aus nordlicher Richtung. In HOL zogen zwar bei heiterem Wetter
verschiedene Wolkenfelder durch, jedoch konnte groftenteils offene Fenster fiir die
einzelnen Bildfliige genutzt werden. In BAL hingegen war der Himmel gleichméfsig
bewdlkt, was die ideale Ausgangssituation fiir schattenfreie Bildmosaike darstellt.

4.3 Vegetationskartierungen auf den Niedermooren
und Probennahme in den Marschgebieten

4.3.1 Vegetationsaufnahmen fiir Tribsees (PW) und
Karrenforf (CDCW)

Die Vegetationskartierung fiir beide Moorstandorte wurde im Oktober 2017 von
CARL BARNICK und MORITZ KAISER von der Universitat Greifswald durchgefiihrt
(Abbildung 4.2). Dabei lag der Fokus auf dominanten Pflanzenbesténden.

Im Feld wurde eine Kombination aus den schon zu dieser Zeit prozessierten
UAS-Daten und einem mobilen RTK-GNSS-Empfanger, einem Leica Viva GS10
mit SAPOS? fiir die Echtzeitkorrektur, genutzt [LATV-MV 2020]. Der Empfinger
nutzt Global Positioning System (GPS)- und Globalnaja Nawigazionnaja Sputnikow-
aja Sistema (GLONASS)-Satelliten. Insgesamt wurden circa 30 Arten pro Standort
identifiziert und in ein Geo-Informationssystem (GIS) iibertragen.

3Genauer wurden der SAPOS-HEPS des Landesamt fiir innere Verwaltung - Amt fiir Geoinforma-
tion, Vermessungs- und Katasterwesen des Landes Mecklenburg-Vorpommerns genutzt. HEPS
steht fiir Hochpriziser Echtzeit-Positionierungs-Service und bietet eine Echtzeit-Positionierung
mit einer Lagegenauigkeit von 1 bis 2 cm und einer Héhengenauigkeit von 2 bis 3 cm.
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(a) Kartierung PW

Trainingsdaten
Validierungsdaten

Dominante Pflanzenarten
I Boden
Bl Wasser

Salix spec.

1
002/66S

Calamagrostis canescens
Carex acuta / C. rostrata
Epilobium hirsutum

Glyceria maxima

1
001665

Carex acutiformis
Carex riparia
Juncus effusus

Juncus subnodulosus

I L 8 Phragmites australis
352000 S50
0 50 100 Typha latifolia
—— m WGS83 / UTM 33N )
EPSG: 32633 [ Verschiedene Arten

(b) Kartierung CDCW

Trainingsdaten

| Validierungsdaten

Dominante Pflanzenarten (CD)

Agrostis stolonifera

1
09€2009

W Calamagrostis epigejos
Deschampsia cespitosa
Juncus effusus

Bl Boden

Bl Wasser

1
0£22009

Dominante Pflanzenarten (CW)
Bl Agrostis stolonifera
I Elymus repens

Festuca rubra

[0 Verschiedene Arten

1 1 L
394550 394725 394900

Juncus gerardii
0 50 100 m WGS84 / UTM33N
A e — EPSG: 32633 I Wasser

Abbildung 4.2: Kartierte Fldchen der dominanten Arten fir PW und CDCW (Kartierer:
CARL BARNICK und MORITZ KAISER, Universitit Greifswald). In gestri-
chelten Polygonen sind die extrahierten Trainings- und Validierungsdaten
dargestellt.

Die kartierten Fldchen sind in Abbildung 4.2 als zusammenhéngende Polygone
zu erkennen. Wahrend der Kartierung wurden im Geldnde die Flichen definiert
und alle darin befindlichen Pflanzenarten aufgenommen. Im Anschluss erfolgte eine
Einschitzung zur Dominanz. Somit sind im GIS ein Attribut zu finden, in dem die
dominante Art bestimmt ist und ein zweites Attribut, in dem alle sekundéiren Arten
eingetragen sind.

Fiir die grofsen westlichen violetten Polygone in PW (Abbildung 4.2a) wurde bei-
spielsweise die Klasse Epilobium hirsutum als dominant zugeordnet. Diese Zone ist
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Tabelle 4.6: Finale Klassen fiir die Vegetationsverteilung der dominanten Arten fiir bei-
de Standorte PW und CDCW. Die deutschen Namen der Pflanzen sind im

Anhang A.1 in Tabelle A.1 zu finden.

PW CDCW
Nr. | Klasse Botanischer Name Klasse Botanischer Name
1 Boden (offener Boden / Torf) | Boden (offener Boden / Torf)
2 Wasser (offene Wasserfliche) Wasser (offene Wasserfldche)
3 Salix Saliz spec. Deschampsia  Deschampsia cespitosa
4 Calamagrostis  Calamagrostis canesens | Agrostis I Agrostis stolonifera
5 Carex | Carex acutiformis Calamagrostis  Calamagrostis epigejos
Carex riparia
6 Epilobium Epilobium hirsutum Juncus I Juncus effusus
7 Glyceria Glyceria mazima Agrostis 11 Agrostis stolonifera
8 Carex 11 Carex rostrata Juncus II Juncus gerardii
Carex acuta
9 Juncus Juncus effusus Elymus Elymus repens
Juncus subnodulosus
10 | Phragmites Phragmites australis Festuca Festuca rubra
11 | Typha Typha latifolia

jedoch durch einige Arten mit &hnlicher Dominanz bestimmt und somit auch nicht
geeignet zur Wahl von Trainingsgebieten, die einen mdglichst reinen Bestand der
dominanten Arten aufweisen sollte. Die Wahl der finalen Trainingsgebiete fiir die
Arten erfolgte daher auf der Basis der Kartierung und in Zusammenarbeit mit den
Kartierern. So konnten bspw. auch fiir Epilobium hirsutum im Osten der Flache
einige verhaltnismékig reinen Bestdnde gefunden werden. In Féllen, in denen meh-
rere dominante Arten stark vergesellschaftet auftreten, bspw. Carex acutiformis und
Carex rostrata, wurden die enstsprechenden Arten in eine Klasse zusammengefasst.

Kleinere Patches und einzelstehende Pflanzen wurden nicht weiter beriicksichtigt
und grofkeren dominanten Arten untergeordnet, mit denen sie vergesellschaftet sind.
Beispielsweise tritt Festuca rubra dominant auf und ist vergesellschaftet mit anderen
Pflanzenarten wie Lolium perenne, Holcus lanatus oder Trifolium repens.

Die wissenschaftlichen Taxonnamen (botanische Namen) werden nach der Kon-
vention ICBN (Internationaler Code der Botanischen Nomenklatur) stets kursiv
geschrieben |GREUTER und HIEPKO 1995]. Um sie von der fernerkundlichen Klasse,
welche eine Pflanzengesellschaft reprasentiert, zu unterscheiden, werden die Klassen
in dieser Arbeit verkiirzt und nicht kursiv geschrieben. Die oben genannte Pflanzen-
gesellschaft von Festuca rubra wurde dann beispielsweise als fernerkundliche Klas-
se Festuca definiert. Daher werden die finalen Klasse zwar nach einer dominanten
Pflanzenart bezeichnet, repriasentieren aber Pflanzengesellschaften. Die finale Selek-
tion der dominanten Arten bzw. die finalen Klassen fiir PW und CDCW sind in
Tabelle 4.6 aufgefiihrt.

Neben den Nicht-Vegetationsklassen Boden (bzw. offener Torf) und Wasser (ohne
Pflanzenbedeckung) wurden fiir PW neun und fiir CDCW acht Klassen dominanter
Pflanzenarten gebildet. Meistens stehen die Klassen fiir eine dominante Art. In PW
kommen jedoch einige dominante Arten stark miteinander vergesellschaftet vor und
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werden damit als Klasse zusammen betrachtet. Das betrifft Carex 1 (Carex acuti-
formis, Carez riparia), Carex 11 (Carez rostrata, Carex acuta) und Juncus (Juncus
effusus, Juncus subnodulosus)

In CDCW tauchen die Klassen Agrostis I und Agrostis II auf. Diese Differen-
zierung wurde gemacht, weil Agrostis stolonifera auf beiden Teilgebieten (einge-
deicht und ausgedeicht) von CDCW vorkommt, aber sich, aufgrund unterschied-
licher Boden- und Wasserregime, unterschiedlich entwickelt hat und sich deswegen
auch spektral unterscheidet (vgl. Abbildung 6.4, Seite 80). Die Klasse Juncus I steht
fiir Juncus effusus und ist auf CDCW im eingedeichten Bereich dominant, Juncus
IT steht fiir Juncus gerardit im nassen ausgedeichten Bereich.

Nachdem die Klassen festgelegt waren, wurden die entsprechend sicheren Refe-
renzflachen im GIS in zwei Datensétze aufgeteilt, die zum einen fiir das Trainieren
des Klassifikationsalgorithmus notwendig ist. Zum anderen wurde ein zweiter Da-
tensatz zur unabhangigen Validierung der Ergebnisse gebildet. Die Flachenanteile
dieser beiden Datensétze liegt in etwa bei 50 zu 50 %. Allerdings mussten dahinge-
hend bei einigen Klassen Kompromisse eingegangen werden, wenn diese sehr geringe

Fléchenanteile besafsen oder selten vorkamen, was beispielsweise bei Juncus in PW
oder Festuca in CDCW der Fall war.

4.3.2 Vegetationsaufnahmen fiir das Hiitelmoor (PaW)

Das System der Kartierung des Pflanzenbestandes unterschied sich von dem, welches
in PW und CDCW durchgefiihrt wurde. Da PaW schon seit Beginn der Wiederver-
nassung, in den Jahren 2009/10, jedes Jahr auf die gleiche Weise kartiert wird (be-
schrieben in KOCH et al. [2017]), wurde auch fiir die Diirrestudie 2018 am 25.09.2018
gleichermafsen kartiert (Kartierer: DR. FRANZISKA KOEBSCH und BIRGIT SCHRO-
DER, Universitét Rostock).

Fiir die Kartierung werden immer die gleichen 65 Punkten angelaufen. Dort wer-
den im Radius von 1 m die vorkommenden Pflanzenarten und deren flichenhafter
Anteil bestimmt. Abbildung 4.3a zeigt die Ergebnisse der Kartierung fiir 2018. Dabei
sind die dominanten Arten mit ihren Anteilen pro Punkt (Kreisdiagramm) farblich
hervorgehoben. Als dominant galten Pflanzen die mehr als 30 mal in den Aufnah-
mepunkten vorkamen oder mehr als 5 % Flachenanteil in einem Aufnahmepunkt
aufweisen.

Phragmites australis kommt in den Aufnahmepunkten am meisten vor. Offen an-
stehende Boden (bzw. Torf) war meist bedeckt von Lemna minor. Deswegen wurden
beide zu einer Klasse zusammengefasst. Schoenoplectus tabernaemontani und Bol-
boschoenus maritimus konnten nicht mehr eindeutig in zwei distinkte Dominanzbe-
stdnde eingeteilt werden. Auferdem wurden, wie bei KOCH etal. [ebd.], die Carex
spec. und Juncus effusus in eine Klasse zusammengefasst. Ein Tabelle (A.2) aller,
seit Wiedervernéssungsbeginn, kartierten Arten und deren Vorkommen 2018 ist im
Anhang A.2 angefiigt. Die Klasse Rest fast alle nicht dominanten Arten zu einer
Klasse zusammen, die im Weiteren keine Beriicksichtigung mehr findet. Die finalen
Klassen sind in Tabelle 4.7 aufgelistet.

Die Trainings- und Validierungsdaten wurden mit Hilfe der Kartierung und zu-
sammen mit Expertenwissen der Kartierer digitalisiert und sind in Abbildung 4.3b
dargestellt.
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(a) Kartierung PaW

e  Aufnahmepunkte

Dominante Pflanzenart in 1 m Radius

Phragmites australis
Schoenoplectus tabernaemontani
Bolboschoenus maritimus

Carex acutiformis

Carex riparia

Juncus effusus

Ranunculus sceleratus

Tephroseris palustris
Rest
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WGS84 / UTM 33N
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(b) Training und Validierung fiir PaW
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I

I Validierungsdaten
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316000 ) 316250

Abbildung 4.3: (a) Aufnahmepunkte, an denen der Pflanzenbestand und deren Fléchen-
anteile in 1 m Radius aufgenommen wurden (Kartierer: DR. FRANZISKA
KOEBSCH und BIRGIT SCHRODER, Universitit Rostock). Gleichfarbige do-
minante Arten wurden nach KOCH et al. [2017]| zusammengefasst oder wa-
ren nicht differenzierbar. Rest ist eine zusammengefasste Klasse von allen
nicht dominant auftretenden Pflanzenarten. (b) Die Trainings- und Vali-
dierungsfliachen, die aus (a) abgeleitet wurden.
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Tabelle 4.7: Finale Klassen fiir die Vegetationsverteilung der dominanten Arten fiir den
Standort PaW. Die deutschen Namen der Pflanzen sind im Anhang A.1 in
Tabelle A.1 zu finden.

Nr. ‘ Klasse Botanischer Name

1 Boden/Lemna  (offener Boden / Torf)
Lemna minor

2 Wasser (offenes Wasser)

3 Phragmites Phragmites australis

4 Schoeno/Bolbo  Schoenoplectus tabernaemontani
Bolboschoenus maritimus

5 Carex Carex acutiformis

Carex riparia

Juncus effusus

6 Tephroseris Tephroseris palustris
7 Ranuculus Ranunculus sceleratus

4.3.3 Vegetationsaufnahmen fiir Balje (BAL) und
Hollerwettern (HOL)

Der Fokus bei BAL und HOL lag auf der Ableitung von Pflanzenparametern. Im
Unterschied zu den Niedermoorstandorten wurden daher hier keine Pflanzenarten
flachig bestimmt, sondern an bestimmten Punkten im Geldnde verschiedene Para-
meter gemessen (Abbildung 4.4).

Die Beprobung der Punkte in Balje fand am 09.08.2017 statt. Aufgrund des star-
ken Windes konnte an diesem Tag nicht geflogen werden, weshalb die Befliegung
erst zwei Tage spater am 11.08.2017 erfolgte. Die Beprobung in Hollerwettern fand
am 10.08.2017 statt, mit zeitgleicher Befliegung. Die zu beprobenden Punkte auf
den Standorten wurden von der Bundesanstalt fiir Gewésserkunde (BfG) vorgege-
ben, da diese teilweise Dauerbeobachtungsstellen fiir das langfristige Monitoring der
Marschlander der Tideelbe mit umfassten. Die randomisierte Auswahl an Punkten
erfolgte mit der Funktion optimDist des Paketes spsann der Skriptsprache R, um das
Probedesign optimal fiir raéumliche Trends und Interpolationen der Stangeldichte der
Pflanzen nutzen zu kénnen [SAMUEL-ROSA et al. 2019]. Hierfiir wurden verschiedene
Kovariablen herangezogen:

bereits bestehende Standorte (16 Standorte in Balje, 11 in Hollerwettern)

Dominanzbestédnde, abgeleitet aus den Luftbildern 2016
Geldndehohen aus dem Digitalen Geldndemodell (DGM) 2010
e Distanz zur Marschkante, abgeleitet aus dem Luftbild 2016

Die letzten drei Kovariablen sind Faktoren, die die Stdngeldichte héufig pragen
(IMOLLER 2006; SILINSKI etal. 2018]). Die Anzahl der Punkte in den drei Do-
minanzbestianden (Schoenoplectus tabernaemontani, Bolboschoenus maritimus und
Phragmites australis) ist aufgrund ihrer unterschiedlichen Ausdehnung nicht gleich-
verteilt. Ziel war es rdumliche Muster der erhobenen Parameter artenunabhéngig
abzubilden.
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504450 504600 504750 524570

Beprobungspunkte Grenze des Untersuchungsgebiet 0 50 100 150m
P

* BM Ufer und Flusszonen

* PA ] . . EPSG: 32632

* PhA == Deichvorland und andere Fldchen Gber MThw :

e ST = Watt und tieferliegende Landflachen UTM32N WGS84
Abbildung 4.4: Beprobungspunkte auf den tibass-Standorten BAL und HOL (BM = Bolbo-
schoenus maritimus, ST = Schoenoplectus tabernaemontani, PA = Phrag-
mites australis und PaH = Phalaris arundinacea; Basisdaten Elbe-Strom
vom WASSERSTRASSEN- UND SCHIFFAHRTSVERWALTUNG DES BUNDES
[2020]; RGB-Orthomosaike von UAS-Befliegung 09./10.08.2017).

Bei beiden Standorten wurden 50 Punkte beprobt (GNSS: DR. FERDINAND VET-
TERMANN, Probennahme und Pflanzenmessungen: EVA WITOROWSKI, DR. NILS
KOLDRACK, Protokollant: FLORIAN BEYER, alle Universitat Rostock), jedoch wur-
den bei BAL zwei Punkte und bei HOL ein Punkt entfernt. Der Grund dafiir ist zum
einen, dass bei einem Punkt die Vegetation nicht mehr vital war und am Boden lag.
Zum anderen wurden Messfehler protokolliert, die statistisch zu starken Ausreiffern
gefiihrt hiatten. Als Ausreifser wurden hier Werte selektiert, die kleiner waren als die
Differenz aus erstem Quartil und dem eineinhalbfachen Interquartilbereich (IQB)
oder grofker als die Summe des dritten Quartils und dem eineinhalbfachen IQB
[FAHRMEIR et al. 2016]. Die Tabelle 4.8 listet die gemessenen Parameter mit kurzer
Erklarung und Einheit auf. Zur Aufnahme der Parameter wurde ein standardisier-
ter 40 x 40 cm grofer Beprobungsrahmen verwendet, aus dem randomisiert auch
Pflanzen entnommen wurden.

Zur Messung der genauen Probenpositionen und der Erfassung der GeldndehShen
(NHN) wurde auch hier der RTK-GNSS-Empfinger Leica Viva GS10 eingesetzt
(sieche Abschnitt 4.3.1). Bei der Datenerfassung wurde darauf geachtet, dass die
Spitze des Messstabs nicht oder nur sehr wenig in den Boden einsinkt.

Bei den Pflanzenmessungen wurden an allen Punkten die dominierenden Pflanzen-
arten identifiziert und mithilfe des Proberahmens die Parameter PA, PHG, PDMG,
PARS und PARP erfasst. Bei PDMG wurden randomisiert an 10 Pflanzen bei etwa
3 cm iiber der Geldndeoberkante die Stangeldicke mit einem Messschieber gemessen.
Zur Schitzung von PHG wurde mit einem Zollstock die signifikante Pflanzenhohe er-
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Tabelle 4.8: Gemessene Pflanzenparameter, Abkiirzungen und Einheiten des Projektes ti-

bass.
Abkiirzung Erkldrung Einheit
NHN Normalhéhennull m
PA Anzahl der Sténgel auf 40 x 40 cm
PHG Mittlere PflanzenhOhe gemessen im Gelédnde cm
PHL Mittlere Planzenhohe gemessen im Labor! cm
PDMG Mittlerer Stangeldurchmesser gemessen im Geldnde mm
PDML Mittlerer Stingeldurchmesser gemessen im Labor!  mm
PFM Mittlere Frischmasse pro Pflanze! g
FFM Frischmasse auf 40x40 cm g/0,16 m?
PFM Mittlere Trockenmasse pro Pflanze! g
FIM Trockenmasse auf 40x40 cm g/0,16 m?
PWG Wassergehalt pro Pflanze! %
PARP PAR? im Pflanzenbestand pmol /s*m? /mV
PARS PAR? iiber Pflanzenbestand pmol /s*m? /mV
PAR Relative PAR? im Bestand %

In =10 pro Punkt 2Photosynthetisch aktive Strahlung

mittelt. Bei allen Gelandemessungen wurde darauf geachtet, dass immer die gleiche
Person die Parameter erhebt, um Schéatzfehler zu minimieren.

Aufserdem wurden jeweils 10 reprisentative Pflanzen aus dem Messrahmen ent-
nommen, um im Labor die restlichen Parameter PHL, PDML, PFM und PTM zu
messen. PFM wurde mit einer Laborwaage erfasst, bevor die Pflanzen 24 Stunden
bei 105° C im Trockenschrank getrocknet wurden, um PTM zu ermitteln.

Auferdem wurden im Anschluss die Parameter FFM, FTM, PWG und PAR be-
rechnet. Aus der Differenz von PTM und PFM wurde PWG in % ermittelt:

(PFM — PTM) % 100
PFM

PWG (%) = (4.1)

Um die Frisch- und Trockenmasse fiir den gesamten Proberahmen und spéter auch
fiir die UAS-Daten zu ermitteln, wurde FFM und FTM durch die Multiplikation
von PA und PFM bzw. PTM errechnet.

Zur PAR-Messung wurde ein LICOR 2500 verwendet. Fiir jeden Punkt erfolgten
zwei Sammelmessungen. Finf Messungen erfolgten iiber dem Bestand (PARS), um
die solare Strahlungsstérke zu bestimmen und fiinf Messungen im Bestand (PARP),
d.h. ca. 3-5 cm {iber dem Boden. Aus den jeweiligen fiinf Einzelmessungen wurde
das arithmetische Mittel errechnet. Die Werte am Boden variieren je nach Dichte
des Pflanzenbestandes stark und der eintreffenden Strahlung je nach Bewolkungs-
situation ebenfalls. Um den Anteil der durch die Pflanzen absorbierten Strahlung
zu bestimmen (PAR), wurde der Quotient zwischen der solaren Strahlung und der
Bestandsstrahlung in Bodennéahe gebildet:

PARP %100

PAR(%) = PARS

(4.2)
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5 Methoden

Im Kapitel Methoden wird zuerst der photogrammetrische Workflow vorgestellt mit
dem aus den einzelnen Befliegungsdaten der verschiedenen Sensoren ein multisenso-
raler Datensatz erstellt wird (Sektion 5.1). Im Anschluss folgen die Erklérung des
verwendeten Klassifikations- (Sektion 5.2) und des Regressionsverfahrens (Sektion
5.3).

5.1 Vorprozessierung

Nachdem alle UAS-Daten (Kapitel 4) aufgenommen wurden, miissen diese vorpro-
zessiert werden. Ziel der Vorprozessierung ist es, die Einzelbildaufnahmen fiir jeden
Flug zu Digitalen Orthophotos (-mosaike) (DOPs) und gegebenenfalls einem DOM
sowie Indizes zu berechnen und schlieflich alle Datensétze zu einem multisensoralen
Datensatz zusammenzufiihren. Dafiir durchlaufen die Daten die folgenden Schritte:

1. GNSS-Korrektur der Aufnahmepositionen der Einzelbilder
Generierung des DOP und DOM (Photogrammetrische Prozessierung)
Co-Registrierung der Bildmosaike falls notwendig

Berechnung von Indizes

Anpassung (Resampling) der rdumlichen Auflésung

AR AN

Zuschneiden (Subsetting) der einzelnen Bildmosaike auf das Untersuchungsge-
biet

7. Stapelung (Stacking) der einzelnen Datensitze zu einem multisensoralen Da-
tensatz

Alle Schritte sind in Abbildung 5.1 schematisch zusammengefasst.

5.1.1 Postprozessierung der GNSS-Daten in den
UAS-Einzelbildaufnahmen

Der erste Schritt beinhaltet die Korrektur der GNSS-Koordinaten der Aufnahmepo-
sitionen fiir jedes Einzelbild je Sensortyp. Dafiir wurden auf dem UAS und am Boden
mit einer Basisstation GNSS-Rohdaten aufgenommen. Das UAS verfiigt {iber einen
geoditischen GNSS-Empfinger, der beide Trégerphasen fiir GPS und GLONASS
unkorrigiert misst. Wahrend des Fluges ist der PPK-Modus aktiviert, damit die
GNSS-Rohdaten im Gerdat mitgeschrieben werden. Die hochgenaue Bestimmung
und Korrektur der Projektionszentren wird dann durch eine differentielle GNSS-
Auswertemethode ermittelt. Diese liefert Koordinatendifferenzen (Basislinienvekto-
ren dx, dy, dz), bezogen auf die Referenz-Station (Basis) zu den Aufnahmeposition-
en der Einzelbilder. Innerhalb der geloggten und nun korrigierten Flugpositionen
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Abbildung 5.1: Arbeitsschritte fiir die Vorprozessierung der UAS-Daten zur Generierung
des multisensoralen Datensatzes (DOM = Digitales Oberflachenmodell).

—

Legende:

der Einzelbilder ist die innere Genauigkeit relativ zueinander hoch genau, unab-
héngig von der absoluten Genauigkeit der Basisstationskoordinate. Da die absolu-
te Genauigkeit der Koordinate der Basisstation durch die RTK-Messung bekannt
ist, konnen die verbesserten Bildkoordinaten auch in das Koordinatensystem refe-
renziert werden. Damit sind alle Positionen der Einzelbildaufnahmen auch absolut
hoch genau verortet. Das verwendete Gerét fiir die Basisstation war ein JAVAD
TRIUMPH-LS, welches in der Lage ist, alle vier GNSS-Systeme (GPS, GLONASS,
Européisches globales Satellitennavigations- und Zeitgebungssystem (GALILEO),
Chinesisches Satellitennavigationssystem (BEIDOU)) zu empfangen, wobei nur die
GPS-/GLONASS-Messungen in der Postprozessierung genutzt werden kénnen, da
das GNSS des UAS nur diese beiden verarbeitet. Genauere Informationen und
Grundlagen zum Thema GNSS und SAPOS-Korrekturdienst sind der Literatur zu
entnehmen (bspw. MANSFELD und MAJOHR [2010] und SCHUETZE et al. [2015]).

Zur Korrektur der Koordinaten jeder Bildkoordinate wurde die Software eMotion
3 der Firma SenseFly genutzt. Die Rohdaten der Basisstation mussten dafiir zu-
nichst in das Receiver Independent Exchange Format (RINEX)-Format umgewan-
delt werden, einem empfangerunabhéngigen Datenspeicher- und Austauschformat
fiir GNSS-Daten. Fiir die Umwandlung der Rohdaten wurde die Software JAVAD
JPS2RIN v.2.0.136 verwendet.
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Abbildung 5.2: Vereinfachte Darstellung der einzelnen Phasen des photogrammetrischen
Prozesses.

5.1.2 Generierung der Digitalen Orthophotos (-mosaike) und
der Digitale Oberflaichenmodell

Der photogrammetrische Prozess zur Generierung der DOPs ist in Abbildung 5.2
dargestellt. Auferdem sind im Anhang A.3 (Seite 199) Abbildungen zu den jewei-
ligen Schritten zu finden. Eine detaillierte Beschreibung der einzelnen Schritte, die
im Folgenden nur grob skizziert werden, ist bspw. in LUHMANN [2018| zu finden.

Alle Sensordaten des UAV (RGB, MS und Thermal) wurden mit der Softwa-
re PizjDmapper prozessiert. Zundchst werden die Bilder gemaéfs ihrer Projekti-
on eingeladen. Im Projekt WETSCAPES war das UTM33N/ETRS89, in TIBASS
UTM32/ETRS89. Aufgrund der korrigierten GNSS-Koordinaten ist die Position je-
den Bildes prazise verortet und durch die IMU die Aufnahmerichtung grob bestimmt.

Der néchste Schritt wird als Feature Extraction oder Merkmalsextraktion bezeich-
net und hat zur Aufgabe moglichst viele Merkmale im Bild zu finden (Abbildung
A.1). Beispiele fiir oft verwendete Extraktionsalgorithmen sind hier der Scale Invari-
ant Feature Transform (SIFT)- oder der Speed-up Robust Features (SURF)-Operator
[ebd.].

Wurden geniigend Merkmale in den Einzelaufnahmen gefunden, erfolgt im néchs-
ten Schritt das Feature Matching bzw. die Merkmalszuordnung, indem korrespondie-
rende Merkmale in allen Bildern gesucht und verkniipft werden. Abbildung A.2 zeigt
ein Merkmal eines Busches, welches in zehn Aufnahmen des selben Fluges gefunden
und verkniipft wurde.

Da die Positionen der Einzelaufnahmen bekannt sind und die einzelnen korrespon-
dierenden Punkte (= Pixel) in den stark iiberlappenden Bildern aus verschiedenen
Winkeln aufgenommen wurden, kénnen gedachte Strahlen in den Raum projiziert
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werden, bis sie sich an homologen Punkten schneiden. Dies ist quasi die Umkehrung
des Aufnahmeprozesses und wird als Multi-ray Image Matching (MIM) bezeichnet
(Abbildung A.3). Werden alle zuordenbaren Bildpunkte mittels MIM in den Raum
projiziert, wird die sogenannte grobe Punktwolke (Sparse Reconstruction) abgeleitet
(Abbildung A .4a).

Von der groben Punktwolke kénnen alle korrespondierenden Punkte auf die Bil-
der zuriickverfolgt werden. Im Rahmen der Aerotriangulation werden mit dem so-
genannten Riickwértsschnitt die dufiere Orientierung der Kameras (Position und
Ausrichtung im Raum) und die innere Orientierung (Bildhauptpunkt, Kammerkon-
stante, Radial- und Triangulationsverzeichnung) nochmals genauer korrigiert. In der
Software sind zum einen durch sensorspezifische Workflows schon standardisierte Pa-
rameter fiir die Kameras vordefiniert. Zum anderen erfolgt wihrend des Prozesses
eine Nachschitzung der Parameter um die Abbildungsverzeichnung der verschiede-
nen Optiken der Sensoren zu minimieren. Wenn diese Korrektur durchgefiihrt wurde
und die Bilder bzw. Kamerablickwinkel genau ausgerichtet sind, wird mittels Vor-
wartsschnitt (Dense Reconstruction) eine dichte Punktwolke berechnet, sodass im
Idealfall fiir jedes Pixel eine 3D-Position im Objektraum berechnet wird. Ergeb-
nis des Vorwirtsschnittes ist die dichte Punktwolke (Abbildung A.4b). Diese dichte
Punktwolke kann optional auch noch durch eine Dreiecksvermaschung (Mesh) zu
einer Oberflache verbunden werden, was aber eher zu dreidimensionalen Visualisie-
rungszwecken genutzt wird.

Ausgehend von der dichten Punktwolke (oder dem Mesh) konnen die beiden Ras-
terdatensétze, zunéchst das DOM (Abbildung A.5a) und dann das DOP (Abbildung
A.5b), generiert werden. Das DOP ist ein mehrkanaliges orthorektifiziertes Raster,
entsprechend der spektralen Auflésung des benutzten Sensors. Das heifst, fiir die Da-
ten der RGB-Kamera sind das drei Graustufenbilder fiir die Farbkanéle Rot, Griin
und Blau, fiir den Multispektralsensor vier Graustufenbilder aus den optischen Spek-
tralbereichen Griin, Rot und zwei Infrarot-Kanélen (vgl. Kapitel 4).

Das DOM ist ein einkanaliges Graustufenraster, welches Informationen iiber die
Hohe der jeweiligen Objekte im Bild zeigt. Wichtig ist hier, dass es kein DGM ist,
welches die tatséchliche Topographie ohne Vegetation und Objekte (bspw. Gebaude)
zeigt, sondern die Hohe einschlieflich aller auf der Erdoberfliche stehenden Objek-
te. In sehr flachen Gebieten, wie den hier untersuchten Gebieten, kann man die
DOM-Hohen somit als Vegetationshohen interpretieren, weil die Pflanzenhéhen die
Unterschiede im Mikrorelief deutlich iibersteigen.

Aus den rédumlich am hochsten aufgelosten RGB-Daten der S.O.D.A.-Kamera
wurden die DOPs und das jeweilige DOM verwendet. Aus den Daten des multi-
spektralen und des Thermalsensors wurde nur das DOP genutzt. Theoretisch wére
es auch moglich das DOM aus einem dieser beiden Sensoren zu generieren. Jedoch
wird hier davon ausgegangen, dass eine hohere Auflésung ein besseres Feature Fax-
traction und Matching gestattet und somit das DOM der RGB-Daten genauer ist
und weniger Fehler besitzt.

5.1.3 Co-Registrierung der Bildmosaike

Nach der Generierung erfolgt eine Priifung ob alle Datensétze hinreichend aufeinan-
der co-registriert sind (Abbildung 5.1). Laut GRENZDORFFER [2016] sollten DOPs
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an den Kontrollpunkten Genauigkeiten von ca. 1-3 cm aufweisen. War das nicht
der Fall, wurden die betroffenen Bildmosaike héndisch mit dem Pluglns Georefe-
rencer der GIS-Software QGIS (Version 3.10.1-A Corufia) korrigiert. Ahnlich wie
im photogrammetrischen Prozess wird eine Vielzahl an korrespondierenden Merk-
malen (sogenannte Tie Points) in beiden Bildern gesucht (Feature Extraction) und
zugeordnet (Feature Matching). Mithilfe eines Fehlerterms (Root-Mean-Square Er-
ror (RMSE)) konnen alle Merkmalspaare mit hoher Ungenauigkeit herausgefiltert
und schlieflich eine affine Transformation durchgefiihrt werden.

5.1.4 Indizes

Um den multisensoralen Datensatz um weitere Variablen zu erweitern, werden In-
dexbilder aus den RGB- und den MS-Daten berechnet. Unterschiedliche Oberfla-
chen, Objekte, Vegetationsarten etc. haben unterschiedliche spektrale Charakteristi-
ka [SCHOWENGERDT 2006]. Pflanzenarten, Wassergehalte, Nahrstoffversorgung und
zahlreiche andere Faktoren haben einen Einfluss auf das Reflexionsverhalten von
Vegetation im Wellenldngenbereich des sichtbaren und infraroten Lichtes (400-2500
nm) [JONES und VAUGHAN 2010]. Die Reflexion ist von bestimmten chemischen und
morphologischen Eigenschaften der Pflanzen abhingig [XUE und Su 2017|. In der
Vergangenheit wurden zahlreiche Vegetationsindizes entwickelt, um diese verschie-
denen FEigenschaften aus den Reflexionsdaten abzuleiten.

Spektrale Indizes sind mathematische Kombinationen der Spektralkanéle, die ho-
he Korrelationen mit bspw. biophysikalischen Parametern von Vegetation aufwei-
sen, wie bspw. Pflanzenwachstum und -vitalitdt, Wassergehalt, Pigmente, Zucker-
oder Kohlenhydratgehalte, Proteingehalt und andere [JONES und VAUGHAN 2010;
XUE und SuU 2017|. Bekanntestes Beispiel ist der Normalized Difference Vegetati-
on Index (NDVI), der gute Zusammenhénge mit der photosynthetischen Aktivitét,
Chlorophyll-Gehalt oder dem Leaf Area Index (LAI) zeigt [CARLSON und RIPLEY
1997; JONES und VAUGHAN 2010; THENKABAIL et al. 2012| und somit eine Aussage
iiber den Vitalitdtszustand der Vegetation erlaubt. Der NDVI wird berechnet aus
der Reflexion (p) im roten Licht (ROT') und im nahen Infrarot (NIR):

NDvT = (PN1R = ProT) (5.1)
(pn1R + pROT)

Fir eine erste Version eines multisensoralen Datensatzes werden in der Arbeit
neben dem NDVI weitere Spektralindizes mit Beteiligung an nahinfraroter Reflexion
und ein Index auf Basis der RGB-Daten verwendet (Tabelle 5.1).

Im spéteren Verlauf der Arbeit werden weitere Indizes auf ihren Informations-
gewinn getestet. Diese Erweiterung umfasst nicht nur spektrale Indizes, sondern
auch Texturindizes [HARALICK et al. 1973; HALL-BEYER 2017a| und Reliefindizes
[WEISs 2001; WILSON et al. 2007; GDAL/OGR CONTRIBUTORS 2020|. Die Erwei-
terung wird im entsprechenden Ergebnisteil nidher erlautert.
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Tabelle 5.1: Ubersicht der verwendeten spektralen Indizes im multisensoralen Datensatz
(pz = Reflexion im xten Bereich des elektromagnetischen Spektrums, NIR
= Nahes Infrarot, RE = Red Edge, GRN = Griines Licht, BLA = Blaues
Licht).

Index Datenbasis Formel Referenz

(pNIR — PROT)

NDVI Multispektraldaten
(pNIR + pROT)

TUCKER [1979]

(PNIR — PRE)

reNDVI1 Multispektraldaten
(PNIR + PRE)

SCHUSTER et al. [2012]

(PrRE — pROT)

reNDVI2 Multispektraldaten
(PrE + pROT)

SCHUSTER et al. [2012]

(PNIR — PGRN)

gNDVI Multispektraldaten
(PNIR + PGRN)

KRross etal. [2015]

PGRN
(pBLA + PGRN + PROT)

Grl RGB-Daten BROWN et al. [2017]

5.1.5 Konvertierung, Zuschnitt und Stapelung der
Datensdatze — Resampling, Subsetting und Stacking

Nachdem alle notwendigen Daten vorbereitet waren, folgte deren Harmonisierung.
Aus technischen Griinden besitzen die drei Sensoren unterschiedliche rdaumliche Auf-
16sungen (GSD) bei gleicher Flughohe. Beispielsweise haben die Datensétze bei einer
Flughohe von etwa 85 m folgende GSD:

e 2.5 cm RGB-Daten
e 8 cmm MS-Daten
e 16 cm Thermaldaten

Da der Thermaldatensatz aufgrund der Sensoreigenschaften rdumlich am grébsten
aufgelost ist, wurden alle Datensédtze ausgehend von seiner GSD aufgerundet. Die
Anpassung der raumlichen Auflésung (Resampling) erfolgte mit der Nearest Neigh-
bor-Methode. Die Vorteile dieses Verfahrens sind zum einen die geringe erforderliche
Rechenkapazitit aufgrund des einfachen mathematischen Ansatzes und zum ande-
ren ist das Verfahren bekannt dafiir, dass die originalen Grauwerte (Reflexionswerte)
unverdndert bleiben [BABOO und DEVI 2010|. Letzteres ist bei anderen Verfah-
ren, bspw. Cubic Convolution, die bessere geometrische Anpassungen gewéahrleisten,
nicht der Fall |ebd.]. Die Kritik, dass bei Nearest Neighbor eine blockige Struktur
entsteht, wurde in den benutzten Datensétzen nicht festgestellt und kann bei den
hohen GSDs der UAS-Daten vernachléassigt werden.

Jede der eingesetzten Sensoren besitzt eine andere Schwadbreite bzw. Field Of
View (FOV). Das heift die abgedeckte Fliache bei gleicher Flughdhe ist unterschied-
lich. Dies bedeutet auch die resultierenden DOPs und DOM sind unterschiedlich grofs
in der Flachenabdeckung. Daraus resultierend miissen alle Datensitze vor der Zu-
sammenfithrung auf einen einheitlichen Bildausschnitt zugeschnitten werden (Sub-
setting).
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Tabelle 5.2: Multisensoraler Datensatz, bestehend aus 14 Kanélen.

Nr. Kanal Sensor

1 B1 (Blau) RGB

2 G1 (Griin) RGB

3 R1 (Rot) RGB

4 G2 (Griin) Multispektral

5 R2 (Rot) Multispektral

6 RE (RedEdge) Multispektral

7 NIR (Nahes Infrarot) Multispektral

8 DOM (Digitales Oberflichenmodell) aus RGB

9 TH Thermal
10 Grl aus RGB
11 NDVI aus Multispektral
12 reNDVI1 aus Multispektral
13 reNDVI2 aus Multispektral
14 gNDVI aus Multispektral

Ist das Subsetting fiir alle Datensétze erfolgt kann im letzten Schritt der multisen-
sorale Datensatz erstellt werden. Dabei werden die einzelnen Kanéle aller Datensétze
gestapelt (Stacking). Tabelle 5.2 zeigt den finalen 14-kanaligen multisensoralen Da-
tensatz bestehend aus den DOPs der RGB- (drei Kanile), MS- (vier Kanéle) und
Thermaldaten (ein Kanal), dem DOM (ein Kanal) der RGB-Daten sowie den fiinf
Vegetationsindizes.

5.2 Klassifikation zur Ableitung der
Vegetationszusammensetzung

Zur Klassifikation des multisensoralen Datensatzes wurde ein Algorithmus des Ma-
chine Learning (ML) bzw. maschinellen Lernens und spezieller des iiberwachten
Lernens (Supervised Learning) genutzt [RICHTER 2019]. Die Algorithmen des ML
unterscheiden sich fundamental in der Herangehensweise von klassischen Klassifika-
tionsverfahren. Frithere Klassifikatoren (bspw. Maximum Likelihood) nutzten sta-
tistische Parameter wie Mittelwertspektren und Kovarianzmatrizen oder auch Di-
stanzmafe vorgegebener Klassen um einen gegebenen Ausgangsdatensatz zu clustern
[SCHOWENGERDT 2006].

Allen ML-Algorithmen ist es gemein, dass mit Kalibrationsdaten ein Modell trai-
niert wird. Diese Trainingsdaten bestehen aus einer Teilmenge des zu klassifizieren-
den Gesamtdatensatzes, deren Variablen schon Zielklassen zugeordnet wurden. Der
iiberwachte ML-Algorithmus lernt eigenstéindig Regeln auf Basis seiner mathema-
tischen Grundstruktur zur Bewéltigung des jeweiligen Problems und versucht sich
moglichst genau darauf anzupassen. Daher muss der Trainingsdatensatz auch repra-
sentativ fiir den Gesamtdatensatz sein. Das trainierte Modell wird im Anschluss zur
Klassifikation des gesamten Datensatzes verwendet, was als Vorhersage (Prediction)
bezeichnet wird [RICHTER 2019]. Ein Vorteil solch angelernter Modelle ist es, dass

KAPITEL 5. METHODEN Seite 57



5.2. KLASSIFIKATIONSVERFAHREN

Validierung

Sklearn

)

Pythonskript o
(GDAL, Al Klassifikation SR
NumPy Training analyse

~

) } v y }

relevanz

Legende:
Input- Ergebnis- Output-

Abbildung 5.3: Arbeitsschema zur Klassifikation eines multisensoralen Datensatzes mithil-
fe des Random Forest (RF).

sie spater auf neue Datensétze gleichen Aufbaus angewendet werden konnen. So wa-
re es bspw. moglich eine UAS-Befliegung im Folgejahr zum gleichen phénologischen
Stadium durchzufiithren und die schon trainierten Modelle darauf anzuwenden.

In dieser Arbeit wurde ein Random Forest-Klassifikator verwendet |[BREIMAN
2001; ZHANG etal. 2017]. Der RF hat sich in bisherigen Studien [RODRIGUEZ-
GALIANO etal. 2012; BEYER etal. 2015b; ABDI 2019| als sehr robuster Klassifi-
zierungsalgorithmus herausgestellt. Er liefert konsistent prizise Ergebnisse und das
Training benétigt, im Vergleich zu anderen oft genutzten lernenden Algorithmen
wie Support Vector Machines (mit Radial Base Function Kernel), sehr wenig Zeit
[BEYER et al. 2015b].

Die gesamte Prozesskette wurde mithilfe der Skriptsprache Python 3 automati-
siert. Dabei erfolgt nicht nur die Klassifikation, sondern auch die Validierung und
die Ausgabe der Kanalrelevanz automatisiert. Der RF-Algorithmus selbst wurde
mit dem Python-Paket SciKit Learn 0.22.1 verwendet [PEDREGOSA etal. 2011].
Der schematische Ablauf ist in Abbildung 5.3 dargestellt und wird im folgenden
néher erlautert. Das entwickelte Pythonskript ist in verschiedenen Versionen frei
verfiigbar:

e Als Pythonskript bzw. Jupyter Notebook (siehe Anhang A.5, Seite 205):
https://github.com/florianbeyer /RandomForest-Classification oder
https://github.com/florianbeyer /PhD Florian Beyer

e Maptor 1.4b, ein plattformunabhéngiges Programm (Windows, Linux, Ma-
cOS) mit Benutzeroberflache sieche Anhang A.4
5.2.1 Klassifikationsalgorithmus — Random Forest

Wie der Name Random (deutsch: zuféllig) und Forest (deutsch: Wald) schon andeu-
tet, besteht der RF aus einer Vielzahl von Baumen, die aus Objektivitédtsgriinden
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randomisiert erstellt werden. Um die Funktionsweise eines RF's zu verstehen, ist es
daher zunéchst notwendig den einzelnen Baum zu erkléren.

Entscheidungsbdume — Decision Trees

Die Baume im RF werden als Entscheidungsbédume bzw. Decision Trees (DT) be-
zeichnet. Ein DT teilt die Trainingsdaten solange auf, bis alle vorkommenden Kom-
binationen aus Eingangsvariablen den Klassen zugeordnet werden. Abbildung 5.4a
stellt beispielhaft einen DT dar. Basierend auf einer mathematischen Entscheidung
an jedem sogenannten Knoten (Kreise in Abbildung 5.4a) wird der Datensatz auf-
geteilt (Splits). Dieser Prozess generiert schlieklich eine bauméhnliche Struktur. Der
erste Knoten wird Wurzelknoten (Root Node, schwarzer Kreis) genannt, die Endkno-
ten sind die Blatter (Leafs, grilne Kreise) und stellen die finalen Klassen dar. Die
inneren Knoten (zwischen Wurzelknoten und Blétter) werden vor der Aufteilung
als Elternknoten bezeichnet. Die beiden Knoten, die nach der Aufteilung entstehen
sind seine Kinderknoten. Der Pfad vom Wurzelknoten bis zum finalen Blatt stellt
die Klassifikationsregeln dar.

Immer mehr Aufteilungen werden bei folgenden Knoten durchgefiihrt bis der DT
die Variablenkombinationen der richtigen Zielklassen zuordnen kann. In der vorlie-
genden Arbeit besteht der Trainingsdatensatz aus Pixeln. Jedes Pixel hat multiple
Eingangsvariablen geméfs seiner spektralen Auflosung, also die Reflexionswerte der
einzelnen Sensoren und die Werte der generierten Produkte (bspw. DOM, Indizes).

Wenn alle Klassifikationsregeln bekannt sind, konnte ein DT manuell zusammen-
gestellt werden. Dies ist in der Realitdt jedoch selten der Fall. In den meisten Fallen,
so auch in dieser Arbeit, sind die Eingangsvariablen (Trainingsdatensatz) und die
Zielklassen (Vegetationsklassen) bekannt bzw. vordefiniert.

Um einen einzelnen Baum zu generieren und automatisiert die Klassifikationsre-
geln zu finden gibt es verschiedenen Ansétze. Der bekannteste ist der Classification
And Regression Trees (CART)-Algorithmus [BREIMAN 1984|, der auch Basis fiir
das RF-Konzept ist. Der Algorithmus nimmt vordefinierte Trainingsdaten und ver-
sucht in einem rekursiven Ansatz mithilfe des Eingangsdatensatzes in mehreren Ite-
rationen moglichst reine Unterklassen zu bilden. Auf dem Weg dahin werden alle
Klassifikationsregeln an jedem Knoten generiert.

Entropie

Die automatische Aufteilung an jedem Elternknoten geschieht mithilfe der Entropie,
also mit dem Mafs der Unordnung. Am Elternknoten wird die Entropie berechnet
und dann nochmals bei den beiden Kinderknoten. Wenn die Unordnung an den
Kinderknoten gesunken ist, wird die Aufteilung angenommen und versucht weiter zu
verfeinern. Man spricht hier auch von der Reinheit der Kinderknoten. Die Aufteilung
im DT geschieht so lange, bis in den Blattern die Reinheit nicht mehr steigerbar ist.
Der Aufbau des gesamten DT besteht daraus, die grofite Steigerung der Reinheit an
jedem Split zu finden.
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(a) Schematische Darstellung eines Decision Tree
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(b) Schematische Darstellung eines Random Forest
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Abbildung 5.4: Schematische Darstellungen eines (a) Decision Trees (DT) und (b) eines
Random Forest (RF). Der N-te DT steht fiir die Anzahl an Bédumen bzw.
DTs im RF.
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Gini Index

Um die Reinheit der Aufteilungen zu berechnen wurden verschiedene Metriken ent-
wickelt. Fiir CART ist der Gini-Index (GI) von besonderer Bedeutung [PAL 2005;
ARCHER und KIMES 2008; ZHANG et al. 2017|. Der GI basiert auf der Gini Impurity
(Unreinheit) und ist definiert als:

N
Gini Impurity(p) =1 — pr (5.2)

=1

wobei p der gesamte Datensatz ist, N die Anzahl der Klassen und p; die Frequenz
der Klasse ¢ im selben Datensatz.

Der GI ist definiert als die gewichtete Summe aller Gini Impurities von verschiede-
nen Splits nach der Aufteilung, in dem jeder Anteil nach dem Ratio der Grofse jedes
Splits gewichtet wurde, unter Beriicksichtigung der Grofe des Ausgangsdatensatzes:

K
Gini Index = Z w; Gint Impurity (j, danach) (5.3)
j=1

Daten im Kinderknoten (j,danach)
’U)j =

Daten im Elternknoten (zuvor) (54)
wobei K die Anzahl der aufgeteilten Splits und (j, danach) der Split j nach der Auf-
teilung ist. Fiir einen Datensatz mit zwei Klassen ist der Bereich fiir den GI zwischen
0 und 0,5: Die Daten des Kinderknotens gelten bei einem Wert 0 als komplett rein
und bei 0,5 sind beide Klassen in den Subsets gleichméfig verteilt. Daher werden die
Daten des Kinderknotens mit dem geringsten GI genutzt fiir weitere Aufteilungen.

Bei kategorialen und rangskalierten Eingangsvariablen ist der Findungsprozess
sehr schnell durchgefiihrt, bei numerischen Variablen, wie den Reflexionswerten im
fernerkundlichen Datensatz ist der Berechnungsaufwand wesentlich héher. Um die
Splits bzw. Aufteilungen mit der grofiten Steigerung der Reinheit zu finden, werden
Mittelwerte zwischen allen vorkommenden Grauwert-Paaren in jedem Spektralband
berechnet. Danach wird fiir jeden der Mittelwerte die Aufteilung durchgefiihrt und
der GI berechnet. Es gewinnt derjenige Split, dessen Reinheitssteigerung am gréfiten
ist. Aus den neu entstandenen Kinderknoten wird dann gepriift ob weitere Splits
notwendig sind oder ob sie zu finalen Blattern deklariert werden.

Random Forest aus Decision Trees (Entscheidungsbiaume)

Ein einzelner DT neigt zur Uberanpassung (Owverfitting). Das bedeutet, dass der
Klassifikator zwar sehr gut an den Trainingsdatensatz angepasst ist, jedoch Proble-
me bei der Ubertragung auf den gesamten Datensatz geschehen koénnen. Aufgrund
dessen kann der RF als Weiterentwicklung von DTs bezeichnet werden, denn dieser
generiert eine hohe Anzahl an unterschiedlichen DTs (Abbildung 5.4b). Diese wur-
den unterschiedlich trainiert und die Festlegung auf eine Klasse erfolgt durch eine
Mehrheitsentscheidung (Majority Voting) der DTs [BREIMAN 2001|. Die Anzahl der
DTs wird vom Nutzer vor dem Training festgelegt.
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Bagging — Bootstrap Aggregating

Das Training unterschiedlicher DTs basiert auf dem sogenannten Bagging, was eine
Wortschopfung aus zwei Methoden darstellt, Bootstrapping und Aggregation |[BREI-
MAN 1996]. Beim Bootstrapping werden neue Datensétze durch zufillige Stichproben
aus dem originalen Trainingsdatensatz generiert, die am Ende die gleiche Grofe wie
der Originale besitzen. Es konnen also die gleichen Pixel mehrfach gezogen werden.
Es ist gingige Praxis, dass bei jeder Iteration vom Bootstrapping Zweidrittel des ori-
ginalen Datensatzes zufillig ausgewéhlt werden, aus dem dann der neue Datensatz
generiert wird. Das restliche Drittel wird dann im weiteren Verlauf zur Uberprii-
fung des Trainingserfolges genutzt (siehe Sektion 5.2.1). Jedoch ist nicht nur das
Ziehen der Pixel randomisiert, sondern auch die Anzahl der Variablen (also der
Spektralbénder). Aus jedem so generierten Datensatz mit unterschiedlichen Varia-
blenzusammensetzungen wird ein dazugehoriger DT erzeugt. Die Anzahl der mit
Bootstrapping erzeugten Datensédtze entspricht also der Anzahl der Baume die am
Ende generiert werden [HASTIE et al. 2009]. So entstehen dekorrelierte Baume, deren
Ergebnisse im Anschluss wieder zusammengefiihrt werden (Aggregation), durch das
Majority Voting.

Mehrheitsentscheidung — Majority Rule

Nachdem alle DTs erzeugt wurden, konnen alle unbekannten Pixel vorhergesagt
werden. Jeder Pixel durchlduft dann alle DTs. Entsprechend der gewéhlten Anzahl
der Baume erfolgt die finale Entscheidung iiber die Klasse durch die Mehrheits-
entscheidung (Majority Voting). Dies ist auch der Grund, warum der RF zu den
Ensemblemethoden gezahlt wird, weil die finale Entscheidung auf einer groferen
Menge von einzelnen Lernalgorithmen (DTs) basiert [ZHANG et al. 2017].

Messung des Vorhersagefehlers — Out-of-Bag-Error

Wie beim Bagging beschrieben, wird der Trainingsdatensatz ein Drittel zu zwei
Drittel aufgeteilt, wobei zwei Drittel fiir das Bootstrapping verwendet werden. Das
andere Drittel wird dann genutzt um den sogenannten Out-of-Bag-Error (OOB)
zu berechnen [PAL 2005; ZHANG et al. 2017|. Die Pixel des gedrittelten Datensatzes
werden durch die generierten Baume geschickt, um deren Genauigkeit zu tiberpriifen.
Der OOB ist somit ein Qualitdtsmafs, welcher Aussagen dariiber erlaubt, wie gut
das Modell die Klassen des Trainingsdatensatzes klassifizieren wiirde.

5.2.2 Unabhangige Validierung

Im vorherigen Abschnitt wurde gezeigt, dass der RF sich wiahrend des Trainings qua-
litativ selbst iiberpriift mit dem OOB. Dies gestattet jedoch keine Aussage dariiber,
wie prézise das trainierte Modell den gesamten Datensatz vorhersagt. Deswegen ist
es giangige Praxis, eine zweiten, vom Training unabhéngigen, Validierungsdatensatz
zu erstellen und mit diesem eine Genauigkeitsanalyse (englisch: accuracy assess-
ment) fiir die Klassifikation durchzufiihren.
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Tabelle 5.3: Beispiel einer Konfusionsmatrix zur Beurteilung der Klassifikationen der Ein-
zelklassen durch die Produzentengenauigkeit (PA) und Benutzergenauigkeit
(UA) sowie fiir die Gesamtgenauigkeit (rot, OAA). (N = Anzahl der Klassen)

Referenz UA
Klassen | Klasse 1 Klasse 2 Klasse 3 ... Klasse N Summe (%)
- Klasse 1 500 ) 0 ... 10 515 97,1
.8 Klasse 2 10 400 30 ... 20 460 87,0
g Klasse 3 0 50 500 ... 0 550 90,9
7 : : Lo : : :
> Klasse N 0 0 10 ... 500 510 98,0
Summe 510 455 540 ... 530 2035
PA (%) 98,0 87.9 926 ... 94,3 92,9

Die Pixel der Validierungsdaten werden genutzt um verschiedene Qualitatsmafe
zu berechnen. Das wichtigste Maf fiir die Qualitédt einer Klassifikation ist die Ge-
samtgenauigkeit, bzw. die Overall Accuracy (OAA) . Des weiteren werden noch der
kappa-Koeflizient, die Benutzergenauigkeit bzw. User’s Accuracy (UA), und die Pro-
duzentengenauigkeit, die Producer’s Accuracy (PA), berechnet [CONGALTON 1991].

Alle Mafe lassen sich anhand der Konfusionsmatrix erkliren [CONGALTON 1991;
SCHOWENGERDT 2006|. Zur Veranschaulichung wurde eine einfache Matrix mit will-
kiirlich gewéhlten Werten (Tabelle 5.3) generiert, anhand welcher die Qualitédtsmafe
erklart werden. In der Konfusionsmatrix befinden sich die tatséichlich richtigen Klas-
sen aus dem Validierungsdatensatz in den Spalten (Referenz). In den Zeilen wird
die Vorhersage des Klassifikators abgetragen (Klassifikation). Das heifst, dass auf der
Diagonalen die entscheidenden Werte stehen, denn diese entsprechen der Anzahl der
Pixel, die vom Klassifikator richtig zugewiesen wurden. Die Gesamtgenauigkeit der
Klassifikation iiber alle Klassen, also die OAA, wird daher errechnet aus der Summe
der Matrixdiagonalen dividiert durch die Summe aller Werte in der Matrix (mul-
tipliziert mit 100 um eine prozentuale Angabe zu erhalten). In Tabelle 5.3 ist die
OAA als rote Zahl dargestellt.

Der kappa-Koeffizient ist eine weitere Reprasentation der Gesamtgenauigkeit, je-

doch dimensionslos zwischen 0 und 1, wobei 0 keine und 1 komplette Ubereinstim-
mung der wahren und klassifizierten Pixel bedeutet. Der kappa wird wie folgt be-

rechnet:

N imii — >0, (GiCy)
N? — Z?:l (Gici)
wobei i die Klassenanzahl, N die Anzahl der klassifizierten Pixel verglichen mit
den wahren Pixeln, m;; die Anzahl der Pixel, die zur wahren Klasse ¢ und auch
zur klassifizierten Klasse ¢ gehoren, C; die Anzahl der vorhergesagten Pixel, die zur
Klasse ¢ gehoren und G; die Anzahl der wahren Pixel, die zur Klasse ¢ gehoren ist.

kappa = (5.5)

Die verbleibenden Qualitdtsmafe sind dafiir da, die Klassifikationsgenauigkeit der
einzelnen Klassen zu bewerten. Die PA ist eine Genauigkeit aus Sicht des Erstel-
lers bzw. Produzenten der Klassifikation. Sie setzte die richtig klassifizierten Pixel
der jeweiligen Klasse in Beziehung zu der Anzahl der Pixel, die eigentlich in den
Validierungsdaten fiir diese Klasse zur Verfiigung stehen. Daher gibt die PA die
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Wahrscheinlichkeit an, ob ein Pixel der Klasse richtig zugeordnet wurde. Sie ist fiir
jede Klasse in der letzten Zeile der Tabelle 5.3 zu finden.

Die UA betrachtet die Einzelklassengenauigkeiten eher aus der Sicht des Nutzers
der Klassifikation. Sie setzt die Zahl der richtig klassifizierten Werte in Beziehung
zu allen Pixeln, die derjenigen Klasse zugeordnet wurden. Die UA kann daher als
die Zuverlassigkeit des Klassifikators bezeichnet werden und driickt die Wahrschein-
lichkeit aus, dass ein klassifizierter Pixel zu der ausgewiesenen Klasse gehort. Sie ist
fiir jede Klasse in der letzten Spalte der Tabelle 5.3 ausgewiesen.

5.2.3 Kanalrelevanz

Permutationstests wurden durchgefiihrt, um die Relevanz jeder Ausgangsvariable zu
berechnen. In diesem Fall sind die Ausgangsvariablen die Kanéle des multisensoralen
Datensatzes.

Ein grofser Vorteil des RF gegeniiber anderen DT-Methoden ist es, dass wahrend
der Berechnung der Entropien an jedem Knoten diese Relevanzen in Form des GI
(siche Abschnitt 5.2.1) als Nebenprodukt entstehen [ZHANG etal. 2017|. Préziser
ausgedriickt, steht in den Bdumen an jedem Split die Senkung der Gini Impurity
(Gini-Unreinheit) vom Elternknoten zu den Kinderknoten und die dazugehorigen
verwendeten Kanéle. Das arithmetische Mittel aller Senkungen der Unreinheit im
Wald, wo der jeweils betrachtete Kanal verantwortlich ist fiir den Split, liefert den
Gini-Index und somit die Kanalrelevanz fiir die Klassifikation [BREIMAN 2001; AR-
CHER und KIMES 2008].

Neben dem GI existieren noch andere Relevanzparameter (bspw. die Permutati-
onsrelevanz [STROBL et al. 2007]), welche zwar meist andere Werte zeigen, jedoch
keine Anderung der Rangordnung der Relevanz jeder Ausgangsvariable verursachen.
Daher erfolgt die Angabe der Kanalrelevanz in dieser Arbeit ausschlieflich durch den
GL

5.3 Regressionsverfahren zur Ableitung von
Pflanzenparametern

5.3.1 Regressionsalgorithmus — Partial Least-Squares
(PLSR)

Die PLSR wurde urspriinglich fiir 6kometrische Untersuchungen von WOLD [1985]
entwickelt, fand jedoch schnell Einzug in anderen Bereichen wie der chemischen,
pharmazeutischen, Lebensmittel- und Kunststoffindustrie, um dort Qualitdtspara-
meter aus spektrometrischen Messungen abzuleiten. Der Grundgedanke bei der Re-
gression im Allgemeinen und bei der PLSR im Speziellen ist es, kosten-, zeit- oder
personalintensive und komplexe Analysen zu ersetzen, durch giinstige Verfahren
bzw. einfach zu messende Variablen, die einen statistischen Zusammenhang zu den
Zielparametern besitzen. So ist das Ziel in der vorliegenden Arbeit, einfache und
nicht-destruktive spektrale Messungen mittels UAS-Befliegungen zu nutzen, um im
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Abbildung 5.5: Arbeitsschema fiir die Verwendung des Partial Least-Squares Regression
(PLSR)-Regressionsverfahren auf einem multisensoralen Datensatz.

Geldnde gemessene Pflanzenparameter abzuleiten und auf die gesamte Flache vor-
herzusagen. Dies spart wiederholte Geldndemessungen, die kostenintensiv (Proben-

nahme, Laboranalyse, . ..) sind und einen Impakt auf das zu schiitzende Okosystem
haben.

Die PLSR hat in den letzten Jahren sehr stark an Bedeutung gewonnen und hat
sich im Vergleich zu anderen komplexen multivariaten Regressionsverfahren (wie der
Support Vector Regression oder der Gaussian Process Regression) als sehr robust er-
wiesen. Dies konnten unter anderen SIEGMANN und JARMER [2015] fiir multi- und
hyperspektrale Daten durch unabhéngige Validierungsversuche nachweisen. Aufser-
dem konnten sie nachweisen, dass die PLSR relativ robust gegeniiber einer Uberan-
passung (Quver Fitting) der Modelle agiert.

Wie beim RF wurde die gesamte Prozesskette mithilfe der Skriptsprache Python &
automatisiert. Dabei erfolgt nicht nur die Regression, sondern auch die Validierung
und die Ausgabe der Kanalrelevanz automatisiert. Der PLSR-~Algorithmus selbst
wurde mit dem Python-Paket SciKit Learn 0.22.1 verwendet [PEDREGOSA et al.
2011]. Der schematische Ablauf ist in Abbildung 5.5 dargestellt und wird im Fol-
genden néher erldutert. Das entwickelte Pythonskript ist in verschiedenen Versionen
frei verfiigbar:

e Als Pythonskript bzw. Jupyter Notebook (siehe Anhang A.5, Seite 205):
https://github.com /florianbeyer/PhD _Florian Beyer

e Maptor 1.4b, ein plattformunabhéngiges Programm (Windows, Linux, Ma-
cOS) mit Benutzeroberfliche siche Anhang A .4
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Funktionsweise der PLSR

Die PLSR versucht ein statistisches Modell zu finden, welches einen Zusammenhang
herstellt zwischen Matrix X und dem Vektor y:

Modell
X >

(5.6)

Dabei stellt X eine Selektion an I Trainingsdaten (Zeilen) dar, bestehend aus Pi-
xeln bzw. Spektren aus dem multisensoralen Datensatz. Jede Zeile der Matrix ist ein
Pixelspektrum, bestehend aus den Pixelwerten der J Kanile, an dessen Punkt im
Gelande der Messwert y, der Zielparameter, gemessen wurde. Das zu trainierende
Modell soll die statistische Beziehung zwischen den Pixelspektren und den dazu-
gehorigen Messwerten finden, um schliefslich unbekannte Pixelwerte vorhersagen zu
kénnen.

Eigentlich wére eine Multiple Lineare Regression (MLR) ein Weg um aus vie-
len Vorhersagevariablen (Werte der Kanéle) einen Zielparameter zu finden [NAES
etal. 2010]. Jedoch miissen bei der MLR verschiedene Grundvoraussetzungen erfiillt
werden, wie bspw. dass die Vorhersagevariablen (Kanéle) nicht stark untereinander
korrelieren und dass die Anzahl an Messwerten des Zielparameters signifikant grofier
sein sollte als Vorhersagevariablen. Besonders in fernerkundlichen Untersuchungen
kann die Zahl an Kanélen rasch die Zahl der im Geléinde gemessenen Punkte iiber-
steigen und die Reflexionswerte der Kanéle korrelieren untereinander oft sehr stark.
Daher kann die MLR fiir fernerkundliche Analysen nur sehr eingeschrankt verwendet
werden.

Um die genannten Hiirden zu iiberwinden, wurden die Regression mittels Haupt-
komponententransformation ( Principal Component Regression, PCR) und die PLSR
entwickelt. In diesen Regressionsmethoden werden die Modelle nicht direkt aus den
Werten der X-Matrix trainiert, sondern aus einer reduzierten Scores(Punkte)-Matrix
T der dazugehorigen Loadings(Ladungs)-Matrix P:

X=TP'+E (5.7)

E ist eine Matrix der Residuen der Matrix X. Bei der PCR werden die beiden
Matrizen allein aus der X-Matrix so transformiert, dass die Varianz zwischen den
sogenannten PCR-Komponenten moglichst groft und die Korrelation méglichst ge-
ring sind. Im Unterschied zu PCR, werden bei der PLSR die Scores und Loadings
nicht nur so transformiert, dass deren Komponenten dekorreliert wurden und eine
hohe Varianz aufweisen, sondern gleichzeitig eine méoglichst hohe Kovarianz zum
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Zielparameter y besitzen:

|~

P (5.8)

Diese Kovarianzen bzw. Scores werden als Vektoren in die T-Matrix geschrieben.
Durch die Berticksichtigung des Zielparameters bei der Transformation der Matrix
X, werden in den Spektren nicht die grofiten Varianzen (wie in der PCR) heraus-
gefiltert, sondern die relevanten Unterschiede, die durch y verursacht werden. Die
Bereiche, die in den Vorhersagevariablen gefunden werden, werden dann in der P-
Matrix als Loadings beschrieben.

Latente Variablen bzw. PLSR-Komponenten

Der erste gefundene Scores- und Loadings-Vektor ist die erste PLSR-Komponente.
Wenn diese erste Komponente die Varianz der Matrix X nicht hinreichend exakt
und nicht die ganze Kovarianz des Vektors y beschreibt, wird diese von den Da-
ten subtrahiert und eine weitere orthogonale PLSR-Komponente generiert. Dieser
iterative Prozess wird solange wiederholt bis entweder der Kompromiss aus:

e T PT beschreibt so viel Varianz in X wie moglich und
e 7" muss eine moglichst hohe Kovarianz zu y besitzen,

erfiillt sind oder die Anzahl J bzw. die Anzahl der Kanéle aus dem multisensoralen
Datensatz erreicht wurde. Die PLSR-Komponenten werden auch als Latente Varia-
blen bezeichnet, weil die Ableitung des Zielparameters aus transformierten Variablen
geschieht.

Die Zahl der Komponenten entspricht meist nur einem Bruchteil der J Spalten
in X, weil das Problem der Kollinearitat bzw. die Korrelation der Kanéle durch die
Transformation mit den ersten PLSR-Komponenten gelost werden kann.

Innere Beziehung der PLSR

Nun fehlt noch der Schritt, in dem das eigentliche Regressionsmodell zwischen der
PLSR-transformierten X-Matrix und dem Zielparameter bzw. Zielvektor y generiert
wird. Dafiir unterscheidet man die &ufere und die innere Beziehung der PLSR.
Wiéhrend die dufsere Beziehung den Zusammenhang zwischen der Matrix X und
dem Zielvektor y beschreibt, versucht die innere Beziehung r (kleiner Vektor siehe
Formel 5.8) die mathematischen Zusammenhénge zwischen 7" und y herzustellen.
Dabei wird r auch als Regressionsvektor bezeichnet und ergibt sich aus:

Tr=y (5.9)

r=(TTT) 1"y (5.10)
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Die Formel 5.10 wird als Gewdhnliche Losung der Kleinsten Quadrate bezeichnet
und ist gleichzeitig namensgebend fiir die PLSR. Die Werte des Vektors r wer-
den als Regressionskoeffizienten bezeichnet und entsprechen der Anzahl der PLSR-
Komponenten in 7. Daraus ergibt sich, dass die Zielwerte von y durch:

@:tlrl—l—""f_tnrn:TT (511)

berechnet werden kénnen, wobei n die Anzahl der PLSR-Komponenten darstellt. Das
heif’t, die Formel 5.9 ist das eigentliche Regressionsmodell, da aus dem Produkt von
Scores und dem Regressionsvektor die Zielparameter vorhergesagt werden kénnen.

Anstatt der Matrix T" bestehend aus den Scores t; bis t, (n = Anzahl der PLSR-
Komponenten) kann auch die Matrix X mit den Originaldaten multipliziert mit den
Loadings der Matrix P genutzt werden:

T=XP (5.12)

y=Tr=XPr (5.13)

Da also y vorhergesagt werden kann aus X Pr, kann ein Regressionsvektor b aus Pr
berechnet werden:
b= Pr (5.14)

Mit b kénnen nun aus neuen Vorhersagevariablen X, (neuen unbekannten Pixel-
spektren des multisensoralen Datensatzes) die Zielparameter vorhergesagt werden:

Yunbekannt = Xneub (515)

Qualitatsmalle der Regression

Fiir die Regression werden verschiedenen Qualitdtsmafe berechnet, um die Giite
der Modelle bewerten zu konnen. Das wichtigste Mafs ist das Bestimmtheitsmafl
r?, welches die tatséichlich im Geldnde gemessenen Werte y den korrespondierenden
vorhergesagten Werten ¢ aus dem trainierten Modell gegeniiberstellt:

2 1 > i (Wi — 90)?
r°=1 Z?ZI(% ~ ) (5.16)

wobei 4 der Mittelwert aller y-Werte ist. Der Bereich von 7% geht von Null, das
Modell kann den Zielparameter nicht erklaren, bis Eins, das Modell erklart den
Zielparameter ohne jegliche Abweichung.

Desweiteren wurden noch der Mean Squared Error (MSE), der Mean Absolute
Error (MAE) und der RMSE berechnet:

n

1

m;(y Ui) (5.17)
] — X
MAE = =3 |y = 4 (5.18)
=1
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RMSEz%ZXA%_%P (5.19)

wobei m die Anzahl der Punkte des im Geldnde gemessenen Zielparameters y ent-
spricht.

Ein weiterer Parameter ist der Ratio Of Performance To Deviation (RPD), wel-
cher dimensionslos ist und den RMSE der Standardabweichung (ST'D,) der im Ge-
lande gemessenen Parameter gegeniiberstellt:

STD,
RMSE

Da der RPD nicht normalisiert und nach oben offen ist, hat er eher einen deskriptiven
Charakter, vermittelt aber einen guten Eindruck iiber die Qualitdt der Vorhersage.

RPD =

(5.20)

Kreuzvalidierung

In den vorhergehenden Abschnitten wurde beschrieben, dass je mehr latente Va-
riablen bzw. Komponenten in der PLSR genutzt werden, desto mehr Varianz der
Matrix X wird von der Scores-Matrix beschrieben. dies impliziert jedoch, dass ers-
tens die Residuen F immer mehr sinken und in den Komponenten stecken und somit
auch immer mehr unwichtige Information in den transformierten Matrizen steckt.
Ziel der Transformation ist aber die Varianz der Daten in so wenig wie moglich
Komponenten zu beschreiben und damit gleichzeitig kollineare Variablen zu ver-
hindern. Somit muss ein Weg gefunden werden, systematisch zu entscheiden, wie
viele Komponenten genutzt werden sollen, um die robustesten Regressionsmodelle
zu selektieren.

Diese Selektion geschieht typischerweise mit der Kreuzvalidierung. Die Idee dahin-
ter ist einen Teil der Trainingsdaten abzuspalten. Beispielsweise konnten die Trai-
ningsdaten geviertelt werden. Dann werden 75 % der Daten genutzt um das Training
des Regressionsmodells durchzufiihren und die anderen 25 % werden genutzt um un-
abhéngig die Qualitit des Trainings zu priifen. Dieser Prozess wird fiir alle vier Tei-
le durchgefiihrt und die resultierenden Qualitdtsmalfse werden gemittelt. Im letzten
Schritt wird diese Kreuzvalidierung iteriert beginnend mit der ersten Komponente,
bis die mittleren Qualitdtsmafse fiir alle Komponenten getestet wurden.

In der Fernerkundung allgemein ist es oft der Fall, dass die Zahl der Messpunk-
te im Geldnde sehr begrenzt ist, aufgrund des hohen Aufwandes der Probenahme.
Daher ist das Vierteln der Daten problematisch, da dies einen grofen Einfluss auf
die Représentativitit des Trainings- und des Validierungsdatensatzes hat. Bei solch
begrenzten Datensétzen wird stattdessen die sogenannte Leave-One-Out Cross Va-
lidation (LOOCV) genutzt. Statt der Teilung der Trainingsdaten in Training und
Validierung wird immer nur ein Wert herausgenommen und dieser vorhergesagt.
Dies wird je nach Anzahl komplett {iber alle Messwerte iteriert. Am Ende erhélt
man genauso viele korrespondierende vorhergesagte Werte wie Messwerte.

Nun konnen mithilfe der oben genannten Mafte die Qualitdt des Trainings fiir jede
Zahl der Komponenten errechnet werden. Als Qualitdtsmaf wurde in dieser Arbeit
der MSE genutzt, da dieser ein normalisierter und einfach zu berechnender Kon-
trollterm ist. Schlieflich wird die Anzahl der Komponenten gewéhlt, mit der das

KAPITEL 5. METHODEN Seite 69



5.3. REGRESSIONSVERFAHREN

PLSR MSE vs. Komponenten
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Abbildung 5.6: Beispiel eines Diagramms zur Selektion der finalen Anzahl an latenten
Variablen bzw. PLSR-Komponenten, ermittelt aus der LOOCV und dem
MSE. Das rote Kreuz markiert die selektierte Anzahl an Komponenten, die
fiir das finale Training genutzt wurden.

Qualitdtsmaft am niedrigsten ist (Abbildung 5.6). Mit dieser Anzahl der Kompo-
nenten wird dann das finale Regressionsmodell auf Basis der kompletten Matrix X
trainiert.

Kanalrelevanz

Analog zum GI des RF wurde auch die Kanalrelevanz fiir das trainierte Regressi-
onsmodell der PLSR berechnet. Die Relevanz VI P (Average Variable Importance in
the Projection) wird berechnet fiir einen Kanal J der Matrix X [MUKHERJEE et al.
2015]:

h Tt
z Zk:1(?{{£_t:w3k)
h oyt
S ()
wobei h die Anzahl der Komponenten und z die Anzahl der Ausgangsvariablen ist.

Das Ergebnis ist eine dimensionslose Zahl, die im Anschluss in Prozent umgerechnet
wird.

VIP, = (5.21)
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6 Ergebnisse und Diskussion

Dieses Kapitel untergliedert sich in fiinf Abschnitte. Zunéchst werden die Ergebnis-
se der Vorprozessierung, im Wesentlichen die Ergebnisse der photogrammetrischen
Prozessierung, vorgestellt.

Im zweiten Teil erfolgt die Vorstellung und Interpretation der klassifikativen Ar-
beiten auf den Moorstandorten. Dabei stehen zum einen die Klassifikationsergeb-
nisse und deren Interpretation von ¢kologisch-angewandter Seite und zum anderen
die Relevanzanalyse der Kandle und Sensoren des multisensoralen Datensatzes aus
methodisch-fernerkundlicher Sicht im Fokus.

Im dritten Abschnitt wird der multisensorale Datensatz nochmals um eine Vielzahl
an weiteren verschiedenen Arten von fernerkundlichen Indizes erweitert und eine
Selektion der sinnvollsten vorgenommen. Diese Erweiterung wird am Beispiel von

PaW simuliert, auf deren Informationsgewinn getestet und mit den beiden anderen
Standorten PW und CDCW verglichen.

Im vierten Abschnitt werden die Ergebnisse der Regressionsarbeiten der Marschen
vorgestellt. Auch hier erfolgen die Interpretationen und Diskussionen zum einen aus
okologisch-angewandter Sicht fiir die Ergebnisse der Regression und zum anderen
die Bewertung der Kanal- und Sensorrelevanz des multisensoralen Datensatzes aus
methodischer Sicht.

Im abschliefenden fiinften Abschnitt werden alle Ergebnisse des erweiterten mul-
tisensoralen Datensatzes in einer synoptischen Betrachtung verglichen um eine finale
Aussage iiber die Relevanz der Kanéle und Sensortypen zu treffen.

6.1 Ergebnisse der Vorprozessierung

Die aufgenommenen Einzelbilder der verschiedenen Sensoren wurden, geméfs Ab-
schnitt 5.1, prozessiert. Dies beinhaltet zunéchst die Korrektur der GNSS-Koordi-
naten jedes Einzelbildes der verschiedenen Sensoren.

Bis auf die thermalen Daten konnten alle Orthomosaike mit der notwendigen Pra-
zision berechnet werden (Tabelle 6.1). Im Anhang A.6 (Seite 207) sind alle DOPs
und DOMs abgebildet. Nach der Generierung erfolgte eine Priifung ob alle Daten-
sitze hinreichend aufeinander co-registriert waren. Durch das Post Processing der
GNSS-Daten lagen die RGB- und die MS-Daten sehr genau aufeinander und er-
fiillten die Anforderungen fiir UAS-Befliegungen und DOPs laut GRENZDORFFER
[2016] (ca. 1-3 cm an den Kontrollpunkten). Bei den multispektralen Aufnahmen
sind die Abweichungen an den Passpunkten etwas grofer, was sich durch die wesent-
lich geringere Bodenauflosung (ca. 8-12 cm) der zugrundeliegenden Bilder erklért.

Die GNSS-Koordinaten der Thermaldaten konnten nicht korrigiert werden, weil
die Prozessierungskette zur PPK-Korrektur dieses Datentyps von SenseFly nicht in
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Tabelle 6.1: Uberblick iiber verschiedene Parameter und Genauigkeiten fiir die einzel-
nen Orthomosaike nach der photogrammetrischen Prozessierung (— = Daten
standen nicht mehr zur Verfiigung).

Mittlerer .
Unter- GSD Flache Einzelbilder Projektions- Absolute \./a.rlanz d.
Geolokalisierung
suchungs-  Sensor fehler
gebiet cm ha Anzahl Pixel cm (RMSE)
X y 7
RGB ) - g 142 0,2 1 1 6,7
PW DOM
MS 7.9 13,6 174 0,3 1,4 1,3 1,9
TH 15,1 12,3 332 0,5 646,9 141,0 140,0
RGD 1,7 12,6 178 0,1 0,6 0,5 0,7
CDCW DOM
MS 7,6 15,3 227 0,2 1,7 1,1 1,4
TH 14,3 14,5 781 0,5 466,8 377,3 298
RGB 2.4 78,8 635 0,1 0,6 0,6 1
PaWV DOM
& MS 11,2 94,9 970 0,2 L1 1,6 1,1
TH 21,6 62,8 1031 0,6 4919 5525 236,6
RGB
o DOM 1,5 13,2 — — — — —
& MS 75 113 — — e
TH 17,1 9,8 269 0,6 2746 4686 1374
RGB 1,5 15,2 298 0,2 1.1 0,9 1,2
Hol DOM
© MS 7,7 19,6 305 0,3 1,6 1,3 1,9
TH 17,3 17,3 776 0,5 4857 336,1 1498

die eMotion-Software implementiert wurde. Der Hersteller wollte diesen Software-
Fehler seit Anfang 2018 beheben, was jedoch, Stand heute (22.10.2020), nicht ge-
schehen ist. Ein Grund dafiir ist, dass die Thermalbilder nur einzelne Frames aus
einem Videosignal sind und somit keine Metadaten, bspw. zum Neigungswinkel des
UAS wihrend des Fluges, mitgeschrieben und den einzelnen Aufnahmen zugeordnet
werden konnen. Somit mussten die DOPs im ersten Schritt mit der Lageungenau-
igkeit des unkorrigierten GNSS-Signals von etwa drei Metern erzeugt werden. Auf-
grund der groberen Auflésung von etwa 14-22 cm, sind Zielmarken am Boden nicht
erkennbar.

Da durch den photogrammetrischen Prozess (Abschnitt 5.1.2) die Genauigkeit der
inneren Geometrie jedoch vergleichbar mit der der anderen Datensétze ist, wurden
die Thermaldatensitze im Anschluss mithilfe des Pluglns Georeferencer der GIS-
Software QGIS (Version 3.10.1-A Coruna) manuell georeferenziert. Dafiir wurden
die prézise co-registrierten RGB-Daten auf die Auflésung der Thermaldaten konver-
tiert (Resampling mittels Nearest Neighbor) um das Finden von korrespondierenden
Punkten zu erleichtern. Die so erzielten Genauigkeiten sind in der Regel horizontal
besser als 0,5 m, wie der visuelle Vergleich mit den RGB-Daten zeigte.

Die innere Genauigkeit der Biindelblockausgleichung (BBA) zeigt sehr hohe Ge-
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nauigkeiten fiir alle berechneten Orthomosaike (Tabelle 6.1). Der Projektionsfehler
wird gemittelt iiber das gesamte Orthomosaik in Pixel angegeben, da jeder Daten-
satz einen unterschiedlichen GSD besitzt. Im Mittel ergab sich ein Projektionsfehler
von 0,26 Pixeln, bei einer STD von 0,14. Der Thermaldatensatz ist mit 0,5 Pi-
xeln mittlerer innerer Genauigkeit am ungenauesten, was auf eine Kombination aus
hochster GSD und schlechtestem Signal-/Rausch-Verhéltnis zuriickzufiihren ist.

Der RMSE der Geolokalisierungsvarianz wird absolut in Zentimeter angegeben
und liegt ohne den unkorrigierten Thermaldatensatz im Mittel bei 1,16 cm (STD =
0,4 cm). Die grofse Abweichung beim thermalen Datensatz wurde durch die manuelle
Co-Registrierung korrigiert. Der Versatz zwischen RGB/MS-Daten belief sich nach
der Korrektur auf wenige Zentimeter, was fiir die weitere Verarbeitung ausreicht,
da die multisensoralen Datensétze auf eine grobere raumliche Auflésung resampled
werden. Auch GAUCI et al. [2018], die ebenfalls eine eBee Plus nutzen, zeigen, dass
diese erreichten Genauigkeiten fiir eine weitere photogrammetrische Analyse von
PPK-UAS-Daten ohne Ground Control Points (GCP) ausreichend sind.

Danach wurden die fiinf Indizes (Abschnitt 5.1.4) berechnet. Der Greenness In-
dex (Grl) [BROWN etal. 2017] wurde auf Basis der RGB-Daten berechnet, die vier
Vegetationsindizes auf Basis der MS-Daten [SCHUSTER etal. 2012; KROSS et al.
2015).

Die Bildfliige erfolgten pro Standort immer bei einer konstanten Flughdhe, woraus
sich unterschiedliche GSD pro Sensor ergeben. Daher erfolgte im néchsten Schritt
das Resampling (Abschnitt 5.1.5) auf eine gleiche grébere rdumliche Auflésung. Da
der Thermalsensor die niedrigste raumliche Auflésung besitzt, war dieser Ausgangs-
punkt fiir das Resampling (Tabelle 6.2). Ausgehend von dieser Auflésung und der
fernerkundlichen Fragestellung wurde der GSD aller Datensétze aufgerundet. So
wurde bspw. fiir den multisensoralen Datensatz von PW bei Auflésungen von 1,5/
7,9/ 15,1 em fiir RGB/ MS/ Thermal-Daten auf 20 cm aufgerundet. Diese Auflosung
ist fiir die Klassifikation von dominanten Arten in einem wiedervernassten Moor aus-
reichend um dominante Pflanzengesellschaften zu klassifizieren. Gleichzeitig werden
kleinteilige Mikro-Schattenflachen innerhalb des Pflanzenbestandes herausgemittelt.

Die Marschstandorte BAL und HOL wurden auf 40 cm resampled, weil dies der
Flachengrofse des Kartierrahmens entspricht und das die Ableitung von Parametern
erleichtert, die darin erhoben wurden.

Tabelle 6.2: Ubersicht iiber alle multisensoralen Datensétze.

GSD Fléache Kanile
Standort | Resampling Subsetting Stacking
cm ha
PW 20 6,7 14 (32)*
CDCW 20 10,3 14 (26)*
PaW 25 54,6 14 (98, 27)*
BAL 40 4,3 (25)*
HOL 40 6,3 (26)*

*Anzahl der Kanéle nach der Erweiterung
des multisensoralen Datensatzes (sieche Abschnitt 6.2.3)
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6.2 Maschinelles Lernen fiir die Klassifikation von
Moorvegetation

Im Folgenden werden die Ergebnisse der multisensoralen Klassifikationen auf den
Moorstandorten gezeigt und interpretiert.

6.2.1 Klassifikation der Vegetationsbestinde in Tribsees
(PW) und Karrendorf (CDCW) aus multisensoralen
UAS-Daten

Nach der Vorprozessierung, also der Vorbereitung und Harmonisierung der unter-
schiedlichen Sensordaten, wurden die finalen multisensoralen Datenséitze den Py-
thonskripten (Anhang A.5) iibergeben um sie in Verbindung mit den Trainings-
und Validierungsdaten zu klassifizieren. Zunéchst wird die gesamte Prozessierungs-
kette an den Standorten PW und CDCW durchgefiihrt und erértert. PaW folgt im
néichsten Kapitel mit erweiterter Prozessierungskette.

Parametertuning

Um das Trainingsergebnis von ML-Klassifikatoren zu verbessern, konnen meist be-
stimmte Eingangsparameter veriandert werden. Diese Anpassung wird als Parame-
tertuning bezeichnet. Beim RF gibt es neben sekundéren Parametern (bspw. Tiefe
der Entscheidungsebenen) einen wesentlichen Hauptparameter, die Anzahl der Béu-
me. Dieser Hauptparameter wurde einmalig iterativ getestet. Dafiir wurde das Skript
in den Schritten 10, 50, 100, 500, 1.000, 5.000, 10.000 und 50.000 Baumen komplett
mit Training, Vorhersage und Validierung ausgefiihrt und dabei die Rechenzeit mit-
erfasst (Computer: DELL OptiPlex 5050 SFF VP7RF | Intel Core i5-7500 CPU @
3.40 GHz 3.41 GHz | 64 GB DDR4 SDRAM (2400MHz)).

Genutzt wurde PW als kleinster Datensatz hinsichtlich des Datenvolumens. Die
Ergebnisse dieses iterativen Prozesses sind in Abbildung 6.1 zusammengefasst. Der
OOB, also die Genauigkeit des trainierten Modells getestet an den Trainingsdaten,
ist nach wenigen Bdumen (ca. 50) schon nahe bei 100 %. Das heifst, nur wenige Béu-
me werden benétigt, um die Trainingsspektren den richtigen Klassen zuzuordnen.
Wenn diese Modelle dann durch unabhéngige Validierungsdaten tiberpriift werden,
ergeben sich ahnliche Ergebnisse, jedoch im Bereich um circa zehn Prozent niedriger
und die Gesamtgenauigkeit der Klassifikation (OAA) steigt langsamer an. Ein Peak
ist bei 500 Baumen erreicht und ein Plateau stellt sich ein. Dagegen steigt die Prozes-
sierungszeit exponentiell an, was bei den verwendeten Eingangsdaten mit niedrigem
Datenvolumen jedoch erst ab einer Zahl von 1.000 Bdumen im Minutenbereich liegt.

Mit einem Sicherheitspuffer hinsichtlich der Klassifikationsgenauigkeit und die
Prozessierungszeit beriicksichtigend wurden in der Arbeit 500 Baume verwendet.
Diese Grofse des RF wird auch wiederholt in der Literatur im Rahmen von Ferner-
kundungsarbeiten verwendet [ CORCORAN et al. 2015; FRANKLIN et al. 2015; MEYER
etal. 2017].
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Abbildung 6.1: Vergleich verschiedener Baumzahlen im Random Forest anhand des Unter-
suchungsgebietes PW (OOB = Out-of-Bag-Error, OAA = Quverall Accura-
cy, rot = Baumanzahl).

Training

Die Anzahl der, fiir das Training, verwendeten Pixel fiir die beiden Standorte sind
in Tabelle 6.3 aufgefiihrt. Insgesamt wurden fiir die elf Klassen von PW 14.997 Pixel
und fiir CDCW 16.270 Pixel fiir zehn Klassen verwendet. Die Grofe der Trainings-
flachen in Quadratmetern sind fiir beide Standorte vergleichbar. Im Mittel sind die
Klassen 54,5 m? (STD = 79,5 m?) fiir PW und fiir CDCW 65,1 m? (STD = 50,6 m?)
groft. Auffillig ist die hohe STD der Flachengrofsen. Dies ist begriindet durch die
unterschiedlich starken Vorkommen der dominanten Pflanzenarten, sowie der we-
nigen Stellen, wo offener Boden (Torf) ansteht. Jedoch reichen auch die wenigen
Trainingspixel aus, wie am Beispiel der Bodenklasse (PW 48 Pixel, CDCW 33 Pi-
xel) gezeigt werden kann. Eine Anzahl von 33 Pixeln multipliziert mit 14 Kanélen
ergibt eine Anzahl von 462 erkldrenden unabhéngigen Variablen, um den Boden von
Vegetation zu trennen.

Methodisch werden solche Klassengrofienunterschiede wihrend des Trainingspro-
zesses vom RF beriicksichtigt. Dieser Schritt geschieht beim bagging, wo beim boos-
ting immer eine gleichgewichtete Anzahl der berticksichtigten Klassen zusammenge-
stellt wird (Kapitel 5.2.1).

Die Abbildung 6.2 zeigt gemittelte Spektren jeder Klasse der Trainingsdaten fiir
PW (6.2a) und CDCW (6.2b). Die Anzahl der gemittelten Spektren pro Klasse
entspricht der Anzahl der Pixel in Tabelle 6.3. Da diese Spektren aus verschiedenen
Sensortypen zusammengesetzt und dadurch unterschiedlich skaliert sind, wurden
zur Veranschaulichung die Werte des RGB-Sensors, des DOM und des Thermal-
Sensors zwischen Null und Eins normiert. Damit verlaufen alle im multisensoralen
Datensatz vorkommenden Werte in diesem Intervall. Fiir die Klassifikationen wurden
die Originalwerte benutzt. Im Anhang A.7 sind die Originalwerte und die normierten
Werte der Mittelwertspektren fiir PW (Tabelle A.5 und A.6) und CDCW (Tabelle
A.7 und A.8) zusitzlich tabellarisch aufgefithrt. Die Annahme kénnte nun sein,
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Abbildung 6.2: Multisensorale Mittelwertspektren der Klassen von PW (6.2a) und CD-

CW (6.2b). Zur besseren Veranschaulichung wurden die Wertebereiche des
RGB-Sensors, des DOM, der Thermal-Daten und des GI zwischen 0 und 1
normiert. Die originalen und normierten Werte sind den Tabellen im An-
hang A.7 zu entnehmen. Die Auswahl der Farben fiir die Klassen wurde
nach HARROWER und BREWER [2003| getroffen.
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Tabelle 6.3: Gesamtzahl der Trainingspixel und deren Fliche (in m?) fiir jede Klasse der
beiden Testgebiete PW und CDCW.

PW | CDCW
Klasse Pixel Fliche (m?) ‘ Klasse Pixel Fliche (m?)
Salix 980 39,2 | Deschampsia 3.909 156,4
Boden 48 1,9 | Agrostis I 1.770 70,8
Calamagrostis 501 20,0 | Boden 33 1,3
Carex | 2.829 113,2 | Calamagrostis  3.282 131,3
Epilobium 1.051 42,0 | Juncus I 2.559 102,4
Glyceria 320 12,8 | Wasser 1.449 58,0
Carex 11 801 32,0 | Agrostis II 1.016 40,6
Juncus 411 16,4 | Juncus II 376 15,0
Phragmites 6.895 275,8 | Elymus 1.151 46,0
Typha 1.073 42,9 | Festuca 725 29,0
Wasser 88 3,5

14.997 599,9 ‘ Summe 16.270 9376,5

dass die Spektrenverlaufe mit der hochsten Variabilitdat die wichtigsten Variablen
bzw. Kanile sein werden, um die Klassen zu unterscheiden. Auffillig ist, dass die
Verlaufe im RGB-Bereich (hellgrau) und die Werte des reNDVI2 sehr verschieden
sind. Dagegen scheinen der multispektrale Bereich (grau) und die Werte des DOM
oder des reNDVI1 wenig zu streuen.

Der OOB-Fehler gibt Auskunft {iber die Robustheit bzw. Qualitat des Trainings.
Der OOB lag bei beiden Standorten sehr hoch, PW = 94,6 %. und CDCW = 94,4 %.
Somit wird der Trainingsdatensatz mit fast 95 % Genauigkeit vom RF-Modell klas-
sifiziert.

Vorhersage / Klassifikation

Die trainierten Modelle wurden nun genutzt um die gesamten multisensoralen Da-
tensétze vorherzusagen (Abbildung 6.3). Die Patch-Struktur der Vegetation in PW
ist in der Klassifikation sehr gut erkennbar (Abbildung 6.3a). Diese Struktur ist eine
typische Charakteristik, verursacht durch quasi-natiirliche Sukzession in wiederver-
nassten Durchstromungsmooren. So bilden sich auf der Flache Sukzessionskeime von
deren Zentren sich die Vegetation langsam ausbreitet. Besonders gut lasst sich das
an den runden Patches der Klassen Phragmites (dunkelorange) und Carex II (dun-
kelrot) erkennen. Laut TIMMERMANN etal. [2006] bilden sich diese horizontalen
Vegetationsstrukturen frithestens nach drei bis vier Jahren nach der Wiedervernés-
sung. Die Ergebnisse von PW, wiedervernésst seit den spaten 1990ern, bestatigen
das.

Phragmites australis-Glirtel dominieren entlang der ehemaligen Drainagen und
wachsen von da aus in die Fldche hinein. Phragmites australis ist bekannt fiir sei-
ne sehr distinkten Dominanzbestdnde, was auch von TIMMERMANN etal. [ebd.]
im Pennetal (Nordost-Deutschland) und im Hansdg-Niedermoor (Neusiedler See,
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Abbildung 6.3: Ergebnisse der RF-Klassifikation fiir PW und CDCW. Gesamtgenauigkeit
der Klassifikationen von PW OAA = 89,3 % und CDCW OAA = 88,3 %.
Die Auswahl der Farben fiir die Klassen wurde nach HARROWER und BRE-
WER [2003] getroffen.
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Nordwest-Ungarn) beobachtet wurde. Diese ausgepragten dominanten Besténde er-
lauben kaum eine Entwicklung anderer Arten. Im siidlichen Teil der Flache hat
sich ein Typha latifolia-Giirtel (hellviolett) vom fritheren Entwésserungskanal und
den Phragmites australis-Bestdnden in Ost-West-Richtung entwickelt. Typha latifo-
lia tritt vergesellschaftet mit Sparganium erectum, Glyceria mazrima und Phalaris
arundinacea auf. Im Norden befinden sich, eingerahmt von Phragmites australis-
Besténden, grofse Gebiete mit verschiedenen Seggenarten (Carex spec.). Die Klasse
Carex I (dunkelgriin) wird dominiert von Carex acutiformis und Carex riparia. Die
Klasse Carex II besteht grofitenteils aus Carer acuta und Carex rostrata. Die ge-
nannten Arten bilden die Haupttorfbildner am Standort PW [IGAMBERDIEV et al.
2013|. Auferdem treten noch weitere Arten auf, wozu Epilobium hirsutum, Glyceria
mazima, Juncus effusus und Juncus subnodulosus zéhlen.

Im westlichen zentralen Bereich in PW waren die Bestdnde sehr heterogen, die
patch-artige Struktur nicht gegeben und es war schwierig, eine klare Dominanz einer
Art festzustellen. Dies wurde im Geldande beobachtet und auch in der Klassifikation
ist dieser Sachverhalt erkennbar. Daher wurde in diesem Bereich darauf verzich-
tet Trainingsdaten zu selektieren. Da die dort vorkommenden dominanten Arten
jedoch in anderen Zonen des Untersuchungsgebietes patch-artig vorhanden waren
und damit die spektrale Referenz dort selektiert werden konnte, wird der Vorteil
von Fernerkundungsdaten in einem so heterogenen Gebiet deutlich. So kann der
Klassifikator diese sehr heterogene Flache pixelweise sehr gut abbilden.

Die Dichotomie des Testgebietes CDCW ist auch in der Klassifikation anhand
der Verteilung der dominanten Arten gut erkennbar (Abbildung 6.3b). Auch hier
bilden sich Patch-Strukturen, jedoch nicht so deutlich wie in PW. Der drainierte
Teil (CD) im Siidwesten ist klar separiert durch die Linienstruktur des Deiches vom
nordwestlichen wiedervernéssten Teil (CW) der periodisch von der Ostsee iiberflutet
wird. CD wird grofitenteils von Deschampsia cespitosa (hellblau), Juncus effusus
(hellgriin) und Calamagrostis epigejos (dunkelgriin) dominiert. Im Zentrum ist eine
kleine Depression (feuchteres Regime) sichtbar, wo sich Agrostis stolonifera (hellrot)
dominierend entwickelt hat.

Der periodisch tiberflutete Teil (CW) besitzt zwei markante offene Wasserfldchen
(dunkelblau). Ansonsten wird die Flache groftenteils von Agrostis stolonifera (dun-
kelrot) und Calamagrostis epigejos (dunkelgriin) dominiert. Beide Arten kommen
auch dominant im entwésserten Teil vor, jedoch sind die spektralen Charakteristika
innerhalb von Agrostis stolonifera sehr unterschiedlich je nachdem ob sie in CD oder
CW wachsen (Abbildung 6.4). Interessanterweise tritt Agrostis stolonifera in CD nur
in den tieferen Teilen des Standortes (in der Depression) dominant auf. Die Wachs-
tumsunterschiede von Agrostis stolonifera lassen sich durch die unterschiedlichen
Feuchtigkeitsregime (zwischen CD und CW) im Boden und die daraus resultieren-
den unterschiedlichen phéanologischen Verlaufe erklaren. Agrostis I, im trockeneren
eingedeichten Bereich (CD), zeigt im multispektralen Bereich (grau) deutlich niedri-
gere Vitalitdtszeichen. Die Reflexion im nahen Infrarot ist deutlich herabgesetzt und
im roten Spektralbereich hoher, was auch an niedrigeren Indexwerten der multispek-
tralen Indizes zu sehen ist (Agrostis I NDVI = 0,63; Agrostis II NDVI = 0,82). In
CW sind weiterhin kleinere Flachen bewachsen mit Festuca rubra (hellviolett) und
Elymus repens (dunkelorange). Das Festuca rubra sich derart patch-artig auf der
Fliache dominant gegen Agrostis stolonifera durchsetzt konnte ein Hinweis darauf
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Abbildung 6.4: Spektrale Unterschiede von Agrostis stolonifera je nach Standort CD
(Agrostis I) oder CW (Agrostis II).

sein, dass hier das Geldnde etwas hoher ist und somit sich das Feuchtigkeitsregime
andert. Juncus gerardii (hellorange) bildet kleine horstartige Bestédnde und siedelt
sich in unmittelbarer Nahe zu den Wasserflichen an. Daher scheint der Prozess der
Wiedervernissung und die dadurch entstehenden offenen Wasserflichen ein geeigne-
tes Feuchtigkeitsregime zu etablieren, damit sich Juncus gerardii entwickeln kann.

Validierung

Die unabhéngigen Validierungsdatensatze, die nicht am Training des RF beteiligt
waren, wurden genutzt um die Klassifikationen unabhéngig zu validieren und um
die Konfusionsmatrizen zu erstellen (Tabelle 6.4).

Die Konfusionsmatrizen wurden genutzt, um die unterschiedlichen Genauigkeits-
make zu berechnen. Die Zahl der Validierungspixel entsprach in etwa der Zahl der
Trainingspixel (11.750 Pixel in PW und 12.741 fiir CDCW). Die OAA der RF-
Klassifikationen erreichten fiir beide Standorte fast 90 %. Fiir die elf Klassen von
PW ergaben sich eine OAA = 89,3 % (kappa = 0,85) und fiir die zehn Klassen von
CDCW eine OAA = 88,3 % (kappa = 0,86).

Diese Ergebnisse sind als sehr genau einzustufen, weil eine hohe Anzahl an Klas-
sen bestehend aus griiner Vegetation meist sehr schwer zu trennen sind. Andere
Arbeiten zeigten oft, dass das Reflexionsverhalten zwischen verschiedenen Pflanzen-
arten oft weniger Unterschiede zeigt als innerhalb einer Spezies in unterschiedlichen
Vitalitdtszustdnden [FRICK etal. 2011; BEYER etal. 2015a]. Daher kann fiir diese
Ergebnisse geschlussfolgert werden, dass der Einsatz von verschiedenen Sensorarten,
bzw. verschiedenen Datentypen die Separierung von spektral sehr dhnlicher Vegeta-
tion entscheidend verbessert [BEYER etal. 2015b].

Ein differenzierteres Bild ergibt sich bei der Betrachtung der Genauigkeiten der
einzelnen Klassen (Abbildung 6.5). Die einzelnen Klassengenauigkeiten von PW
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Tabelle 6.4: Konfusionsmatrizen der unabhingigen Validierung der RF-Klassifikationen
von PW (a) und CDCW (b). Zeilen entsprechen den klassifizierten Pixel und
die Spalten den Klassen des Validierungsdatensatzes (Referenz-Pixel).
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sind generell sehr hoch (Abbildung 6.5a). Zundchst wird die Benutzergenauigkeit
(UA) betrachtet. Sie zeigt wie viele Pixel pro, in der Validierung, verwendete Pi-
xel der Klasse tatséchlich richtig zugeordnet wurden (Tabelle 6.4a). Die beiden
Nicht-Vegetationsklassen Wasser und Boden konnten mit 95 % und 100% beson-
ders gut klassifiziert werden, weil diese Oberflichentypen, verglichen mit denen der
griinen Vegetation, ein anderes Reflexionsverhalten zeigen. Abbildung 6.2a (Seite 76)
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Abbildung 6.5: Benutzer- und Produzentengenauigkeit aller Klassen der Standorte PW
und CDCW.

zeigt die deutlichen Unterschiede zwischen den Vegetationsklassen und den Nicht-
Vegetationsklassen Wasser (dunkelblau) und Boden (braun). Letztere zeichnen sich
durch die niedrigste Reflexion im multispektralen Bereich (grau) aus. Dartiber hinaus
zeigten auch die Vegetationsgesellschaften, die am meisten auf der Flache vorkom-
men, die hochsten Genauigkeiten. Dazu zéhlen die Seggen der Klassen Carex I und
Carex II, sowie Phragmites und Typha!. Diese Klassen erreichten Genauigkeiten
zwischen 87 % und 100 %. Insbesondere die Klassen Carex II (Carez rostrata und
Carez acuta) und Phragmites wurde sehr prézise klassifiziert. Fiir die genannten
Klassen wurde kaum ein Validierungspixel falsch klassifiziert. Bei Carex I (UA =
91,5 % von 1.794 Pixeln) kam es vor allem zu Verwechselungen mit der Klasse Juncus

INicht kursiv geschriebene Namen sind die fernerkundlichen Klassen, die aus mehreren kursiv
geschriebenen dominanten Pflanzenarten bestehen kénnen, wie Carex I bestehend aus Carex
acutiformis und Carex riparia (Siehe auch Abschnitt 4.3).
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(104 Pixel). Bei der Klasse Typha wurden wenige Pixel (139 von 1.131) mehreren
verschiedenen Klassen zugewiesen. Dazu zéhlen Carex I, Glyceria, Epilobium, Cala-
magrostis, Carex II und Juncus. Jedoch ist das Gewicht dieser 139 Fehlzuordnungen
sehr klein im Vergleich zu den 1.131 Typha-Pixeln (Tabelle 6.4a).

Auferdem muss bei solchen Fehlklassifizierungen berticksichtigt werden, dass jede
Klasse als Pflanzengesellschaft bestehend aus dominanten und sporadisch vorkom-
menden Arten betrachtet werden muss. So konnen Arten auch vergesellschaftet in
der Klasse Typha wachsen, die der Klassifikator zwar richtig erkennt, jedoch das Po-
lygon des Validierungsdatensatzes nicht beriicksichtigt. Beispielsweise kommen Car-
ex-Arten in geringer Deckung auch vergesellschaftet mit Typha latifolia-Besténden
vor. Ein zweiter Grund fiir solche Fehlklassifizierungen ist dem Sachverhalt geschul-
det, dass die Validierungs-Polygone scharfe Grenzen ziehen, jedoch die Uberginge
zwischen den Patches in der Realitdt und in den UAS-Aufnahmen diffus bzw. flie-
flend sind. Bei drei Klassen wurden niedrigere Genauigkeiten erzielt. Dazu zdhlen
Calamagrostis (68 %), Glyceria (54,7 %) und Juncus (44,7 %), wobei besonders
Juncus die niedrigste Klassifikationsgenauigkeit erreichte. Auf PW kommen domi-
nant zwei Juncusarten vor, Juncus effusus und Juncus subnodulosus, die in der
Klasse Juncus (hellorange) zusammengefasst wurden. Jedoch sind die dominanten
Besténde sehr klein parzelliert und heterogen verteilt. Sie bilden keine grofen zu-
sammenhédngenden Bestédnde aus, wie Phragmites oder Carex I. Dies bestatigt auch
die Ergebnisse von IGAMBERDIEV et al. [2013] auf der gleichen Flidche. Hauptséch-
lich werden Calamagrostis und Juncus der Klasse Carex I falsch zugewiesen. Auch
wenn die betrachteten Pflanzenarten 6kologisch teils sehr verschieden sind, kann
aus fernerkundlich-spektraler Sicht konstatiert werden, dass die Pflanzen der drei
Klassen als gleich hoch wachsend und in ihrer Form bzw. Geometrie relativ dhnlich
sind. So wachsen Juncus effusus, Calamagrostis canescens und Carex acutiformis in
senkrechten, langlichen, schmalen Blattern bzw. Stangeln. Dem gegeniiber besitzt
Epilobium hirsutum beispielsweise breitere Blatter und deshalb kommt es daher
nicht zu nennenswerten Verwechslungen aufer zu Phragmites australis.

Mit der PA werden Aussagen dazu getroffen, wieviel Validierungspixel insgesamt
der Klasse zugeordnet wurden und wie grofs deren Anteil an der betrachtenden
Klasse ist. Nur die Klasse Juncus (PA = 47,5 %) zeigt eine deutlich niedrigere PA.
Das heifst, dass 240 Pixel insgesamt der Klasse zugeordnet wurden, jedoch nur 114
(47,5 %) tatsdchlich Juncus waren. Die restlichen Klassen zeigten Produzentenge-
nauigkeiten hoher als 80 %, wobei die sechs Klassen Salix, Boden, Epilobium, Carex
I, Phragmites und Wasser besonders hohe Genauigkeiten erreichten.

Auch in CDCW sind PA und UA generell sehr hoch (Abbildung 6.5b). Die zwei
Nicht-Vegetationsklassen Boden und Wasser wurden, dank ihres sehr spezifischen
Reflexionsverhaltens in beiden Genauigkeiten sehr prézise klassifiziert. Dieser Sach-
verhalt ist in Abbildung 6.2b (Seite 76) besonders gut im multispekralen Bereich
(grau) und bei den multispektralen Indexwerten zu sehen. So weisen Wasser (dun-
kelblau) und Boden (braun) die niedrigsten Werte auf.

Auch Agrostis T (PA = 99,1 %, UA = 97,5%) und II (PA = 97,3 %, UA =
99,9 %) wurden mit fast 100 % vorhergesagt. Die Genauigkeiten von UA und PA
sind auch bei den Klassen Juncus I, Juncus II, Elymus und Festuca {iiber, in zwei
Féllen nah bei, 90 %. Die Klasse Deschampsia zeigt eine zufriedenstellende PA =
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Tabelle 6.5: Relevanz der Kanile (Gini-Index GI) bei der RF-Klassifikation fiir beide
Standorte PW und CDCW.

PW CDCW
Nr. | Kanal Nr. GI (%) | Kanal Nr. GI (%)
1| DOM 8 38,38 | DOM 8 20,64
2 | TH 9 10,37 | NIR 710,27
3 | reNDVI2 13 8,76 | TH 9 9,29
4 | NDVI 11 7,54 | RE 6 8,21
5 | Grl 10 7,42 | R1 3 6,82
6 | NIR 7 5,43 | gNDVI 14 6,57
7 | gNDVI 14 3,88 | reNDVI2 13 6,13
8 | RE 6 3,68 | NDVI 11 6,07
9 | G2 4 3,06 | Grl 10 5,70
10 | R2 5 2,63 | reNDVI1 12 5,70
11 | Bl 1 2,59 | G2 4 5,46
12 | reNDVI1 12 221 | R2 5 3,65
13 | R1 3 2,19 | Bl 1 3,06
14 | G1 2 1,85 | G1 2 2,42
Summe 100,00 | 100,00

86,5 %, was heiftt, dass die meisten Validierungspixel dieser Klasse zugewiesen wur-
den. Jedoch bedeutet eine UA = 75,7 %, dass ein Viertel der Validierungspixel auch
anderen Klassen zugewiesen wurde. Viele Validierungspixel von Calamagrostis (589)
und Juncus I (158) gehoren eigentlich zur Klasse Deschampsia. Dieser Sachverhalt
kann dadurch erklart werden, dass die Pflanzenarten dieser drei Klassen besonders
im entwésserten Teil (CD) stark vergesellschaftet vorkommen. Aus diesem Grund
erreichte die Klasse Calamagrostis auch die niedrigste PA von 69,2 %. Neben der
problematischen Separierung der beiden Klassen Deschampsia und Calamagrostis,
wurde auch ein Teil der Pixel von Juncus I mit diesen Arten verwechselt. Festuca
und Elymus kommen grofstenteils auf der wiedervernéssten Seite (CW) vor und sind
dort stark vergesellschaftet, was die gegenseitigen Fehlzuordnungen erklart.

Kanalrelevanz

Die Bewertung der Kanalrelevanzen ist zentraler Gegenstand der Untersuchung.
Zunachst wird die Wichtigkeit der einzelnen Kanéle des multisensoralen Datensatzes
fiir die Klassifikation ermittelt. Welcher Kanal hat den héchsten Informationsgehalt
zur Unterscheidung von Moorvegetation? Danach werden die Kanalrelevanzen im
Sensorverband untersucht. Dafiir wurde der GI (Gini Index in Kapitel 5.2.1) fiir
jeden Kanal berechnet und eine prozentuale Relevanz ausgegeben.

Tabelle 6.5 fasst die Ergebnisse der Kanalrelevanzen zusammen. Fiir beide Stand-
orte, PW und CDCW, war mit grofem Abstand der wichtigste Kanal das DOM.

Die Abbildungen 6.6a und 6.7a zeigen das DOM mit den ellipsoidischen Hohen.
Genauer zeigt das DOM die Summe der ellipsoidischen Hohe und der Hohe des Pflan-
zenbestandes. Beide Standorte zeigen kaum Reliefunterschiede, was bedeutet, dass
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die ellipsoidische Hohe im gesamten Gebiet nahezu identisch ist. Die Untersuchungs-
gebiete konnen vielmehr als flache Ebenen mit wenigen Mikrorelief-Unterschieden
bezeichnet werden. Diese Reliefunterschiede werden deutlich durch die unterschied-
lichen Hohen der Pflanzenbesténde tiberdeckt. Daher kann das DOM als Modell
fiir unterschiedliche Hohen der Pflanzenbestédnde interpretiert werden. Die Pflan-
zenhohen tragen bei der Klassifikation also zu 2/5 in PW und 1/4 in CDCW zur
Unterscheidung der Klassen bei. Bei der Betrachtung der Hohenunterschiede aller
Vegetationseinheiten von CDCW zu PW, kénnen zwei wesentliche Sachverhalte kon-
statiert werden:

1. Die Vegetation ist in CDCW generell niedriger und es gibt im betrachteten
Bereich keine Bestiande von Phragmites australis oder Typha latifolia.

2. Die Hohendifferenzen zwischen den dominanten Pflanzen ist in CDCW nied-
riger als in PW.

Diese Punkte fiithren dazu, dass der Einfluss bzw. die Relevanz des DOM in PW
hoher ist, als in CDCW.

Fir PW wurden exemplarisch zwei Profilschnitte (Abbildungen 6.6b und 6.6¢)
durch das DOM gelegt, um den Unterschied der Pflanzenh6hen zu verdeutlichen. In
den Hohenprofilen 1 und 2 zeigen die Bereiche A, C und E den deutlichen Hohenun-
terschied zwischen Phragmites australis zu den anderen torfbildenden Pflanzen. Die
Zwischenbereiche im Hohenprofil 1 zwischen A und B, B und C;, nach D, sowie im
Hoéhenprofil 2 zwischen C und G zeigen, dass die Klassen Carex I, Carex II, Calama-
grostis und auch Typha keine signifikanten Hohenunterschiede im DOM aufweisen.
Die Bereiche B, D, F und G sind besonders hoch, da sie von der Baumart Salix spec.
bewachsen sind.

Die Dichotomie von CDCW spiegelt sich besonders gut in den Héhenunterschie-
den wider. Auch hier wurden zwei Hohenprofile durch das DOM gelegt (Abbildungen
6.7b und 6.7c). Abgesehen vom Deich (Bereich B in Abbildung 6.7b) sind die Ho-
henunterschiede innerhalb der Pflanzenbesténde im Vergleich zu PW geringer. Der
Bereich im Deichhinterland (CD, mittlere DOM-Hoéhe = 37,54 m) ist im Mittel
60 cm hoher als der nasse Bereich im Vorland (CW, mittlere DOM-Hohe = 36,94
m). Der Bereich A im Héhenprofil 1 (Abbildung 6.7b) zeigt eine Mikrorelief-Senke,
die gleichzeitig das dominante Auftreten von Agrostis stolonifera verursacht. Dem-
gegeniiber stehen die Bereiche C und D auf CW (Abbildungen 6.7b und 6.7¢), wo
kleinere Mikrorelief-Erhebungen der Grund sind, das sich Festuca rubra dominant
ausbildet, welches sonst auf der Fliache stark vergesellschaftet mit Agrostis stoloni-
fera der Klasse Agrostis II untergeordnet wird. Die beiden lokalen Minima E und
F in Hohenprofil 2 (Abbildung 6.7c) sind Abflussrinnen, die sich bei periodischen
Uberschwemmungen nach Sturmfluten durch abfliekendes Wasser gebildet haben.

An zweiter Stelle der Kanalrelevanzen stehen die Thermaldaten in PW. Auch
in CDCW scheinen diese Daten mit einem GI von 9,3 % (drittwichtigster Kanal)
ein hohes Gewicht zu haben. Vergleiche vom DOM und der thermalen Daten zeigen
besonders fiir PW, dass hohere und flichenméfig grofere Bestande (bspw. Phragmi-
tes australis) niedrigere Temperaturen aufweisen, was eventuell mit dem kiihlenden
Charakter durch Evaporationskélte begriindet werden kann. Diese Beobachtung hat
aber keine generelle Giiltigkeit, weil die Regression der beiden Datensitze (r? = 0, 18,
p = 0,000) keinen signifikanten Zusammenhang zeigt.
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Abbildung 6.6: Exemplarische Hohenprofile durch das DOM von PW.
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Abbildung 6.7: Exemplarische Hohenprofile durch das DOM von CDCW.
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Neben der hohen Relevanz des DOM und der Thermaldaten ist der Tabelle 6.5
auch zu entnehmen, dass alle Informationen aus den infraroten Kanélen bzw. daraus
abgeleitete Indizes wichtig sind bei der Unterscheidung verschiedener Vegetations-
arten. Bei PW sind fiinf, bei CDCW alle sechs Infrarotkanile/-indizes unter den
wichtigsten 10 der 14 Kanéle. Die Erkenntnis, dass der infrarote Spektralbereich
(700 - 1.000 nm) besonders wichtig fiir Vegetationsanalysen ist, zeigen zahlreiche
Studien in der Fernerkundung [KNIPLING 1970; CECCATO etal. 2001; XIE et al.
2008; JACQUEMOUD et al. 2009]. Strukturelle Merkmale der griinen Vegetation, ins-
besondere von Bléattern, sind wichtig fiir den typischen Reflexionsverlauf in diesem
Spektralbereich [JONES und VAUGHAN 2010; THENKABAIL et al. 2012]. Somit kann
geschlussfolgert werden, dass die Infrarotkanéle und deren Indizes eine hohe Rele-
vanz bei der Differenzierung von Pflanzengesellschaften aufweisen. Der Infrarotindex
reNDVI1, berechnet aus den Kanélen Nahes Infrarot (NIR) und RE, ist bei beiden
der Kanal mit dem geringsten Informationsgehalt. Im elektromagnetischen Spek-
trum liegen diese Kanéle sehr dicht beieinander und konnen pflanzenphysiologisch
dem gleichen Wirkungsbereich zugeordnet werden. Daher tritt eine hohe Korrelation
der beiden Kanéle von r = 0,97 (p = 0,000 fiir PW) auf und die Berechnung des
Index scheint daher keinen groften Gewinn fiir die Klassifikation zu haben.

Aufserdem zeigt sich, dass der Klassifikator bei beiden Standorten die wenigsten
Informationen aus den Kanélen des RGB-Sensors zieht. Dies ist zum einen inter-
essant, weil in den Mittelwertspektren der Trainingsdaten (Abbildung 6.2, Seite 76)
diese Kanile eine besondere Variabilitat zeigten. Zum anderen ist es wenig iiberra-
schend, weil diese Daten als unprozessierte Roh-Daten einflossen und keine belast-
baren, physikalisch basierten Reflexionswerte wie die Multispektraldaten sind. Die
Multispektraldaten des Sequoia-Sensors haben dafiir einen bestimmten Aufnahme-
und Vorprozessierungsschritt durchlaufen (vgl. Kapitel 4.1, Multispektraldaten), der
bei den RGB-Daten fehlt.

Der Echtfarb-Index Grl, generiert aus den RGB-Rohdaten, zeigt hingegen mo-
derate Relevanz fiir PW und bei CDCW zumindest mehr Relevanz als Griin und
Blau. Dieser Index kommt in 6kologischen Modellierungen als standardisiertes Mafs
fiir RGB-Daten oft zur Anwendung [AHRENDS et al. 2009; WESTERGAARD-NIELSEN
etal. 2013].

Abhangigkeit der Kanalrelevanzen von der Anzahl an Badumen im Random
Forest

Auch hier wurde ein Test durchgefiihrt, inwiefern die Kanalrelevanz abhéngig von
der Anzahl der Baume im RF ist. Dafiir wurden wieder die verschiedenen Bauman-
zahlen (vgl. oben Parametertuning) und der Datensatz von PW verwendet. Abbil-
dung 6.8 zeigt, dass die acht Iterationen mit 10-50.000 Baumen keine signifikanten
Unterschiede in der Ordnung der Kanalrelevanz zeigt. Egal welche Anzahl an Bau-
men verwendet wird, die Ordnung der Kanile bleibt stabil. Da intern die Entschei-
dung, welche Variablen der RF zur Unterscheidung der Klassen verwendet, mithilfe
der Entropie erfolgt, zeigt sich, dass die Klassen beim Bagging so gezogen werden,
dass die Ordnung gleich bleibt. Dies ist auch ein Hinweis darauf, dass die Menge an
Trainingsdaten ausreicht, um die Klassen im Klassifikator zu représentieren.
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Abbildung 6.8: Kanalrelevanz in Abhéngigkeit zur Anzahl der verwendeten Baume im RF,
durchgefiihrt mit dem multisensoralen Datensatz von PW.

Aus der Relevanz der Einzelkanéle kann geschlussfolgert werden, dass die wichtigs-
ten Variablen zur Unterscheidung von Vegetation auf Niedermooren die Planzenhd-
he aus dem DOM und die Infrarotreflexion aus den Multispektraldaten ist. Jedoch
werden diese Kanéle nicht durch einzelne Befliegungen aufgenommen, sondern im
Verbund mit anderen des jeweiligen Sensors. Daher muss die Kanalrelevanz auch
sensorweise untersucht werden. Eine Uberpriifung der kumulativen Kanalrelevanzen
nach Sensor zeigt ein anderes Bild (Tabelle 6.6). Fiir die kumulative Betrachtung
wurden die Kanile wie folgt zusammengerechnet:

MS=G24+ R2+ RE+ NIR+ NDVI+4+reNDVI1+reNDVI2+ gNDVI
RGB =B1+G1+ R1+ Grl

TH = Thermal
DOM = DOM

Das DOM wurde dabei unabhéngig der RGB-Daten betrachtet, weil dieses Produkt
theoretisch auch aus den Multispektral- oder auch den Thermaldaten berechnet wer-
den konnte. Bei beiden Standorten zeigt sich jetzt, dass die Daten des Multispektral-

Tabelle 6.6: Sensorweise kumulierte Relevanzen der Kanéle mit Hilfe des Gini-Index (GI)
fiir PW und CDCW.

PW CDCW
No. | Sensor GI (%) | Sensor  GI (%)
1 DOM 38,38 | MS 52,06
2 MS 37,21 | DOM 20,64
3 TH 14,05 | RGB 18,00
4 RGB 10,37 | TH 9,29
Summe 100,00 100,00
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sensors sehr hohe Relevanz haben. Besonders bei CDCW, wo die Unterschiede der
Pflanzenhohen nicht so grof sind, ist der Multispektralsensor mit 52,1 % gegeniiber
20,6 % des DOM der mit Abstand wichtigste Datensatz. Das DOM ist weiterhin
sehr wichtig in PW und kann als gleichrangig zu den Multispektraldaten gezéhlt
werden.

Werden lediglich die einzelnen Datensétze pro Sensor klassifiziert, sinken die Ge-
nauigkeiten der Klassifikation deutlich. Fiir PW bspw. ergeben die OAA-Werte des
vierkanaligen Multispektral-Datensatzes 56,4 % (kappa = 0,35) und die des DOM
64,4 % (kappa = 0,5). Die alleinige Kombination von multispektralen Daten und
DOM erreicht eine OAA von 86,1 % (kappa = 0,81), was nochmals zeigt, dass
Thermal- und RGB-Daten kaum zur Klassifikation beitragen.

Bei CDCW fallen die Klassifikationen etwas anders aus, was an den schon disku-
tierten Pflanzenh6henunterschieden liegt. Die Klassifikationsergebnisse der Einzel-
datensétze ergibt fiir die Multispektraldaten allein eine OAA = 78,1 % (kappa =
0,72). Das einzelne DOM erreicht lediglich 44,4 % (kappa = 0,35). Dies bedeutet,
dass die spektrale Reflexionsinformation an Wichtigkeit gewinnt, wenn die Pflanzen-
bestédnde homogener werden. Und dies nicht nur hinsichtlich ihrer Hohenverteilung,
sondern auch ihrer Dispersion iiber die Flache. Benutzt man eine Kombination aus
multispektralen Daten und dem DOM erhélt man in CDCW eine OAA von 79,6 %
(kappa = 0,76). Auch die RGB- und Thermal-Daten werden vom Klassifikator in
CDCW mehr verwendet und bringen immerhin eine Verbesserung um etwa neun
Prozent, wobei die RGB-Daten um Faktor zwei wichtiger sind als die Thermalda-
ten, was die Wichtigkeit der spektralen Reflexion unterstreicht.

6.2.2 Klassifikation der Vegetationsbestande im Hiitelmoor
(PaW) zur Untersuchung der Diirre 2018 aus
multisensoralen UAS-Daten

Im Folgenden wird die Prozessierungskette nochmals auf den Moorstandort PaW
angewendet. Das soll weniger das Klassifikationsverfahren erneut testen als vielmehr
die gefundenen Erkenntnisse bestétigen. Danach wird im néchsten Abschnitt fiir
PaW eine Vielzahl weiterer Indizes berechnet, um deren Relevanz zu testen und
tiefergehend die einzelnen Spektralbereiche bzw. Sensortypen zu untersuchen.

Auferdem wurde der Standort 2018 von einer starken Diirreperiode erfasst, welche
einen abrupten und starken Wandel in der Verteilung der dominanten Vegetation
verursachte. Um diesen Wandel in Relation zum Zustand vor der Diirre zu setzen,
wird das Ergebnis mit Klassifikationen von KOCH et al. [2017] verglichen.

PaW wurde zunéchst in der gleichen Weise wie die Standorte PW und CDCW
bearbeitet. Das heifst, der multitemporale Datensatz, bestehend aus 14 Kanélen,
wurde trainiert, das trainierte Klassifikationsmodell und die Kanalrelevanzen wurden
ausgewertet, der gesamte Datensatz vorhergesagt und unabhéngig validiert.

Training

Zunéchst wurde das Training auf dem 14-kanaligen multisensoralen Datensatz durch-
gefiihrt. Das Training umfasste insgesamt 14.667 Pixel (Tabelle 6.7). Dies erscheint
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Tabelle 6.7: Gesamtzahl der Trainingspixel und deren Fliche (in m?) fiir jede Klasse von

PaW.
Klasse Pixel Fliche in (m?)
Phragmites 3.558 222,38
Schoe/Bolbo 1.105 69,06
Carex 4.119 257,44
Tephroseris 411 25,69
Boden/Lemna 298 18,63
Wasser 4.231 264,44
Ranunculus 945 59,06
Summe 14.667 916,69

zunéchst weniger als bei PW und CDCW, aber hier muss der grobere GSD von 25 cm
gegeniiber 20 cm bei CDCW und PW berticksichtigt werden. Da die beflogene Fliche
von PaW deutlich grofer war (multispektral ca. 95 ha) als die der beiden Standorte
PW (multispektral ca. 13,5 ha) und CDCW (multispektral ca. 15,2 ha), wurde eine
Flughohe von etwa 100 m geflogen, was einen groberen GSD zur Folge hatte. Die
Trainingsflichen in absoluten Quadratmeterzahlen sind auch hier vergleichbar mit
denen der beiden anderen Standorte.

Das trainierte Modell ergab auch bei PaW eine Genauigkeit von nahezu 100 %
(OOB = 99,51 %), was bedeutet, dass die Pixel des Trainingsdatensatzes vom trai-
nierten Modell vollstandig richtig zugeordnet werden.

Klassifikation und Analyse der Diirreauswirkungen

Das Klassifikationsergebnis wird in Abbildung 6.9 gezeigt. Die Farben der Klas-
sen wurden hier der Veréffentlichung von KOCH et al. [ebd.| angepasst, damit die
Vegetationszusammensetzung besser mit der von 2014 verglichen werden kann. Die
dominante Klasse ist Phragmites australis (gelb). Wie in PW bildet sich dieser Pflan-
zenbestand entlang der ehemaligen Entwisserungsgriben, die in der Klassifikation
als linienhafte (blaue) Strukturen zu sehen sind. Zwischen diesen Bestdnden haben
sich etwas entfernt vom offenen Wasserkorper die restlichen Arten entwickelt. Bol-
boschoenus maritimus und Schoenoplectus tabernaemontani kommen zusammenge-
fasst als Klasse Bolbo/Schoeno sehr dispers verteilt auf dieser Fléche vor. Die Klasse
Carex bildet eher zusammenhéngende kleinere Bestdnde. Der Anteil der Klasse Bo-
den ist marginal. Grofe Flidchen werden dominant von Tephroseris palustris und
Ranunculus sceleratus bewachsen.

Letztgenannte Klassen sind von besonderer Bedeutung fiir die Analyse der diir-
rebedingten Standortverinderungen. Ein direkter Vergleich der beiden Jahre 2014
und 2018 wird in Abbildung 6.10 dargestellt. Die Klassifikationskarte des Stand-
ortes PaW fiir das Referenzjahr 2014 von KOCH etal. [ebd.] wird in Abbildung
6.10a gezeigt, die Ergebnisse der Klassifikation des Diirrejahres 2018 in Abbildung
6.10b. Zur besseren Visualisierung und der richtigen prozentualen Fléchenanteile
wurde die Karte 2018 auf die Ausdehnung des Untersuchungsgebietes aus KOCH
etal. [ebd.| zugeschnitten. Auffillig ist, dass vor der Diirre 2018 der Anteil offener
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Abbildung 6.9: Klassifikationsergebnis fiir PaW. (Die Klassenfarben sind optimiert fiir die
digitale Betrachtung am Bildschirm und kénnen gedruckt eventuell nicht
hinreichend differenziert werden. Die Graphik ist im Digitalverzeichnis un-
ter Arbeit/Abbildungen/06 FErgebnisse/PaW _rfclass_map.pdf zu finden.)

Wasserflichen bedeutend hoher war (2014: 20,5 %, 2018: 2,4 %). Dieser Anteil ist
2014-2017 etwas gestiegen, jedoch stagnierten die Flachenanteile in diesen Jahren
bis auf Schoenoplectus tabernaemontani und Bolboschoenus maritimus |BEYER et al.
2020].

In Abschnitt 3.1.2 wurden die klimatisch extremen Bedingungen (Abbildung 3.8,
Seite 27) wiahrend der Sommerdiirre 2018 vorgestellt und mit den Jahren 1999-2017
bzw. 2010-2017 verglichen. Ab dem Zeitpunkt als das Wasser unter Geldndeoberkan-
te fiel (Abbildung 3.8d), waren die etablierten Vegetationseinheiten (wie Phragmites
australis, Schoenoplectus tabernaemontani, Bolboschoenus maritimus und Carex acu-
tiformis) in einer fortgeschrittenen Phase der Phénologie. Demgegeniiber wurden die
nun neuen Flichen offenen Bodens von zwei neuen Arten ( Tephroseris palustris und
Ranunculus sceleratus) invasiv erobert, die vorher von Wasser und Lemna minor
bedeckt waren (Abbildung 6.10). Die Besiedlung dieser neuen offenen Fléchen kann
daher als zweite verzogerte Vegetationsphase im Diirrejahr 2018 bezeichnet werden,
die dufserst schnell und grofflichig vonstattenging [ebd.|.
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(b) Vegetationsverteilung 2018.
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Abbildung 6.10: Zusammensetzung der dominanten Vegetationsarten 2014 (6.10a) aus
KocH etal. [2017] und nach der Diirre 2018 (6.10b).

Validierung

Die unabhéngige Validierung der Klassifikation ergab eine sehr hohe Genauigkeit
von OAA = 95.7 % (kappa = 0.94). Auch die Einzelgenauigkeiten der Klassen sind
bis auf eine Ausnahme sehr hoch oder betragen 100 % (Abbildung 6.11). Die Klasse
Bolbo/Schoeno erreicht eine nur mittlere PA von 57,7 % (Tabelle 6.8). Dies be-
deutet, dass zwar 98,9 % (UA) der Bolbo/Schoeno-Pixel aus dem Validierungsda-
tensatz richtig, jedoch eine fast ebenso hohe Anzahl an Pixel anderer Klassen zu
Bolbo/Schoeno zugeordnet wurden. In diesem Falle wurden 444 Pixel der Klasse
Carex félschlicherweise der Klasse Bolbo/Schoeno zugewiesen. Das kann verschie-
dene Ursachen haben. Zum einen kénnen Arten der Klasse Carex vergesellschaf-
tet mit Schoenoplectus tabernaemontani und Bolboschoenus maritimus vorkommen.
Zum anderen wurde der Flug in einem phénologischen Stadium (1. November 2018)
durchgefiihrt, in der zwar Tephroseris palustris und Ranunculus sceleratus noch vi-
tal, jedoch die anderen Arten schon in einer seneszenten Phase waren. Das heifst, dass
die Arten der Klasse Carex und Bolbo/Schoeno aufgrund ihrer niedrigen Vitalitét
spektral sehr dhnlich aussahen.

Kanalrelevanz

Der wichtigste Kanal zur Unterscheidung der dominanten Pflanzengesellschaften ist
wieder das DOM (Tabelle 6.9a) mit einer Relevanz von anteilig mehr als einem
Viertel (GI = 27,9 %). Beziiglich der Pflanzenhéhendifferenzen ist PaW mit PW
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Abbildung 6.11: Benutzer- und Produzentengenauigkeiten aller Klassen der Klassifikation
von PaW.

Tabelle 6.8: Konfusionsmatrix der Klassifikation des 14-kanaligen multisensoralen Daten-
satzes von PaW.

Klassen‘ Phr ScBo Car Tep Bod  Was Ran‘ Summe UA (%)

Phr 3.277 4 13 0 0 0 0 3.294 99,5
ScBo 0 622 7 0 0 0 0 629 98,9
Car 0 444  3.676 25 0 0 0 4.145 88,7
Tep 0 0 0 350 0 0 0 350 100,0
Bod 0 1 0 0 118 0 0 119 99,2
Was 0 0 0 0 0 2.449 0 2.449 100,0
Ran 0 7 1 6 0 0 708 722 98,1
Summe | 3.277 1.078 3697 381 118 2.449 708 | 11.708

PA (%) | 100,0 57,7 99,4 91,9 100,0 100,0 100,0 95,7
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Tabelle 6.9: Relevanz der Kanéle (Gini-Index GI) der RF-Klassifikation fiir den Standort
PaW und sensorweise kumulierte Relevanzen der Kanéale.

(a) Kanalweise Relevanzen (b) Sensorweise Relevanzen.

Kanal GI Nr. ‘ Sensor  GI (%)

Nr. | Name Nr. (%) 1 MS 43.39

1 | DOM 8 27,79 2 DOM 27,79

2| TH 9 11,55 3 RGB 17,26

3| R2 ) 8,78 4 TH 11,55
4 | Grl 10 7,15

’ 1

= | a9 4 6.5 Summe 00,00
6 | R1 1 5,73
7 | gNDVI 14 9,43
8 | reNDVI2 13 0,42
9| RE 6 9,34
10 | NIR 7 4,86
11 | NDVI 11 4,50
12 | G1 2 3,04
13 | reNDVI1 12 2,53
14 | Bl 3 1,34
Summe 100,00

vergleichbar. Auch hier haben sich mit Phragmites australis sehr viel hohere Pflan-
zenbesténde gegeniiber den anderen Arten ausgebildet (Abbildung 6.12). Phragmites
australis-Bestande sind in den beiden Hohenprofilen (Abbildungen 6.12b und 6.12c)
als lokale Maxima A—H, J-N markiert. Innerhalb dieser Bereiche sind lokale Minima
zu erkennen (aufser C, E, K, M), welche die ehemaligen, jetzt noch immer mit Wasser
bestandenen Entwésserungsgriben darstellen. Die Bereiche C, E, K und M sind klei-
nere Phragmites australis-Zonen zwischen den Drainagegraben. Die néachstniedrigere
Klasse ist Carex, welche gelb dargestellt wird (Bereiche I und O in Hohenprofil 2,
Abbildung 6.12c). Auferdem ist in hellen Gelbténen Bolbo/Schoeno dargestellt und
in verschiedenen Grautonen die niedrigsten Zonen Tephroseris, Ranunculus, Boden
und Wasser.

Auch der thermale Datensatz besitzt in der Einzelkanalbetrachtung eine grofte Re-
levanz mit 11,5 % auf dem zweiten Platz (Tabelle 6.9a). Ein diametraler Unterschied
zu den Kanalrelevanzen von PW und CDCW sind jedoch die folgenden Rénge. In
der Klassifikation PaW scheint der sichtbare Bereich des elektromagnetischen Spek-
trums, hier vor allem Griin und Rot, eine wichtigere Rolle zu spielen, als die Kanéle
und Indizes des infraroten Bereiches. So belegen der griine und der rote Kanal des
Sequoia-Sensors Rang drei und fiinf, der Grl Rang vier und der rote Kanal des RGB-
Sensors den sechsten Rang. Da abgesehen von Tephroseris palustris und Ranunculus
sceleratus alle Pflanzen schon in einer seneszenten Phase waren, ist die Vitalitdt der
Pflanzen sehr niedrig und dementsprechend ist das Reflexionssignal im infraroten
Bereich niedrig und gleichartig. Daher sind die unterschiedlichen Verfarbungen in
der Absterbephase der Pflanzen von grofserer Bedeutung. Diese Verfarbung aufsert
sich vor allem in der Abnahme der Griinreflexion und in der Zunahme in der Rotre-
flexion durch die Abnahme der photosynthetischen Aktivitéat [JONES und VAUGHAN
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(a) DOM-Profile fiir PaW
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Abbildung 6.12: Exemplarische Hohenprofile durch das DOM von PaW.
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2010; THENKABAIL et al. 2012|. Die Relevanz der infraroten Kanéle waren trotzdem
gegeben, bspw. fiir die Unterscheidung der photosynthetisch aktiven Arten Ranun-
culus sceleratus und Tephroseris palustris sowie zur Unterscheidung dieser Arten
von den seneszenten Pflanzenbesténden.

Bei den sensorweise kumulierten Relevanzen dominiert jedoch klar der multispek-
trale Sensor mit 43,3 % gegeniiber dem DOM (Tabelle 6.9b). Wobei die beiden
Farbkanéle des Multispektralsensors zu zwei Dritteln zu den 43,3 % beitragen. Auf-
grund der hohen Rénge des Grl und des roten Kanals ist der RGB-Datensatz hoher
als der Thermaldatensatz eingestuft.

Bei der Klassifikation des reinen multispektralen Datensatzes wird eine relativ
hohe Genauigkeit von OAA = 84,4 % (kappa = 0,78) erreicht. Das DOM alleine er-
reicht eine Genauigkeit von OAA = 80,1 % (kappa = 0,73). Dies sind fiir sich gesehen
sehr gute Ergebnisse, wenn beriicksichtigt wird, dass die Klassen aus griiner Vegeta-
tion verschiedener Arten bestehen [THENKABAIL et al. 2012]. Zusammengenommen
erreichen die beiden Datentypen (multispektral + DOM) mit OAA = 94.4 % (kap-
pa = 0,92) anndhernd das Ergebnis des 14-kanaligen multisensoralen Datensatzes

(OAA = 95,6 %).

6.2.3 Erweiterung des multisensoralen Datensatzes

Nachdem nun gezeigt wurde, dass eine Fusion mehrerer Sensor- und Datentypen
einen grofsen Mehrwert bei der Analyse von Vegetationsbestdnden hat, wurden im
nichsten Schritt weitere Indizes aus den Rohdaten? abgeleitet und zu einem erweiter-
ten multisensoralen Datensatz zusammengefasst. Dieser erweiterte Datensatz wurde
ebenfalls der gesamten Prozesskette unterzogen. In dieser Zusatzstudie sollte es we-
niger um die Verbesserung der Klassifikation gehen sondern vielmehr darum, den
Informationsgehalt von anderen Indizes und Indextypen zu priifen und weitere Hin-
weise zu bekommen, welche Datentypen geeignet sind um Vegetationsgesellschaften
zu analysieren.

Dafiir wurde eine Vielzahl weiterer Indizes berechnet, wobei diese sich in vier
grobere Klassen einteilen lassen. Zwei Klassen sind 74 spektrale Indizes generiert
aus den Farb- bzw. Reflexionswerten der RGB- (sechs Indizes) und der Multispekt-
raldaten (68 Indizes), eine Klasse aus neun Texturindizes aus den RGB-Daten und
die vierte Klasse sind acht Terrain- bzw. Reliefindizes aus dem DOM. Letztere sind
im engeren Sinne keine eigentliche Abbildung des Reliefs, da das DOM die Héhen-
unterschiede der Geldndeoberkante einschlieflich aller Objekte wie Vegetation und
anthropogene Bauwerke abbildet. Diese Indizes werden trotz allem genutzt, weil sie
Informationen iiber die Hohenunterschiede der Pflanzengesellschaften abbilden.

Insgesamt wurden 91 Indizes getestet und berechnet. Bis auf die Reliefindizes
wurden alle Indizes in einem Python-Skript realisiert, welches ebenfalls auf Github
(Anhang A.5) als Python 3-Skript abrufbar ist. Eine Ubersicht aller Kanéle des er-
weiterten multisensoralen Datensatzes und der verwendeten Indizes ist in Tabelle
6.10 zu finden. Insgesamt hatte der erweiterte Datensatz eine Anzahl von 98 Kané-

2Hier sind die RGB-, Multispektral- und Thermaldaten gemeint, die die Ausgangsdaten zur In-
dexberechnung sind und die im engeren Sinne aufgrund ihrer Vorprozessierung keine Rohdaten
mehr sind.
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Tabelle 6.10: Erweiterter multisensoraler Datensatz bestehend aus 98 Kanélen. In der je-
weils letzten Spalte stehen entweder der Sensortyp (Sen.) oder aus welchen
Sensordaten der jeweilige Kanal berechnet wurde (-> Gen. = Generiert aus).

len.

No Kanal Typ Sen. No. Kanal Typ Sen.
-> Gen. -> Gen.
1 RI1 Rot RGB 50  mtvi2 Spektralindex -> MS
2 Gl Griin RGB 51  myvi Spektralindex  -> MS
3 Bl Blau RGB 52 ndrdi Spektralindex -> MS
4 G2 Griin MS 53 ndre Spektralindex  -> MS
5 R2 Rot MS 54  ndvi Spektralindex -> MS
6 RE RedEdge MS 55  nli Spektralindex  -> MS
7 NIR Nahes Infrarot ~ MS 56  normg Spektralindex -> MS
8 DOM DOM -> RGB 57  normnir Spektralindex  -> MS
9 TH Thermal Thermal 58  normr Spektralindex  -> MS
10  ari Spektralindex -> MS 59  osavil Spektralindex -> MS
11 arvi2 Spektralindex -> MS 60  osavi2 Spektralindex  -> MS
12 atsavi Spektralindex -> MS 61 pvr Spektralindex  -> MS
13 avi Spektralindex -> MS 62 rdvi Spektralindex -> MS
14 bri Spektralindex -> MS 63  rededge2 Spektralindex -> MS
15  ccci Spektralindex -> MS 64  savi Spektralindex -> MS
16  chlgreen Spektralindex -> MS 65 sbl Spektralindex -> MS
17 chlrededge Spektralindex -> MS 66  spvi Spektralindex  -> MS
18 cigreen Spektralindex -> MS 67  tcari Spektralindex  -> MS
19  cirededge Spektralindex -> MS 68  tcari2 Spektralindex -> MS
20  ctvi Spektralindex -> MS 69 tcari osavi Spektralindex -> MS
21 cvi Spektralindex -> MS 70 tci Spektralindex -> MS
22 dattl Spektralindex -> MS 71 tc_gvimss Spektralindex -> MS
23  datt4 Spektralindex -> MS 72 tc_nsimss Spektralindex -> MS
24 ddn Spektralindex -> MS 73 tc_sbimss Spektralindex  -> MS
25 diffl Spektralindex -> MS 74  tc_yvimss Spektralindex -> MS
26 diff2 Spektralindex -> MS 75 tvi Spektralindex -> MS
27  dvimss Spektralindex -> MS 76  varirededge Spektralindex -> MS
28  evi2 Spektralindex -> MS 77 wdrvi Spektralindex  -> MS
29  evi22 Spektralindex -> MS 78  exg Spektralindex -> RGB
30 fe3 Spektralindex -> MS 79  gce Spektralindex -> RGB
31 gemi Spektralindex -> MS 80 gli Spektralindex -> RGB
32 gndvi Spektralindex -> MS 81 ngrdi Spektralindex -> RGB
33  gosavi Spektralindex -> MS 82 tgi Spektralindex -> RGB
34  grndvi Spektralindex -> MS 83  wvari Spektralindex -> RGB
35 lai Spektralindex -> MS 84  asm Texturindex -> RGB
36 lci Spektralindex -> MS 85  cont Texturindex -> RGB
37 logr Spektralindex -> MS 86  diss Texturindex -> RGB
38  maccioni Spektralindex -> MS 87 ene Texturindex -> RGB
39  mari Spektralindex -> MS 88 ent Texturindex -> RGB
40 mcari Spektralindex -> MS 89  homo Texturindex -> RGB
41  mcaril Spektralindex -> MS 90 ma Texturindex -> RGB
42  mcari2 Spektralindex -> MS 91 mean Texturindex -> RGB
43 mcari_mtvi2  Spektralindex  -> MS 92 std Texturindex -> RGB
44  mcari_osavi Spektralindex -> MS 93  aspect Reliefindex -> DOM
45  mgvi Spektralindex -> MS 94  hillshade Reliefindex -> DOM
46  mnsi Spektralindex -> MS 95  roughness Reliefindex -> DOM
47  msavi Spektralindex -> MS 96  slope Reliefindex -> DOM
48  msbi Spektralindex -> MS 97  tpi Reliefindex -> DOM
49  msr670 Spektralindex -> MS 98  tri Reliefindex -> DOM

Alle Spektralindizes wurden in der Index-Datenbank IDB (https://www.index-
database.de) recherchiert, wo zu jedem Index auch Sekundérliteratur zu finden ist
[HENRICH etal. 2009, 2012|. Die Abkiirzungen der Indizes wurde dabei der IDB

entnommen und konnen dort recherchiert werden.

Die Texturindizes nach [HARALICK et al. 1973] werden basierend auf der Grau-
wertmatrix Gray Level Co-occurrence Matriz (GLCM) bzw. Co-occurence-Matrix
berechnet. Diese statistische Methode hoherer Ordnung wird genutzt, um eine In-
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Tabelle 6.11: Genutzte Texturindizes berechnet aus der GLCM.

Deutsch Englisch Abkiirzung
Zweites Winkelmoment — Angular Second Moment asm
Kontrast Contrast cont
Heterogenitét Dissimilarity diss
Energie Energy ene
Entropie Entropy ent
Homogenitat Homogeneity homo
Maximum Maximum max
Mittelwert Mean mean
Standardabweichung Standard deviation std

formation iiber die Rauigkeit und den Kontrast der Textur in den Bilddaten zu
erhalten. Die GLCM beschreibt die Haufigkeit des gemeinsamen Vorkommens glei-
cher Grauwerte. Fiir die Berechnung der GLCM wurde aus den RGB-Daten ein
panchromatisches Bild (PAN) nach ALRUBAIEA und HAMEED [2018] berechnet,

PAN =03+ R1 +0.59 «* G1 +0.11 x B1 (6.1)

wobei R1, G1 und B1 den drei Kanélen des RGB-Datensatzes entsprechen. Aus der
GLCM wurden bestimmte Parameter nach HARALICK et al. [1973], HALL-BEYER
[2017a] und HALL-BEYER [2017b] berechnet, die in Tabelle 6.11 aufgelistet sind.
Die Grofe des genutzten Kernels wurde auf 11 Pixel festgelegt, also einem Sliding
Window von 2,75 m mal 2,75 m.

Die Reliefindizes wurden mithilfe des offenen Softwarepaketes GDAL [GDAL/O-
GR CONTRIBUTORS 2020] berechnet. Als Grundlage diente das DOM. Berechnet
wurden die Indizes (Tabelle 6.10) Exposition (aspect), Schummerung (hillshade),
Rauigkeit (roughness), Hangneigung (slope), der Topographic Position Index (tpi,
WEISS [2001]) und der Terrain Ruggedness Index (tri, WILSON et al. [2007]).

Ergebnisse des erweiterten multisensoralen Datensatzes

Das Training des 98-kanaligen Datensatzes ergab ein OOB von 99,74 %. Die unab-
héngig validierte Gesamtgenauigkeit betragt OAA = 985 % (kappa = 0.98). Die
Erweiterung des multisensoralen Datensatzes ergab daher eine Verbesserung des oh-
nehin schon hohen Ergebnisses um fast drei Prozent. Tabelle 6.12 zeigt die Genauig-
keiten der einzelnen Klassen. Prinzipiell sind die Genauigkeitsmaftie UA und PA bei
allen Klassen sehr nah bei 100 %, bis auf eine Ausnahme. Die Klasse Schoeno/Bol-
bo zeigte bei dem Klassifikationsergebnis des einfachen multisensoralen Datensatzes
eine PA von 57,7 % (Tabelle 6.8), was bedeutet, dass fast doppelt so viele Pixel
vom Validierungsdatensatz falsch zugeordnet wurden. Diese Falschzuordnungen ka-
men hauptséchlich durch die Fehlklassifikation von Pixeln der Klasse Carex. Nach
Ergénzung des multisensoralen Datensatzes mit weiteren Indizes stieg die PA dieser
Klasse um 26 % auf 87,7 % (Tabelle 6.12). Nun wurden nur noch 114 statt vorher
444 Pixel falschlicherweise der Klasse Carex zugeordnet. Dies bedeutet, dass in den
neu hinzugekommenen Indizes weitere Klassifikationsinformation stecken, die diese
Fehlklassifikationen dezimiert
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Tabelle 6.12: Konfusionsmatrix der Klassifikation des erweiterten 98-kanaligen multisenso-
ralen Datensatzes von PaW.

‘ Phr ScBo Car Tep Bod  Was Ran‘ Summe UA (%)

Phr 3.284 1 9 0 0 0 0] 3.204 99,7
ScBo 0 613 11 0 0 0 5 629 97,5
Car 0 114 4.027 0 0 0 4] 4145 97,2
Tep 0 0 0 350 0 0 0 350  100,0
Bod 0 0 1 0 118 0 0 119 99,2
Was 0 0 0 0 0 2.449 0| 2449  100,0
Ran 0 4 719 0 0 692 722 95.8
Summe | 3.284 732 4.055 369 118 2.449 701 | 11.708

PA (%) | 100,0 83,7 99,3 94,9 100,0 100,0 98,7 98,5

Um den Beitrag der einzelnen neuen Kanéle zu beurteilen wurde auch hier der
GI berechnet (Tabelle 6.13). Das DOM bleibt weiterhin die wichtigste Variable zur
Unterscheidung der gewahlten Klassen, um den Faktor 2 héher als der nachste Rang.
Der zweite Rang wird wieder belegt von den Thermaldaten. Die folgenden Reihungen
unterscheiden sich jedoch von den bisherigen Ergebnissen. Auf den ersten 13 Plidtzen
befinden sich nun mehrere Texturindizes, die aus den RGB-Daten generiert wurden.
Vor allem Kontrast (cont) und der Mittelwert (mean) der Textur bzw. Rauigkeit auf
den Réangen drei und vier hatten einen hohen Informationsgehalt zur Unterschei-
dung der Arten. Dass diese beiden Indizes eine besondere Stellung bei der Analyse
der Textur besitzen, wird auch durch die Literatur bestétigt [HOSSAIN et al. 2010;
HALL-BEYER 2017b|. Verschiedene Pflanzengesellschaften haben also unterschiedli-
che Grauwertmuster in den Fernerkundungsdaten. Der Texturindex Kontrast hebt
hervor, wenn benachbarte Pixel hohe Kontrastunterschiede zeigen. Ist eine Klasse
bzw. Pflanzengesellschaft sehr kleinteilig und heterogen, so spiegelt sich das auch in
diesem Index wieder. Der Texturindex mean ist nicht einfach nur der Mittelwert des
Sliding Window der Originalgrauwerte. Der Mittelwert basiert auf der GLCM und
der Pixelwert wird nicht nach der Haufigkeit seines Auftretens an sich gewichtet,
sondern nach der Haufigkeit seines Auftretens in Kombination mit einem bestimm-
ten Nachbarpixelwert. Auferdem folgen andere Texturindizes wie Energie (ene; Rang
acht), Homogenitét (homo; Rang zehn), zweites Winkelmoment (asm; Rang elf) und
Heterogenitét (diss; Rang 13).

Wie schon bei den Relevanzen des einfachen multisensoralen Datensatzes in Ta-
belle 6.9 war der sichtbare Bereich des elektromagnetischen Spektrums sehr wichtig
zur Unterscheidung der verschiedenen seneszenten Pflanzengesellschaften. Dies wird
beim erweiterten Datensatz nochmals unterstrichen, indem drei RGB-Indizes die
Rénge fiinf bis sieben belegen. Der Triangular Greenness Index (tgi) ist definiert
durch das Flachendreieck welches bei griiner Vegetation durch die Reflexionswerte
im blauen, griinen und roten Kanal aufgezogen wird [MCKINNON 2017|,

tgi=G1—0,39 % R1 — 0.61  B1 (6.2)

wobei G1, R1 und B1 den Kanélen des RGB-Sensors entsprechen. Der tgi wurde
entwickelt um Chlorophyll-Gehalte und indirekt auch Stickstoffgehalte abzuleiten
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Tabelle 6.13: Relevanz der 98 Kanaéle fiir die Klassifikation des erweiterten multisensoralen
Datensatzes. Alle Indizes werden unter github.com/florianbeyer /Spectrallnd-
ices beschrieben.

Nr. Kanal GI | Nr. Kanal GI
Nr. Name Typ (%) Nr. Name Typ (%)
1 8 DOM DOM 10,714 50 34  grndvi Spektralindex 0,561
2 9 TH Thermal 4,729 51 88 ent Texturindex 0,543
3 85  cont Texturindex 4,010 52 92  std Texturindex 0,540
4 91 mean Texturindex 3,882 53 40  mcari Spektralindex 0,539
5 82 tgi Spektralindex 3,759 54 61 pvr Spektralindex 0,534
6 83  wvari Spektralindex 3,694 55 11 arvi2 Spektralindex 0,508
7 81 ngrdi Spektralindex 3,263 56 30 fe3 Spektralindex 0,504
8 87 ene Texturindex 2,933 57 33  gosavi Spektralindex 0,495
9 5 R2 Rot 2,866 58 54  ndvi Spektralindex 0,440
10 89  homo Texturindex 2,745 59 77 wdrvi Spektralindex 0,419
11 84  asm Texturindex 2,739 60 31  gemi Spektralindex 0,389
12 1 RI1 Rot 2,515 61 10  ari Spektralindex 0,387
13 86  diss Texturindex 2,370 62 2 Gl Griin 0,347
14 48  msbi Spektralindex 2,192 63 55  nli Spektralindex 0,336
15 52  ndrdi Spektralindex 2,124 64 68  tcari2 Spektralindex 0,320
16 4 G2 Griin 1,982 65 65 sbl Spektralindex 0,300
17 24  ddn Spektralindex 1,563 66 50  mtvi2 Spektralindex 0,291
18 73  tc_sbimss Spektralindex 1,517 67 12 atsavi Spektralindex 0,283
19 46  mnsi Spektralindex 1,470 68 60 osavi2 Spektralindex 0,271
20 39  mari Spektralindex 1,453 69 15 ccci Spektralindex 0,258
21 14 bri Spektralindex 1,405 70 29  evi22 Spektralindex 0,217
22 80 gli Spektralindex 1,375 71 22 dattl Spektralindex 0,203
23 79  gce Spektralindex 1,359 72 23 datt4 Spektralindex 0,201
24 90 ma Texturindex 1,330 73 64  savi Spektralindex 0,190
25 72 tc_nsimss Spektralindex 1,297 74 74 tc_yvimss  Spektralindex 0,182
26 76  varirededge Spektralindex 1,021 75 17  chlrededge  Spektralindex 0,181
27 69  tcari_osavi Spektralindex 1,012 76 28  evi2 Spektralindex 0,176
28 18  cigreen Spektralindex 1,008 7 45  mgvi Spektralindex 0,172
29 25 diffl Spektralindex 0,956 78 47  msavi Spektralindex 0,169
30 6 RE RedEdge 0,948 79 38  maccioni Spektralindex 0,148
31 16  chlgreen Spektralindex 0,910 80 53  ndre Spektralindex 0,141
32 70 tei Spektralindex 0,901 81 63  rededge2 Spektralindex 0,141
33 56  normg Spektralindex 0,886 82 36 lci Spektralindex 0,137
34 7 NIR Nahes Infrarot 0,873 83 19 cirededge Spektralindex 0,136
35 44  mcari_osavi Spektralindex 0,859 84 35 lai Spektralindex 0,136
36 67  tcari Spektralindex 0,779 85 42 mcari2 Spektralindex 0,133
37 43 mcari_mtvi2  Spektralindex 0,774 86 78  exg Spektralindex 0,127
38 20  ctvi Spektralindex 0,741 87 3 Bl Blau 0,117
39 57  normnir Spektralindex 0,726 88 62  rdvi Spektralindex 0,112
40 21 cvi Spektralindex 0,694 89 66  spvi Spektralindex 0,098
41 51  myvi Spektralindex 0,662 90 94  hillshade Reliefindex 0,085
42 27  dvimss Spektralindex 0,661 91 98  tri Reliefindex 0,085
43 13 avi Spektralindex 0,651 92 95  roughness Reliefindex 0,085
44 75 tvi Spektralindex 0,646 93 71 tc_gvimss  Spektralindex 0,085
45 32 gndvi Spektralindex 0,646 94 26 diff2 Spektralindex 0,076
46 59  osavil Spektralindex 0,612 95 41  mcaril Spektralindex 0,066
47 58  normr Spektralindex 0,573 96 96  slope Reliefindex 0,064
48 49  msr670 Spektralindex 0,571 97 93  aspect Reliefindex 0,060
49 37 logr Spektralindex 0,571 98 97  tpi Reliefindex 0,042
‘ Summe 100,000
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Tabelle 6.14: Kumulierte GIs nach Sensor und Datentyp der Kanéle.

(a) Kumulierte Relevanzen (b) Sensorweise Relevanzen.
Nr. | Sensor Datentyp GI (%) Nr. | Sensor  GI (%)
1| MS Spektralindizes 39,82 1 MS 46,49
2 | RGB  Texturindizes 21,09 2 RGB 37,65
3 | RGB  Spektralindizes 13,58 3 DOM 11,13
4 | DOM  Originalkanal 10,71 4 TH 473
5| MS Originalkanéle 6,67
’ S 100,00
6 | TH Originalkanal 4,73 e !
7 | RGB  Originalkanéle 2,98
8 | DOM  Reliefindizes 0,42
Summe 100,00

[HUNT etal. 2013|. Der Visible Athmosperically Resistant Index (vari) wurde von
GITELSON et al. [2002] entwickelt,

vari = (G1 — R1)/(G1 + R1 — B1) (6.3)

wobei G1, R1 und Bl den Kanélen des RGB-Sensors entsprechen. Der Index soll
sensitiv auf Vegetation reagieren und hoch korrelieren mit dem Blattflichenindex
(LAI) [MCKINNON 2017|. Aufserdem ist noch der Normalized Green Red Difference
Indez (ngrdi) zu nennen, der von TUCKER [1979] erstmalig verwendet wurde,

ngrdi = (G1 — R1)/(G1 + R1) (6.4)

wobei G1 und R1 den Kanélen des RGB-Sensors entsprechen. TUCKER [ebd.]| stellt
heraus, dass sdmtliche Indizes mit Beteiligung der infraroten Spektralbereiche be-
sonders sensitiv auf photosynthetisch aktive Vegetation reagieren und dass Bereiche
des sichtbaren Spektrums, insbesondere mit Beteiligung des griinen Lichtes, genutzt
werden kénnen um bereits abgestorbene Vegetation zu untersuchen. Daher sind in
Tabelle 6.13 neben den gerade genannten Kanélen auch die Farbkanidle G2 (Rang
16) und R2 (Rang 9) des MS-Datensatzes und der Rotkanal (R1, Rang 12) des
RGB-Sensors sehr relevant.

Die restlichen Rénge werden beinahe ausschliefslich von den MS-Spektralindizes
eingenommen. Die Relevanzen spielen sich im Bereich vpn 2,2 % (msbi) bis 0,1 %
ab. Die Reliefindizes nehmen beinahe ausschlieflich die letzten Rénge ein, was zeigt,
dass die aus dem DOM generierten Parameter keine Relevanz fiir die Unterscheidung
von Pflanzengesellschaften spielt. Ein GI von quasi 0 % des tpi ist ein Hinweis darauf,
dass er in kaum einem der 500 trainierten Badume genutzt wird.

In Tabelle 6.14a wurden alle Kanéle nach Sensorart und Indextyp kumuliert. Auf-
grund der Vielzahl an Multispektralindizes, zeigen die kumulierten Werte die hochste
Relevanz mit 39,8 %. Danach folgen die RGB-Daten mit den Indizes die auch einzeln
hohe Relevanzen gezeigt haben. Die Tabelle zeigt auflerdem, dass die abgeleiteten
Indizes hohere GIs erreichen als die Originalkanéle, aus denen sie abgeleitet wurden.
So sind die Originaldaten bis auf die Reliefindizes hinter den Indizes.
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Tabelle 6.14b fasst die GIs komplett sensorweise zusammen. Aufgrund der Hinzu-
nahme weiterer Indizes ist das DOM zwar immer noch die wichtigste Einzelvariable,
jedoch steigt die Relevanz der anderen Datensétze, insbesondere der RGB-Daten,
durch die Textur- und Spektralindizes. Somit wird das DOM auf den dritten Rang
verdrangt.

Vorselektion wichtiger Indexcluster zur Erstellung eines selektierten
erweiterten multisensoralen Datensatzes

Bei den Relevanzen des 98-kanaligen Datensatzes weisen sehr viele Indizes gleiche
Werte bzw. erst in Nachkommastellen Unterschiede auf (Tabelle 6.13). Besonders
ersichtlich ist das bei der Vielzahl an Multispektralindizes. Um diese Redundanz zu
vermeiden werden im néchsten Schritt alle verwendeten Indizes miteinander korre-
liert. Hoch korrelative Indizes konnen dabei zusammengefasst werden.

Die Abbildung 6.13 zeigt die Korrelationsmatrix aller verwendeten Indizes. Da
die hohe Anzahl an Indizes und Korrelationskoeffizienten den verfiighbaren Platz
der A4-Seite iibersteigt, kann die Graphik im Digitalverzeichnis unter Arbeit/Abbil-
dungen/06 _Ergebnisse/PaW _CorrMatriz.pdf oder online unter Zenodo® in voller
Auflésung betrachtet werden. Der Korrelationskoeffizient wird in einem Intervall
von -1 bis +1 angegeben, wobei -1 (blau) einen negativen, 0 (weifs) keinen und +1
(rot) einen positiven Zusammenhang der betrachteten Indizes angibt. Die Farben
der Korrelationsmatrix deuten mit ihren dunklen Blau- und Rot-Ténen darauf hin,
dass es statistisch sehr hohe Zusammenhénge zwischen den Indizes gibt. Das heiftt,
bei allen Indizes, die eine hohe Korrelation zueinander zeigen, kann jeweils ein Index
stellvertretend fiir das gesamte hochkorrelative Indexcluster selektiert werden.

Eine hierarchische Clusteranalyse [EVERITT et al. 2011| wurde verwendet, um al-
le hochkorrelierten Indizes zusammenzufassen. Dafiir wurde das Standardverfahren
Unweighted Pair Group Method With Arithmetic Mean (UPGMA) genutzt [ebd.|.
Die Abbildung 6.14 zeigt die geclusterten Indizes *. Benachbarte Indizes haben eine
hohere Korrelation, als weiter entfernte. Entlang der Matrixdiagonalen konnen meh-
rere grofe Cluster identifiziert werden. Die Diagonale ist immer Eins, da hier die
Indizes mit sich selbst korreliert wurden. Mithilfe der berechneten dimensionslosen
(Cluster-)Distanzmatrix wurden Indizes selektiert, die stellvertretend fiir ein Clus-
ter an Indizes stehen. In der Abbildung sind fiinf grobere rote Quadrate entlang der
Diagonalen identifizierbar. Das grofite kann als NDVI-Cluster bezeichnet werden,
weil die meisten MS-Indizes mit diesem Index hoch korrelieren. Fiir die dimensions-
lose Distanz wurde ein Schwellwert von 1,5 gewéhlt, um eine sinnvolle Anzahl an
Clustern zu bilden, moglichst viele Indizes zu verwerfen und eine kleine Anzahl von
reprasentativen Clusterindizes zu selektieren. Das Dendrogramm in Abbildung 6.15
zeigt die identifizierten Cluster, deren Distanzen und den Schwellwert (schwarze
gestrichelte Linie). Mit dem Schwellwert konnten 18 Cluster gefunden werden, die
in Tabelle 6.15 zusammengefasst werden. Jeweils ein Index wurde dann aus der
Gruppe gewahlt, der als namensgebender Index fiir die Gesamtgruppe fungiert. Bei-

3Digitalverzeichnis: Arbeit/Abbildungen/06 Ergebnisse/PaW _CorrMatriz.pdf oder URL: htt-
ps://zenodo.org/record /4267243

4Datenverzeichnis:  Arbeit/Abbildungen/06 Ergebnisse/PaW _Cluster.pdf oder URL: htt-
ps://zenodo.org/record /4267517 zu finden.
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6.2. KLASSIFIKATION VON MOORVEGETATION

Abbildung 6.13: Korrelationsmatrix aller berechneten Indizes fiir PaW. Da die hohe Anzahl
an Indizes und Korrelationskoeffizienten den verfiigharen Platz der A4-
Seite iibersteigt, kann die Graphik im Digitalverzeichnis oder online bei
Zenodo® abgerufen werden.

spielsweise steht der ndvi stellvertretend fiir 43 Spektralindizes, die sehr hoch mit
diesem Index korrelieren.

Mit den selektierten Indizes wurde nun ein neuer multisensoraler Datensatz gene-
riert (Tabelle 6.16a) und klassifiziert. Das Ergebnis ergab einen OOB von 99,8 %,
eine OAA von 97,8 % (kappa = 0,97). Der vorselektierte 27-kanalige Datensatz
kommt also qualitativ an den 98-kanaligen Datensatz (OAA = 98,5 %) nah heran.

Auch die Kanalrelevanzen zeigen hier wieder vergleichbare Ergebnisse. Das DOM
bleibt mit Faktor 2 der wichtigste Parameter zur Unterscheidung der Vegetations-
gesellschaften. Diesmal sind ein Textur- und ein Spektralindex wichtiger als der
Thermaldatensatz in der Einzelkanalbetrachtung. Auferdem wird bestétigt, dass
die zwei selektierten Reliefindizes weiterhin kaum gewinnbringende Informationen
zur Klassifikation liefern. Tabelle 6.17 zeigt die sensorweise kumulierten Relevanzen.

®Digitalverzeichnis: Arbeit/Abbildungen/06 Ergebnisse/PaW CorrMatriz.pdf oder URL: htt-
ps://zenodo.org/record /4267243
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Abbildung 6.14: Cluster-Matrix der Korrelationsmatrix aller berechneten Indizes (Volle
Auflésung Dissertation/Arbeit/Abbildungen,/. . . .pdf und Zenodo®)

Die Relevanz der multispektralen Indizes hat, aufgrund der Selektion der wesent-
lichen Indizes, um 10 % abgenommen. Trotzdem sind sie in der Summe noch immer
die wichtigsten Variablen und kumuliert mit den multispektralen Kanélen wichtigs-
ter Sensor. Beim selektierten Datensatz zeigt sich jedoch nochmal deutlicher, dass
die Textur in den Daten eine wichtige Rolle spielt und dass die spektralen Indizes
und Reflexionskanéle des RGB-Sensors in den Hintergrund riicken. Weiterhin ist das
DOM als Einzelvariable bzw. -kanal von sehr hoher Bedeutung.

SDatenverzeichnis: ~ Arbeit/Abbildungen/06 Ergebnisse/PaW _Cluster.pdf oder URL: htt-
ps://zenodo.org/record /4267517
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Abbildung 6.15: Dendrogramm der Cluster-Matrix aller berechneten Indizes. Die gestri-

chelte schwarze Linie markiert den Schwellwert 1,5.

Tabelle 6.15: Selektierte Indizes aus den hochkorrelativen Index-Clustern fiir PaW.

Nr. ‘ Index Cluster

1 osavi2 osavi2

2 ndre tcari2, cirededge, rededge2, ndre, rdvi

3 msbi msbi, tc_ sbimss

4 ndvi mcaril, evi2, mtvi2, savi, msavi, evi22, lai, mgvi, tc_ gvimss, ge-
mi, diff2, spvi, mcari2, sbl, nli, atsavi, osavil, mnsi, tc_ nsimss,
gosavi, diffl, avi, dvimss, gndvi, cigreen, mari, tci, logr, msr670,
wdrvi, grndvi, normnir, varirededge, ctvi, tvi, ndvi, arvi2, mca-
ri, mcari__mtvi2, pvr, tgi, gli, gcc

) vari exg, vari, ngrdi

6 bri bri

7 chlrededge chlrededge

8 ddn ddn, datt4, tc_yvimss

9 ndrdi normg, chlgreen, ndrdi

10 tcari normr, ari, fed, tcari, tcari osavi

11 cvi cvi

12 ccci ccci, maccioni, dattl, lci

13 tpi mecari_osavi, tpi

14 slope slope, roughness, tri

15 cont cont, diss, ent, aspect, hillshade

16 mean mean, std

17 myvi myvi

18 ene homo, asm, ene, ma
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Tabelle 6.16: Kanalzusammensetzung des selektierten multisensoralen Datensatzes und
dessen Kanalrelevanzen fiir die RF-Klassifikation sortiert nach dem GI.

(a) Kanalzusammensetzung.

(b) Kanalrelevanzen.

Nr. Kanal Typ Generiert Nr. Kanal GI
aus Nr. (%)
1 RI1 Rot 1 8 DOM 19,15
2 Gl Griin 2| 25 mean 8,19
3 Bl Blau 3| 14 wvari 7,98
4 G2 Griin 4 9 TH 7,41
5 R2 Rot 51 24 cont 6,45
6 RE Red Edge 6 | 18 ndrdi 5,32
7 NIR Nahes Infrarot 7 5 R2 4,77
8 DOM DOM RGB 8 | 27 ene 4,60
9 TH Thermal 91| 15 bri 4,16
10 osavi2 Spektralindex  MS 10 4 G2 3,74
11 ndre Spektralindex  MS 11 | 13 ndvi 3,57
12 msbi Spektralindex  MS 12 | 12 mshi 3,08
13 ndvi Spektralindex  MS 13 1 R1 3,00
14 vari Spektralindex RGB 14 | 19 tcari 2,85
15  bri Spektralindex  MS 15| 20 cvi 2,597
16 chlrededge Spektralindex MS 16 7 NIR 2,52
17 ddn Spektralindex  MS 17 | 17 ddn 2,26
18 ndrdi Spektralindex  MS 18 6 RE 2,17
19  tcari Spektralindex  MS 19 | 21 ccal 1,85
20 cvi Spektralindex  MS 20 | 26 myvi 1,08
21 ccci Spektralindex  MS 21 | 10 osavi2 0,98
22 tpi Reliefindex DOM 22 | 11 ndre 0,71
23  slope Reliefindex DOM 23 2 Gl 0,69
24 cont Texturindex RGB 24 | 16 chlrededge 0,43
25 mean Texturindex RGB 25 3 B1 0,22
26 myvi Spektralindex  MS 26 | 23 slope 0,13
27 ene Texturindex RGB 27 | 22 tpi 0,11
Summe 100,00
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Tabelle 6.17: Kumulierte Relevanzen (GIs) nach Kanal- und Sensortyp.

(a) Kanaltypweise kumul. Relevanzen (b) Sensorweise kumul. Relevanzen.
Nr. | Sensor Typ GI (%) Nr. | Sensor  GI (%)
1| MS Spektralindizes 28,86 1| MS 42,06
2 | RGB Texturindizes 19,24 2 | RGB 31,14
3 | DOM  Originalkanal 19,15 3 | DOM 19,40
4 | MS Originalkanéle 13,20 4 | TH 7,41
5 | RGB Spektralindizes 7,98
’ S 100,00
6 | TH Originalkanal 7,41 i !
7 | RGB  Originalkanéle 3,91
8 | DOM  Reliefindizes 0,25
Summe 100,00

Erweiterter Datensatz fiir Tribsees (PW) und Karrendorf (CDCW)

Die gleiche Clusterung und Selektion wurde auch fiir PW und CDCW vorgenom-
men, um die Ergebnisse mit denen von PaW zu vergleichen. Alle Tabellen und
Abbildungen sind im Anhang A.9 (Seite 219) angefiigt.

Das Selektionsverfahren ergab eine Kanalzusammensetzung von 32 Kanélen fiir
PW und 26 Kanélen fiir CDCW (Tabelle A.12). Klassifikativ konnte fiir PW noch-
mals eine deutliche Verbesserung erzielt werden von mehr als fiinf Prozent auf eine
OAA von 944 % (kappa = 0,92). Bei CDCW konnte allerdings keine Verbesse-
rung, sondern sogar eine leichte Senkung der Klassifikationsgenauigkeit festgestellt
werden, allerdings um nur 1 % auf eine OAA von 87,5 % (kappa = 0,85).

Die Kanalrelevanzen zeigen wieder deutlich, wie wichtig das DOM ist (Tabellen
A.13 fir PW und A.14 fiir CDCW). Auferdem sind die Texturindizes (ene, std,
cont) wichtiger als spektrale Informationen, was auch bei PaW mit den Indizes
mean, cont und ene der Fall war. Anders als bei PaW, konnte fiir beide Standorte
die Wichtigkeit der RGB-Daten nicht bestitigt werden. Bei PW und CDCW sind
eindeutig die Infrarotkandle (NIR, RE) bzw. deren Spektralindizes (ndvi, ndrdi,
mcari_mtvi2) wichtiger. Wie schon vorher festgestellt, sind auch die Thermaldaten
stets unter den wichtigsten Einzelkanalrelevanzen zu finden.

Die kumulierten Relevanzen nach Sensortyp (Tabellen A.15a und A.16a) zeigen
die enorme Wichtigkeit der multispektralen und der Texturindizes. Sie schieben sich
gemeinsam betrachtet vor die Relevanz des DOM.

In den kumulierten Relevanzen nach Sensortyp (Tabellen A.15b und A.16b) ergibt
sich wie bei PaW, dass die MS-Daten die wichtigsten Informationen zur Unterschei-
dung von Vegetation sind, gefolgt von den RGB-Daten. Bei den RGB-Daten haben
die originalen Farbkanile jedoch kaum einen Anteil am Training des Klassifikators.
Die Hauptinformationen tragen hier die Textur und zu einem kleineren Anteil die
Spektralindizes bei.

"Alle Korrelations- und deren Clustermatrizen sind im Digitalverzeichnis und online in voller
Auflésung zu finden. Der Tabelle A.10 (Seite 219) sind die Speicherorte zu entnehmen.
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6.3 Maschinelles Lernen zur flachenhaften
Ableitung von Pflanzenparametern

Im folgenden Abschnitt werden die Ergebnisse der Regression auf den Marschland-
standorten vorgestellt.

Zunachst erfolgt eine statistische Voranalyse der Messwerte, die im Geldnde ge-
messen wurden. Darauthin werden die finale Zusammenstellung der multisensoralen
Drohnendaten vorgestellt. Hier kam das gleiche Verfahren zur Erstellung eines er-
weiterten multisensoralen Datensatzes zur Anwendung wie im vorherigen Abschnitt
6.2.3 beschrieben. Die Regressionsergebnisse werden in den folgenden Abschnitten
vorgestellt und interpretiert. Dies umfasst die Ergebnisse der PLSR und die Re-
levanz der Kanéle und Sensoren. Im letzten Abschnitt werden weitere Parameter
abgeleitet, die lineare statistische Beziehungen zu den PLSR-Parametern aufweisen.

6.3.1 Statistische Voruntersuchungen zu den
Geldandemessungen

Im diesem Abschnitt werden die im Gelédnde und im Labor gemessenen und berech-
neten Pflanzenparameter statistisch untersucht, um zum einen einen Eindruck von
den Standorten selbst zu bekommen und zum anderen einen Vergleich zwischen BAL
und HOL zu ziehen. Aufserdem sind die statistischen Voruntersuchungen notwendig,
um die Zusammenhénge zwischen den Parametern zu identifizieren, die im spéteren
Verlauf noch bené6tigt werden.

In den Boxplots der folgenden Abbildungen 6.16-6.20 werden die Verteilungen der
Parameter fiir den jeweiligen Standort dargestellt und die beiden Standorte verglei-
chend gegeniibergestellt. Die Boxplots fiir BAL sind hellblau und fiir HOL hellgriin.
Die iiberlagernden Punkte (Schwarmdiagramme) sind die tatséchlichen Messwerte,
die Farben der Punkte stehen fiir die jeweilige Pflanzenart (blau = Bolboschoenus
maritimus, grin = Schoenoplectus tabernaemontani, rot = Phragmites australis,
orange = Phalaris arundinacea), die am jeweiligen Punkt dominant auftrat. Au-
Kerdem sind alle wesentlichen statistischen Kennziffern, wie MW, STD, Minimum,
erstes bis drittes Quartil und Maximum jedes Parameters in den Tabellen A.17
(BAL) und A.18 (HOL) im Anhang A.10 (Seite 229) zu finden.

Die Geldndehohe (Abbildung 6.16) zeigt generell einen Offset der beiden Stand-
orte. Mit grofem Uberschneidungsbereich der Spannweite liegt HOL etwas niedriger
als BAL, obwohl der Standort etwas weiter im Landesinneren liegt. Dies kann un-
terschiedliche Griinde haben. BAL liegt nordexponiert an der Astuaréffnung, was
bedeutet, dass der Wellenschlag durch die Gezeiten hier stirker wirkt als in HOL.
Dadurch wird mehr Material auf die Fléache transportiert und der Wellenschlag treibt
die Marschkante in Richtung des Landes. Aufserdem ist zu beobachten, dass die
Marschkante sich ndher an den Meeresspiegel ausbreitet, je flacher der Uferverlauf
ist. Im Wattbereich von HOL ist stromungsbedingt viel Material angelandet. Ver-
glichen mit BAL ist der Uferverlauf dadurch flacher und die Strémung ruhiger in
HOL. Somit breitet sich die Marsch weiter in Richtung Meeresspiegelniveau aus.

Die Anzahl der Pflanzen (Abbildung 6.17) im Kartierrahmen war sehr unterschied-
lich. Dadurch ist kein klares Muster zu erkennen, was darauf hinweisen konnte, dass
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Abbildung 6.16: Mit RTK-GNSS eingemessene Normalhthen fiir BAL und HOL (BM =
Bolboschoenus maritimus, ST = Schoenoplectus tabernaemontani, PA =
Phragmites australis, PhA = Phalaris arundinacea).
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Abbildung 6.17: Anzahl der Pflanzen im definierten Kartierrahmen von 40 x 40 cm fiir
BAL und HOL.

die Gelandehohe, der Abstand zur Marschkante oder die Pflanzenart keinen Einfluss
auf die Anzahl der Sténgel pro definierte Flache haben. Die statistische Spannweite
ist in BAL grofser. In BAL gibt es Bereiche, in denen Bolboschoenus maritimus und
Phragmites australis sehr viel dichter stehen, als in HOL. In HOL sind die Pflanzen
homogener verteilt. Aufferdem ist zu erkennen, dass es keine klare Differenzierbarkeit
zwischen den Hauptpflanzenarten gibt. Sie sind sehr dispers {iber den Wertebereich
verteilt.

In Abbildung 6.18 werden die Pflanzenhdhen, gemessen im Gelénde und im Labor,
gegeniibergestellt. Generell ist festzustellen, dass die Spannweite der Hohenvertei-
lung in BAL grofer ist, jedoch die Pflanzen in HOL mehrheitlich héher sind. Be-
sonders in der Verteilung der Hohen, gemessen im Geldnde, sind die artenabhéngige
stockwerkartige Hohenverteilung nach Arten, von Schoenoplectus tabernaemontani
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Abbildung 6.18: Im Geldnde (links) und Labor (rechts) gemessene Pflanzenhohen fiir BAL
und HOL.

iiber Bolboschoenus maritimus nach Phragmites australis, sehr gut erkennbar. Dies
gilt jedoch nicht fiir die Labormessungen von HOL. Hier sind die Pflanzenhohen
nicht klar differenzierbar. Im Mittel scheinen die Labormessungen niedriger zu sein,
obwohl die Pflanzen wahrend der Messung auf ihre volle Lénge gezogen wurden.
Fiir die Laboruntersuchungen wurden an jedem Standort zehn Pflanzen geerntet.
Durch die randomisierte Wahl sind wahrscheinlich auch Pflanzen entnommen wur-
den, die nicht représentativ fiir die Bestandshche waren und somit den Durchschnitt
mindern.

Bei den Durchmessern der Sténgel (Abbildung 6.19) fallt zunéchst auf, dass die
Stiangel in HOL systematisch dicker sind als in BAL. Die Sténgel von Phragmites
australis sind in der Regel diinner (groftenteils erster und zweiter Quartilbereich)
als die von Bolboschoenus maritimus und Schoenoplectus tabernaemontani (grofsten-
teils dritter und vierter Quartilbereich). Die Verteilung der Geldndewerte bei BAL
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Abbildung 6.19: Im Geldnde und Labor gemessene Stédngeldurchmesser fiir BAL und HOL.
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Abbildung 6.20: Photosynthetisch aktive Strahlung (PAR) fiir BAL und HOL.

zeigen, dass bei der ersten Gelindekampagne auf Ganzzahlen gerundet wurde, in
HOL wurden die Einzelmessungen dann aber gemittelt.

Die berechneten PAR-Werte (Abbildung 6.20) zeigen abgesehen vom Median keine
grofen Unterschiede. Der Bestand von Bolboschoenus maritimus und Phragmites
australis absorbiert bei beiden Arten vergleichbar viel Strahlung. Die PAR-Werte
von Phragmites australis sind dabei jedoch iiberwiegend unter dem Median. Da die
Bestandsdichte von Schoenoplectus tabernaemontani an der Marschkante nur sehr
gering ist und diese Pflanze kein dichtes oder ausladendes Blatterwerk entwickelt
sind auch die PAR-Werte entsprechend hoch. Viel einkommende Strahlung erreicht
komplett den Boden. Besonders kurzgewachsen und spérlich war Schoenoplectus
tabernaemontani in BAL verteilt (vgl. Abbildungen 3.11b und 3.12a), was sich in
den Werten wiederspiegelt.

In der Abbildung 6.21a ist die ermittelte Frisch- und Trockenmasse pro Pflanze
(oben), sowie die errechnete Frisch- und Trockenmasse pro 40 x 40 cm des Kar-
tierrahmens (unten) dargestellt. Auferdem wurde aus den Pflanzenmassewerten der
Wassergehalt berechnet (Abbildung 6.21b). Zunéchst ist erkennbar, dass die Frisch-
masse der Vegetation in BAL niedriger ist, als in HOL. Dieser Unterschied ist nach
der Trocknung nicht mehr erkennbar, weil die Trockenmassen vergleichbar sind. Die
Wassergehalte, wie auch in der Abbildung 6.21b erkennbar, sind in HOL also hoher.
Besonders in BAL ist gut zu erkennen, dass die Werte von der Pflanzenart abhéngig
sind. Phragmites australis hat beispielsweise die héchsten Frisch- und Trockenmas-
segewichte, jedoch die niedrigsten Wassergehalte. Schoenoplectus tabernaemontani
hat dagegen die niedrigsten Gewichte aber die hochsten Wassergehalte. Der Was-
sergehalt in den Pflanzen steigt demnach vom Marsch-Hinterland zur Marschkante
an.

Als nédchstes wurden die einzelnen Parameter gegeneinander auf statistische Zu-
sammenhénge untersucht. Dafiir wurden die Werte nach Pearson korreliert [FAHR-
MEIR et al. 2016|. Die Korrelationsmatrizen sind in Abbildung A.17 im Anhang A.10
(Seite 229) dargestellt. Aus den Korrelationsmatrizen wurden mithilfe der hierarchi-
schen Clusteranalyse UPGMA |[EVERITT et al. 2011| die Parameter nach der Starke
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Abbildung 6.21: Frisch- und Trockenmasse pro Pflanze (oben) und hochgerechnet auf die
40 x 40 cm des Kartierrahmens (Mitte) und Wassergehalt in % (unten).
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ihres Zusammenhangs geclustert (Abbildung 6.22). Der Wertebereich des Korrela-
tionskoeffizienten reicht von 1 (rot, starker positiver Zusammenhang) tiber 0 (weifs,
kein Zusammenhang) bis hin zu -1 (blau, negativer Zusammenhang).

Hochkorrelative Cluster sind in den Matrizen nur bedingt zu finden. Hohe Korre-
lationen waren zu erwarten bei der Beziehung zwischen Frisch- und Trockenmasse
(BAL: 0,91; HOL 0,69) sowie Trockenmasse und Wassergehalt (BAL: -0,78 ; HOL:
-0,74 ) und zwischen den Messungen der Pflanzenhohe im Geldnde und Labor (BAL:
0.92; HOL: 0,86, Abbildungen 6.23).

Die Regression zwischen PHL und PHG bei BAL zeigt nochmals die drei Wachs-
tumsstockwerke der dominanten Pflanzenarten (Abbildung 6.23a). Der Zusammen-
hang zwischen der Geldnde- und der Labormessung konnte fiir HOL in der Regres-
sion nicht bestétigt werden. Die hohe Streuung der Werte ist deutlich zu erkennen.
Beispielsweise sind in den Labormessungen sehr niedrige Messwerte fiir Phragmites
australis zu sehen (PHL < 100 cm), die jedoch realistischere Messungen im Gelédnde
zeigen (PHG > 200 cm). Das ist ein weiterer Hinweis darauf, dass bei der ran-
domisierten Entnahme von 10 Pflanzen aus dem Kartierrahmen zu kurze Pflanzen
entnommen wurden, die die tatséchliche Bestandshohe nicht richtig abbilden.

Neben den zu erwartenden Korrelationen wurden noch weitere Zusammenhénge
zwischen den Parametern gefunden. Beispielsweise scheint die Geldndehéhe (NHN)
ein Parameter zu sein, der in der Entwicklung der Marschpflanzen eine wichtige
Rolle spielt. Besonders auf dem vergleichsweise steileren Uferanstieg bei BAL sind
Beziehungen zwischen NHN und den Parametern PHL/PHG (0,85/0,82), PDML
(-0,71) und PWG (-0,91) sowie moderate Zusammenhénge zu PTM (0,69) zu finden.

Fiir HOL wurden hohe bis moderate Zusammenhénge von NHN zu PHG (0,83),
PWG (-0,85), PDML (-0,71) und PAR (-0,66) gefunden.

Des weiteren korreliert PWG in BAL mit den Pflanzenhéhen (PHL = -0,89;
PHG = -0,88) und den Trockenmassen (PTM = -0,78; FTM = -0,71).

In HOL korreliert PWG mit Pflanzenhéhen (PHL = -0,72; PHG = -0,86) und der
Trockenmasse pro Pflanze (PTM = -0,74).

Die photosynthetisch aktive Strahlung korrelierte mit den Pflanzenhohen im Ge-
lande auf beiden Standorten moderat negativ (BAL: PHG = -0,69; PHL = -0,68;
HOL: PHG = -0,64).

6.3.2 Partial Least-Squares Regression zur Ableitung von
Pflanzenparametern aus multisensoralen UAS-Daten

Im folgenden Abschnitt werden zunéchst die multisensoralen Datensétze vorgestellt,
die fiir BAL und HOL erstellt wurden. Danach werden die Ergebnisse der PLSR
ausgewertet und fiir hochkorrelative Parameter Karten erstellt. Darauthin erfolgt die
Beurteilung der Relevanz der Kanéle und Sensoren fiir die selektierten Parameter.

Zusammensetzung der multisensoralen Datensitze

Fir BAL und HOL wurde das gleiche Selektionsverfahren genutzt wie fiir PaW
(Abschnitt 6.2.3) um einen erweiterten multisensoralen Datensatz zu generieren, in-
dem hochkorrelative Indexcluster durch einen einzigen prominenten Vertreter ersetzt
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Abbildung 6.22: Geclusterte Korrelationsmatrix und Dendrogramme der gemessenen und

berechneten Parameter aus Geldnde und Labor fiir BAL (6.22a) und HOL
(6.22b; Abkiirzungen siche Tabelle 4.8, Seite 50).
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Abbildung 6.23: Gegeniiberstellung der Messungen der Pflanzenhéhen im Gelédnde und im

Labor fiir BAL und HOL. Die Messwerte sind weiterhin nach dominanter

Pflanzenart unterschieden (BM = Bolboschoenus maritimus, ST = Schoe-

noplectus tabernaemontani, PA = Phragmites australis, PaH = Phalaris

arundinacea)

wurden. Die Korrelations- und Clustermatrizen sind fiir BAL und HOL im Anhang
A.11 (Seite 233) zu finden”. Erneut wurde fiir die dimensionslose Distanz des Clus-
terverfahrens UPGMA der Schwellwert von 1,5 gewéahlt, um Cluster zu bilden und
einen repréasentativen Vertreter zu selektieren. Die Dendrogramme in Abbildung
A.23 (Seite 237) zeigen die Ergebnisse der Clusterung.

Die selektierten Indizes fiir beide Standorte sind in Tabelle 6.18 aufgefiihrt. Da-
mit wurden neben den Hauptdatensidtzen RGB-, MS-, Thermaldaten und dem DOM
16 weitere Indizes fiir BAL (insgesamt 25 Kanéle) und 17 weitere Indizes fiir HOL
(insgesamt 26 Kanile) selektiert. Die finale Zusammensetzung der erweiterten mul-
tisensoralen Datensétze sind in Tabelle A.20 (Seite 238) aufgelistet.

Ergebnisse der PLSR

Die PLSR-Regressionsmodelle wurden nun genutzt um die erweiterten multisensoral-
en Datensétze der beiden Standorte fiir die jeweiligen Parameter vorherzusagen. Die
Ergebnisse der trainierten und kreuzvalidierten Modelle sind in den Tabellen 6.19a
fiir BAL und 6.19b fiir HOL zusammengefasst. Dabei sind Parameter hervorgehoben,
bei denen das Regressionsmodell mehr als 50 % (hohere Bestimmtheitsmafe (r?) als
0,5) der Varianz erkldrt. Diese Parameter sind fiir beide Standorte:

BAL NHN, PHG, PHL, PWG, PAR
HOL NHN, PHG, PWG, PAR.

Die folgenden Karten (Abbildungen 6.24 bis 6.34) zeigen die vorhergesagten Parame-
ter, sowie die Selektion der in der PLSR genutzten Komponenten und die Ergebnisse
der Kreuzvalidierung der Modelle.

"In Tabelle A.19 (Anhang A.11) sind auch die Links zu den digitalen Online-Graphiken aufgefiihrt.
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Tabelle 6.18: Selektierte Indizes aus den hochkorrelativen Index-Clustern.

BAL HOL

Nr.  Index Cluster Nr.  Index Cluster

1 std std 1 std std

2 myvi myvi 2 cccl cccl

3 ene ma, homo, asm, ene 3 dattl maccioni, dattl, lci

4 ndrdi chlrededge, normr, | 4 ene asm, ma, homo, ene
normg, chlgreen,
ndrdi, ddn, datt4, ari,
fe3,

D cccl ccci, maccioni, dattl, | 5 tcari tcari, tcarl osavi,
lci ddn, myvi

6 tc_yvimss tc_yvimss 6 ndrdi ari, datt4, fe3, chlre-

dedge, normr, normg,
chlgreen, ndrdi,

7 tcari tcari, tcari_osavi 7 cont cont, diss, ent

8 vari mcari_osavi, ms- | 8 msbi tcari2, msbi,
bi, tc_ sbimss, vari, tc_sbimss
mecari, ngrdi,

9 ndvi gndvi, grndvi, nor- | 9 ndvi cigreen, mari, osavi2,
mnir, ctvi, tvi, ndvi, cirededge, rededge2,
arvi2, atsavi, vari- ndre, rdvi, gndvi,
rededge, cirededge, grndvi, normnir,
rededge2, ndre, rdvi, varirededge, ctvi,
osavi2, cigreen, mari, tvi, ndvi, arvi2, tci,
exg, gli, gce, pvr, tgi, atsavi, nli, osavil,
avi, dvimss, mgvi, logr, msr670, wdrvi,
mcaril, tc_gvimss, mcari__osavi, mnsi,
diff1, diff2, spvi, mnsi, tc_ nsimss, mcari,
tc_nsimss,  msr670, avi, dvimss, diffl,
nli, logr, osavil, go- diff2, spvi, tc_ gvimss,
savi, wdrvi, tci, sbl, mcaril, mgvi, gosavi,
mcari2, evi2, evi22, savi, sbl, gemi, evi2,
lai, mtvi2, savi, gemi, evi22, lai, mcari2,
msavi msavi, mtvi2, pvr,

meari mtvi2

10 cont cont, diss, ent 10 cvi cvi

11 cvi cvi, tcari2 11 vari vari, ngrdi, tgi, exg,

gli, gce

12 mean mean 12 bri bri, tc__yvimss

13 hillshade hillshade 13 mean mean

14 slope mcari _mtvi2, slope, | 14 hillshade hillshade
roughness, tri

15 bri bri 15 slope tri, roughness, slope

16 tpi aspect, tpi 16 aspect aspect

17 tpi tpi
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Tabelle 6.19: Ergebnisse der kreuzvalidierten PLSR-Modelle fiir BAL und HOL. Markiert
sind die kreuzvalidierten Bestimmtheitsmafe (1%'\/7 die iiber 0,5 erreichten (r%
= Bestimmtheitsmaf des Trainings, n = Anzahl der verfligharen Messwerte,
Komp. = PLSR-Komponenten, die Qualitdtsmafe sind in Abschnitt 5.3.1

beschrieben).
(a) BAL
Parameter | n  Komp. r% I"QCV MSEr MSEcy MAE RMSE RPD
NHN 48 12 0,96 0,90 0,01 0,02 0,54 0,14 3,24
PA 48 3 048 0,18 120,30 191,30 14,78 13,83 1,11
PHG 48 1 083 0,80 483,83 557,68 56,08 23,62 2,26
PHL 48 14 092 0,77 125,20 384,83 44,72 19,62 2,09
PDMG 48 1 020 0,08 2,09 242 140 155 1,04
PDML 48 1 0,36 0,25 1,07 1,25 1,18 1,12 1,16
PFM 48 1 038 0,28 6,61 7,64 3,09 2,76 1,18
PTM 48 2 0,611 049 1,91 2,51 2,09 1,68 1,40
FFM 48 1 043 0,33 16.662,08 19.433,14 158,35 13940 1,22
FTM 48 1 054 045 4.99470 597740 94,75 77,31 1,34
PWG 48 10 094 0,83 10,92 31,45 14,95 561 2,43
PAR 46 16 0,97 0,93 15,25 52,96 22,38 7,28 3,75
(b) HOL
Parameter ‘ n Komp. r% r%v MSEp MSEcy MAE RMSE RPD
NHN 49 14 0,97 0,89 0,01 0,02 0,47 0,14 3,00
PA 49 1 0,07 -0,39 80,18 119,91 7,98 10,95 0,86
PHG 49 6 090 0,73 116,11 324,63 37,85 18,02 1,95
PHL 49 1 040 0,25 452,50 569,60 2596 23,87 1,16
PDMG 49 1 0,33 -0,08 1,88 3,01 1,50 1,73 0,97
PDML 49 1 057 037 1,52 2,25 1,86 1,50 1,27
PFM 49 2 0,20 -0,12 9,86 13,76 3,07 3,71 0,96
PTM 49 1 036 021 1,46 1,79 1,32 1,34 1,14
FFM 49 1 0,14 -0,16 23.091,56 31.129,25 140,62 176,43 0,94
FTM 49 1 024 0,07 214775 2.623,77 4642 51,22 1,05
PWG 49 21 091 0,77 5,80 14,41 8,21 3,80 2,09
PAR 49 25 0,80 0,57 39,77 86,47 13,44 9,30 1,54

Bei beiden Standorten liefert die PLSR eine hohe Genauigkeit der Ableitung der

Gelandehohe in m . NHN (Abbildung 6.24 und 6.25). Die Referenzmessungen stam-
men an den jeweiligen Punkten vom RTK-GNSS. Anhand des Farbverlaufes vom
Watt zur Marsch ist der kontinuierliche Gradient des steigenden Geléndes sehr gut
erkennbar. Die bldulichen Farben représentieren den Bereich, in dem Schoenoplec-
tus tabernaemontant aufwichst. Dies ist die Marschkante, der tiefste Marschbereich.
Darauf folgt ein diffuser Ubergang griiner bis orangefarbener Téne, die dominiert
werden von Bolboschoenus maritimus. Die Mittleres Tidehochwasser (M Thw)-Linie
verlauft in etwa in der Zone, wo die dunklen bis schwarzen Flédchen beginnen, was
gleichzeitig den Ubergang von Bolboschoenus maritimus zu Phragmites australis re-
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Abbildung 6.24: Ergebnisse der PLSR fiir den Parameter Gelandehdhe (NHN) des Stand-
ortes BAL. (a) Vorhergesagte Karte der Geldndehohe in m . NHN. (b)
Anzahl der selektierten PLSR-Komponenten gemessen am mittleren qua-
drierten Fehler (MSE, das rote Kreuz markiert die selektierte Anzahl

mit dem niedrigsten MSE). (c¢) Performanz des kreuzvalidierten PLSR-
Modells.

prasentiert. Oft bildet sich an dieser Linie ein Geldndesprung. Das Ergebnis zeigt,
dass durch die Kombination aus der Geometrie (DOM, Textur) und spektraler In-
formation (Pflanzenart und -eigenschaften) die Geldndehéhe und somit ein DGM
fiir die jeweiligen Untersuchungsgebiete abgeleitet werden kann.

Die Anzahl der PLSR-Komponenten wird in Abhéngigkeit zum MSE der Kreuz-
validierung bestimmt. Im Komponentendiagramm markiert das rote Kreuz die se-
lektierten Komponenten. In Abbildung 6.24b wird beispielsweise Komponente zwolf
mit dem geringsten MSE selektiert. Das bedeutet, dass das Training fiir NHN in
BAL mit zwolf PLSR-Komponenten ein kreuzvalidiertes r? von 0,90 ergab.

Das Performanz-Diagramm (bspw. in Abbildung 6.24c) stellt die gemessenen Wer-
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(a) HOL: Vorhergesagte Karte fiir NHN
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Abbildung 6.25: Ergebnisse der PLSR fiir den Parameter Geldandehohe (NHN) des Stand-
ortes HOL. (a) Vorhergesagte Karte der Geldndehohe in m . NHN. (b)
Anzahl der selektierten PLSR-Komponenten gemessen am mittleren qua-
drierten Fehler (MSE, das rote Kreuz markiert die selektierte Anzahl

mit dem niedrigsten MSE). (c¢) Performanz des kreuzvalidierten PLSR-
Modells.

te vom Gelédnde den in der Kreuzvalidierung vorhergesagten Werten fiir die gleichen
Punkte gegeniiber. Aufgrund des sehr &hnlichen Verlaufes der 1:1-Linie und der Re-
gressionsgerade kann gefolgert werden, dass das Modell die Werte aus der Realitét
gut abbildet. Selbst bei niedrigen bzw. hohen Werten kommt es kaum zu Unter- bzw.
Uberschiitzungen der Gelindehdhen. Der RPD fiir BAL ist mit 3,24 sehr hoch (Ta-
belle 6.19a), was bedeutet, dass der Fehler der vorhergesagten Werte um einen mehr
als dreifachen Faktor weniger streuen, als die Standardabweichung der gemessenen
Geldndehohen. In HOL wurden 14 PLSR-Komponenten genutzt (Abbildung 6.25b).
Der Verlauf des MSE zeigt jedoch, dass der Fehler schon ab Komponente Sechs auf
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einem konstant niedrigen Niveau gewesen ist. Daher ware auch eine Nutzung von
nur sechs Komponenten moglich gewesen. Das Performanz-Diagramm (Abbildung
6.25¢) zeigt, dass die tatséchlich gemessenen Werte in der Kreuzvalidierung sehr
prizise vorhergesagt wurden. Im gesamten Wertebereich kommt es kaum zu Uber-
oder Unterschitzungen, was auch durch ein sehr hohes 1? von 0,89 und einen RPD
von 3,00 bestétigt wird.

Wie schon in den Kapiteln zum Stand der Wissenschaft (Abschnitt 2.2) und in
den okologischen Grundlagen (Abschnitt 3.2) beschrieben, ist die Gelandehohe ein
wichtiger genetischer Parameter und wesentlicher Treiber fiir die Entwicklung der
Vegetation im Marschland. Sie entscheidet iiber die Hohe, Starke und Dauer der tide-
induzierten Uberschwemmungen. HLADIK und ALBER [2012] beschreiben die Rele-
vanz der Gelindehohe fiir das Kiistenmanagement, insbesondere fiir Uberschwem-
mungen/Hochwasser, Gefdhrdungsbewertung fiir die Kiisten und fiir die Modellie-
rung des Meeresspiegelanstieges. Die Haufigkeit und Dauer von tidebedingten Uber-
schwemmungen hat Einfluss auf Muster und Struktur der Vegetation in Marschen:
Hohenunterschiede von weniger als 10 cm kénnen die Verteilung und Produktivitéat
der Pflanzen beeinflussen [ebd.]. Die Autoren zeigen in ihrer Arbeit, dass luftgestiitz-
te LIDAR-Befliegungen, welche groffliachig die genauesten Hohenmodelle liefern, in
Marschen nur unzureichende Ergebnisse zeigen und diskutieren, das andere Wege
gefunden werden miissen, um die Geldndehdhe im Bestand ableiten zu konnen.

Die Abbildungen 6.26, 6.27 und 6.28 zeigen die abgeleiteten Pflanzenh6hen. Die
Farbgebung zeigt den kontinuierlichen Anstieg der Pflanzenhéhe von der Marsch-
kante landeinwérts. Dabei sind die Hohenverldufe zwischen den drei Hauptarten
sprunghaft und zeigen klare Grenzen. Blaue Bereiche markieren die Zone des Wattes
und Schoenoplectus tabernaemontani, blau-griin-gelbe Bereiche Bolboschoenus mari-
timus und orange bis rote Bereiche Phragmites australis. Innerhalb der dominanten
Pflanzenart sind die Verlaufe eher fliekend. Dies wird besonders im blau-griin-gelben
Farbverlauf in der Zone von Bolboschoenus maritimus in HOL sichtbar.

Die beiden Pflanzenhéhen von BAL gemessen im Labor (Abbildung 6.26) und im
Geldnde (Abbildung 6.27) zeigen prinzipiell &hnliche Muster und Spannweiten (Ta-
belle 6.20). Die Verteilung der gemessenen Werte (Abbildung 6.18, Seite 111) sind
vergleichbar mit den vorhergesagten mittleren Werten (Mittelwert, Median, Quarti-
le). Jedoch scheint die PLSR bei der Modellierung von extremen Pixelwerten Proble-
me zu bekommen, so ist ein Maximum von iiber drei Metern in den Labormessungen
genauso unrealistisch wie ein negativer Wert fiir das Minimum der Pflanzenhéhen
vorhergesagt aus den Geldndehohen. Diese Extremwerte konnen jedoch als statis-
tische Ausreifser vernachléssigt werden. Im gesamten Untersuchungsgebiet kommen
Laborhdhen von iiber 2,50 m in nur 40 (0,02 %) von 178.939 Pixeln, negative Werte
bei den GeldndehShen kommen in nur 97 Pixel (0,05 %) vor. Allen Vorhersagen ist
gemein, dass es bei hoheren Werten zu leichten Uberschétzungen und bei niedri-
gen Werten zu Unterschiatzungen kommt. Dies wird in den Performanzdiagrammen
(Abbildungen 6.26¢, 6.27¢c, 6.28¢) sichtbar, weil die Regressionsgerade von der 1:1-
Linie entsprechend abweichen. Besonders ausgepragt ist dieser Sachverhalt bei der
Modellierung der Pflanzenhohen aus dem Geldnde fiir BAL (Abbildung 6.27¢). Die
Punktwolke zeigt geméf der drei Hauptvegetationsarten drei Cluster, wobei die An-
zahl der Messungen fiir die hohen (Phragmites australis) bzw. die niedrigen Werte
(Schoenoplectus tabernaemontani) weniger sind als das Hauptcluster im Zentrum
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(a) BAL: Vorhergesagte Karte fiir PHL
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Abbildung 6.26: Ergebnisse der PLSR fiir den Parameter Pflanzenhohe gemessen im Labor
des Standortes BAL. (a) Vorhergesagte Karte der Pflanzenhéhen in cm.
(b) Anzahl der selektierten PLSR-Komponenten gemessen am mittleren
quadrierten Fehler (MSE, das rote Kreuz markiert die selektierte Anzahl
mit dem niedrigsten MSE). (c¢) Performanz des kreuzvalidierten PLSR-
Modells.

(Bolboschoenus maritimus).

Da die PLSR-Modelle fiir BAL und HOL jeweils robuste Ergebnisse fiir die Ge-
landehohen (PLSR-NHN) und fiir die Pflanzenhthen (PLSR-PHG) zeigten, kénnen
hier Differenzkarten der Pflanzenhohen eine Giite der Modelle zeigen. Dafiir wird
zunéchst die Differenz aus dem DOM (Gelandehthe und Pflanzenbestandshthen)
und der PLSR-NHN-Karten (Geldndehohe) berechnet, um die tatséchlichen Pflan-
zenhohen zu erhalten. Im Anschluss werden die erhaltenen Pflanzenhéhen von den
Pflanzenhdhen aus der PLSR-PHG abgezogen. Im besten Fall sollten die Pixelwerte
der Differenzkarte bei n ull liegen. Abbildung 6.29 zeigt das Resultat dieser Differenz-
bildung. In BAL und in HOL sind grofse Flichen erkennbar, bei der die Differenzbil-

Seite 122 KAPITEL 6. ERGEBNISSE UND DISKUSSION



6.3. ABLEITUNG VON PFLANZENPARAMETERN

(a) BAL: Vorhergesagte Karte fir PHG
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Abbildung 6.27: Ergebnisse der PLSR fiir den Parameter Pflanzenhthe gemessen im Ge-
lande des Standortes BAL. (a) Vorhergesagte Karte der Pflanzenhohen in
cm. (b) Anzahl der selektierten PLSR-Komponenten gemessen am mitt-
leren quadrierten Fehler (MSE, das rote Kreuz markiert die selektierte
Anzahl mit dem niedrigsten MSE). (c¢) Performanz des kreuzvalidierten
PLSR-Modells.

dung tatséchlich griine Pixelwerte nah bei null Zentimeter Hohendifferenz ergaben.
Dies ist ein Hinweis darauf, dass die Ergebnisse beider PLSR-Modellierungen zur
Geléndehdhe und Pflanzenhohe gut funktioniert haben. Trotzdessen sind auch rote
Zonen zu sehen, die auf grofere Unterschiede hinweisen. Bei beiden Standorten sind
das die Ubergangsbereiche von einer Dominanzzone zur néichsten. Dies wird deut-
lich beim Ubergang von Bolboschoenus maritimus zu Phragmites australis in HOL
(Abbildung 6.29b) wo sich eine schwache rote Zone ausbildet. Das kann auferdem
eine Hinweis darauf sein, dass in dieser Ubergangszone, wo die Bestandshéhe von
Phragmites australis erst allméhlich ansteigt, statistisch nicht hinreichend beprobt
wurde. In BAL (Abbildung 6.29a) ist diese Zone auch zu sehen. Jedoch ist in BAL in
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Tabelle 6.20: Deskriptive Statistik der vorhergesagten Pflanzenhdhen gemessen im Labor
und im Gelédnde fiir das gesamte Untersuchungsgebiet in BAL.

Pflanzenhdhe ‘ Labor (cm) Geldnde (cm)
Pixelanzahl 178.939 178.939
Minimum 9,03 -11,32
1. Quartil 92,818 113,26
Mittelwert 121,89 137,58
Median 113,61 143,32
Standardabweichung 45,12 49,09
3. Quartil 162,94 171,53
Maximum 306,96 260,83
Spannweite 301,43 272,15

dieser Zone noch ein weiterer Sachverhalt zu beriicksichtigen. In der Ubergangszone
zwischen Bolboschoenus maritimus und Phragmites australis kommt es zur Lager-
bildung, also zu Zonen, wo vorrangig Bolboschoenus maritimus patch-artig niederge-
driickt ist. Dies konnte durch mangelnde Beprobung von den statistischen Modellen
nicht beriicksichtigt werden und deswegen sind die Fehler hier entsprechend grof.

Des weiteren ist in BAL der Ubergang zwischen Schoenoplectus tabernaemonta-
ni und Bolboschoenus maritimus mit hohen Differenzen verbunden, was ebenfalls
darauf schliefen lisst, dass diese sehr schmale Ubergangszone durch die Feldbepro-
bung nicht abgedeckt wurde. In HOL ist die gesamte Schoenoplectus tabernaemon-
tani-Zone mit hohen Differenzen verbunden, was jedoch eher auf die Wattflachen
zwischen dem sehr lichten Bestand zuriickzufiihren ist, als auf die Modellierung der
Pflanzen selbst. Innerhalb dieses roten Bereiches gibt es griine Bereiche, die auf
die tatsdchlichen Bestédnde der Pflanze hinweisen. Die freien Wattflichen werden
allgemein schlecht modelliert, weil diese in der Feldbeprobung nicht beriicksichtigt
wurden und somit auch nicht in der Modellierung.

Ein statistischer Zusammenhang zwischen der Frisch- bzw. Trockenmasse der
Pflanzen zum Reflexionsspektrum des multisensoralen Datensatzes konnte nicht ge-
funden werden. So zeigen die r’>-Werte der kreuzvalidierten PLSR-Modelle fiir die
Parameter PFM, PTM, FFM sowie FTM keine eindeutigen Muster, sondern sehr
heterogene Ergebnisse zwischen -0,16 bis 0,49 (Tabelle 6.19). Um diese Parameter
zukiinftig besser zu modellieren, sollte das Probedesign verandert werden. Eine ran-
domisierte Entnahme von 10 Pflanzen aus dem Kartierrahmen (40 cm x 40 cm)
scheint nicht ausreichend zu sein, um statistisch valide Ergebnisse zu erzielen. Statt-
dessen sollte der Kartierrahmen zukiinftig komplett abgeerntet werden.

Der Wassergehalt der Pflanzen scheint jedoch in diesem hydrologischen Okosystem
ein fernerkundbarer Parameter zu sein, der aus der Differenz der Frisch- und Tro-
ckenmasse errechnet wird. So erreichte das kreuzvalidierte PLSR-Modell einen 1? von
0,83 fiir BAL und 0,77 fir HOL (Tabelle 6.19). Die Abbildungen 6.30 und 6.31 zei-
gen die Ergebnisse der Vorhersage des Wassergehaltes der Pflanzen. Der Farbverlauf
zeigt bei beiden Standorten, dass der Wassergehalt in den Pflanzen vom Hinterland
Richtung Watt steigt. Auch hier sind wieder die drei Zonen mit den drei Hauptvege-
tationsarten erkennbar. Schoenoplectus tabernaemontani (dunkelblaue Zone) weist
dabei die hochsten Wassergehalte auf, danach kommt Bolboschoenus maritimus
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(a) HOL: Vorhergesagte Karte fiir PHG
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Abbildung 6.28: Ergebnisse der PLSR fiir den Parameter Pflanzenhthe gemessen im Ge-
ldnde des Standortes HOL. (a) Vorhergesagte Karte der Pflanzenhohen in
cm. (b) Anzahl der selektierten PLSR-Komponenten gemessen am mitt-
leren quadrierten Fehler (MSE, das rote Kreuz markiert die selektierte
Anzahl mit dem niedrigsten MSE). (c¢) Performanz des kreuzvalidierten
PLSR-Modells.

(hellblau griinlich), dann Phragmites australis (gelb-griinlich/gelb). Wie schon in
den Messwerten ersichtlich war (Abbildung 6.21b) gibt es einen systematischen Un-
terschied im Wassergehalt zwischen den Standorten BAL und HOL. Der Wasser-
gehalt in den Pflanzen ist in HOL systematisch hoher als in BAL. Dies wird auch
in den modellierten Daten ersichtlich. Fir Tabelle 6.21 und Abbildung 6.32 wurden
aus den drei Hauptvegetationszonen beider Standorte jeweils randomisiert Pixel fiir
den Wassergehalt ausgewahlt und statistisch aufbereitet. Anhand der Boxplots ist
gut zu erkennen, dass die drei Hauptvegetationsarten anhand der Wassergehalte
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(a) BAL: Differenz der Pflanzenhdhen
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(b) HOL: Differenz der Pflanzenhthen

Differenz der Pflanzenhdhen

(DOM - PLSR-NHN) - PLSR-PHG

0075965

cm

-100
-75
-50
-25

0
25
50
75

100

A

CRS: UTM32N / WGS 84
EPSG: 32632

0005965

|
006+965

1
524600

524400 524500

Abbildung 6.29: Differenzkarten zwischen den Pflanzenhéhen, die sich aus der Differenz
des DOM und der Geldndehohe (PLSR-NHN) ergaben, und der Pflan-
zenhohenkarte (PLSR-PHG). Griine Werte sind niedrige, blaue sind hohe
negative und rote sind hohe positive Differenzen.

sehr gut unterscheidbar sind. Fiir die Werte von Schoenoplectus tabernaemontani in
HOL wurden durch die PLSR am oberen Ende der Verteilung Werte tiber 100 %
modelliert, was physikalisch nicht moglich ist. Dies ist ein Hinweis darauf, dass auf-
grund der geringen Zahl an Beprobungspunkten in dieser Zone nicht der gesamte
Wertebereich abgedeckt wurde. Dies gilt auch fiir einige Maximalwerte in der Zone
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(a) BAL: Vorhergesagte Karte fiir PWG
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Abbildung 6.30: Ergebnisse der PLSR fiir den Parameter Wassergehalt der Pflanzen des
Standortes BAL. (a) Vorhergesagte Karte des Wassergehalts der Pflanzen
in %. (b) Anzahl der selektierten PLSR-Komponenten gemessen am mitt-
leren quadrierten Fehler (MSE, das rote Kreuz markiert die selektierte

Anzahl mit dem niedrigsten MSE). (c¢) Performanz des kreuzvalidierten
PLSR-Modells.

von Phragmites australis.

Der letzte Parameter, der sehr hohe bis moderate kreuzvalidierte r2-Werte von
0,93 (BAL) und 0,57 (HOL) erreichte, ist die photosynthetisch aktive Strahlung
(PAR). Die Abbildungen 6.33 (BAL) und 6.34 (HOL) zeigen jedoch, dass die PAR-
Werte innerhalb der Pflanzenbesténde zu einem Grofsteil nicht gut differenzierbar
sind. Der lichte Bestand am wattnahen Schoenoplectus tabernaemontani-Giirtel ist
gut erkennbar, jedoch scheinen dann die Bestédnde von Bolboschoenus maritimus
und Phragmites australis so dicht zu sein, dass die PAR-Werte schnell aufséttigen.
Dieser Sachverhalt wird bestétigt durch die Performanzdiagramme (Abbildungen
6.30c und 6.31c). Die hohen Regressionswerte kommen nur zustande durch die hohen
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(a) HOL: Vorhergesagte Karte fiir PWG

Wassergehalt (%)
50
60
70
80
90

A

CRS: UTM32N / WGS 84
EPSG: 32632

0 25 50 m

1
524400 524500 524600

(b) Selektierte PLSR-Komponenten (¢) Performanz des PLSR-Modells

PLSR MSE vs. Komponenten
! ! ! ! p ! ! T T T T PWGI T T T
Regressionsgerade °
gl (CV:074 )
25+ 48 1:1-Linie
; e Messwerte '
w L » ]
n g 70
= 20F 1 3
£ 60 1
3]
o
15 E
50 :
0 5 10 15 20 25 50 55 60 65 70 75 80 85

Anzahl von PLS-Komponenten vorhergesagte Werte

Abbildung 6.31: Ergebnisse der PLSR fiir den Parameter Wassergehalt der Pflanzen des
Standortes HOL. (a) Vorhergesagte Karte des Wassergehalts der Pflanzen
in %. (b) Anzahl der selektierten PLSR-Komponenten gemessen am mitt-
leren quadrierten Fehler (MSE, das rote Kreuz markiert die selektierte
Anzahl mit dem niedrigsten MSE). (c¢) Performanz des kreuzvalidierten
PLSR-Modells.

PAR-Werte aus dem Schoenoplectus tabernaemontani-Bestand. Die restlichen Werte
bilden eine dispers streuende Punktwolke nahe am Koordinatenursprung respektive
im unteren Bereich der PAR-Werte.
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Abbildung 6.32: Vergleich der Wassergehalte der drei Zonen der dominanten Pflanzenarten
(ST = Schoenoplectus tabernaemontani, BM = Bolboschoenus maritimus,
PA = Phragmites australis) pro Standort. Die Selektion der Pixel erfolg-
te randomisiert innerhalb der jeweiligen Zone und stellt somit nicht die

Gesamtanzahl dar.

Tabelle 6.21: Vergleich der Wassergehalte der drei Zonen der dominanten Pflanzenarten
(ST = Schoenoplectus tabernaemontani, BM = Bolboschoenus maritimus, PA
= Phragmites australis). Die Selektion der Pixel erfolge randomisiert inner-
halb der jeweiligen Zone und stellt somit nicht die Gesamtanzahl dar.

‘BAL ‘HOL

ST BM PA ST BM PA
Pixelanzahl 6965 6965
Minimum 65.4 49.5 26.3 43.5 37.2 1.7
1. Quartil 76.3 589 349 | 858 70.8 582
Mitterlwert 780 614 395| 93.0 726 609
Standardabweichung | 2.6 34 6.3 | 122 3.1 5.4
Median 783 616 38.7| 929 725 617
3. Quartil 79.8 64.2 42.7 | 100.5 744 64.1
Maximum 87.6 75.3 584 | 145.0 94.0 103.2
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(a) BAL: Vorhergesagte Karte fiir PAR

Photosyn. aktive Strahlung (%)
0

25

50

75

100

A

CRS: UTM32N / WGS 84

EPSG: 32632
0 25 50m
| —
504500 S ] 504700
(b) Selektierte PLSR-Komponenten (¢) Performanz des PLSR-Modells
PLSR MSE vs. Komponenten PAR
T T T T T 100 E T T T |.
Regressionsgerade
140 T T r?(CV): 0.93
£ 80F  1.1Linie
120 1 é’ e Messwerte
m 60
£ 100F 1 £
= 2 40t
80F . =
[}
o 20t
60 .
1 1 1 1 1 ot .’n I I I I [
0 5 10 15 20 25 0 20 40 60 80 100
Anzahl von PLS-Komponenten vorhergesagte Werte

Abbildung 6.33: Ergebnisse der PLSR fiir den Parameter photosynthetisch aktive Strah-
lung des Standortes BAL. (a) Vorhergesagte Karte der photosynthetisch
aktiven Strahlung in %. (b) Anzahl der selektierten PLSR-Komponenten
gemessen am mittleren quadrierten Fehler (MSE, das rote Kreuz mar-
kiert die selektierte Anzahl mit dem niedrigsten MSE). (c¢) Performanz
des kreuzvalidierten PLSR-Modells.
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Abbildung 6.34: Ergebnisse der PLSR fiir den Parameter photosynthetisch aktive Strah-
lung des Standortes HOL. (a) Vorhergesagte Karte der photosynthetisch
aktiven Strahlung in %. (b) Anzahl der selektierten PLSR-Komponenten
gemessen am mittleren quadrierten Fehler (MSE, das rote Kreuz mar-
kiert die selektierte Anzahl mit dem niedrigsten MSE). (c¢) Performanz
des kreuzvalidierten PLSR-Modells.
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Relevanzen der Kanale

Im Folgenden werden die Kanalrelevanzen zusammengetragen. Dafiir wurde im Py-
thonskript eine Funktion geschrieben, die fiir jeden Kanal die Relevanz V' I P ausgibt
und die Werte im Anschluss in prozentuale Angaben umrechnet. Fiir jeden Para-
meter bzw. fiir jedes PLSR-Modell wurde so der Einfluss jedes einzelnen Kanals
und danach die sensorweise kumulierten Relevanzen berechnet. Bei der folgenden
Betrachtung werden nur die selektierten Parameter beriicksichtigt, die schon im
vorherigen Abschnitt als Karte dargestellt wurden und in der PLSR ein hoheres r?
als 0,5 aufwiesen.

Die Abbildung 6.35 zeigt alle prozentualen Relevanzen der Parameter NHN, PHL,
PHG, PWG und PAR fiir BAL sowie NHN, PHG, PWG und PAR fiir HOL. Im An-
hang A.11 (Seite 233) sind die Werte der Einzelkanile absteigend sortiert nach Rele-
vanz nochmals tabellarisch zusammengefasst fiir BAL in Tabelle A.21 und fiir HOL
in Tabelle A.22. Die sortierten Einzelkanal-Relevanzen zeigen in BAL (Abbildung
6.35a) fiir die Parameter NHN, PHL, PHG und PWG klare und vergleichbare Mus-
ter. Die grau hinterlegten Bereiche sind die Kanéle mit den hochsten Relevanzen.
Der Parameter PAR, der schon in den vorherigen Betrachtungen niedrige statistische
Robustheit aufwies, zeigt auch hier differente Ergebnisse.

Wie im Klassifikationsteil, ist das DOM bzw. die Oberflichenstruktur bei allen
Parametern (aufser bei PAR) die wesentliche Variable zur Generierung eines statis-
tischen Modells. Das heifst, dass die unterschiedlichen Vegetationshohen, trotz des
leicht aber kontinuierlich ansteigenden Geldndes der wichtigste Treiber beim Trai-
ning des Algorithmus ist. Dicht gefolgt wird das DOM meist von Infrarotinformation,
entweder von den reinen Spektralkandlen NIR und RE oder von Spektralkanélen, wo
dieser Bereich mit einfliefst, wie der ndrdi, tc_ yvimss oder ccci. Die beiden Indizes
ndrdi und ccci sind normalisierte Differenzen aus den Kanélen des Infrarotbereiches
und dem sichtbaren Bereich. Der Index tc_yvimss ist ein Index aus der Tasseled
Cap Transformation, einer Methode die alle Kanéle einbezieht und nach bestimm-
ten Regeln transformiert [JONES und VAUGHAN 2010]. Der tc_yvimss ist hier der
sogenannte Yellowness Index. Zwei weitere Indizes die bei jeder Regression obere
Rénge belegen sind aus den RGB-Daten berechnet worden, der Texturindex Energy
(ene) und der Spektralindex vari.

Die restlichen Texturindizes zeigen systematisch niedrigere Relevanzen, besonders
Contrast (cont). Auch die originalen RGB-Kanéle befinden sich stets im unteren
Drittel. Aufserdem sind die Reliefindizes, vergleichbar zum Klassifikationsteil, eher
moderat bis wenig wichtig.

Vergleichbare Ergebnisse wurden auch fiir HOL erzielt (Abbildung 6.35b und Ta-
belle A.22 im Anhang A.11). Bei HOL ist die Relevanz des DOM im Vergleich zu
BAL noch deutlicher. Die Ergebnisse fiir PAR weichen auch hier wieder erheblich
ab von den Parametern NHN, PHG und PWG und werden aufgrund der statistisch
schwachen Ergebnisse nicht weiter betrachtet. Nach dem DOM folgen grofitenteils
die MS-Kanéle RE und NIR oder die daraus generierten spektralen Indizes dattl,
msbi und ndrdi. In diesem Bereich ist auch wieder der RGB-Index vari sowie die
Texturindizes Energy (ene) und mean angesiedelt. Auferdem sind, wie fiir BAL, die
Reliefindizes und die reinen RGB-Kanile von untergeordneter Bedeutung fiir die
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Abbildung 6.35: Relevanz der einzelnen Kanile der erweiterten multisensoralen Datensétze
fiir (a) BAL und (b) HOL und die jeweilig selektierten Parameter. Die grau
hinterlegten Bereiche heben die wichtigsten Kanéle hervor.

Generierung der Regressionsmodelle. Im Unterschied zu BAL ist der Texturindex
cont (Contrast) auch im oberen Drittel der Relevanzen zu finden.

Die Abbildung 6.36 zeigt die kumulierten Relevanzen nach dem Kanaltyp und
dem jeweiligen Sensor fiir jede der Parameter fiir beide Standorte. Die Relevanz der
einzelnen Kanal- bzw. Datentypen verhalt sich grofitenteils, bis auf eine Ausnahme
gleich. Kumuliert sind die Texturindizes bei HOL wichtiger als die multispektra-
len Originalkanéle: Beide Datentypen scheinen aber grundsétzlich wichtig zu sein.
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Abbildung 6.36: Kumulierte Relevanzen nach Kanaltyp fiir (a) BAL und (b) HOL (Orig
= Originalkanile, Spek = Spektralindex, Tex = Texturindex, Rel = Re-
liefindex).

Ansonsten sind die kumulierten multispektralen Indizes die wichtigsten Informati-
onsquellen um die PLSR fiir die gewéhlten Parameter zu verwenden. Aufserdem ist
auffillig, dass der originale DOM-Kanal im Vergleich zu den kumulierten Kanélen
unwichtiger wird und jetzt sogar die Reliefindizes wichtiger sind. Es muss jedoch
berticksichtigt werden, dass der einzelne Kanal in dieser Betrachtung konkurriert
mit einer kumulierten Vielzahl von anderen Kanélen und fiir sich allein gesehen
weiterhin beachtlichen Informationsgehalt aufweist.
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Die sensorweise kumulierten Werte (Tabelle A.25, Seite 242) zeigen ein eindeutiges
Ergebnis. Der MS-Sensor liefert mit rund 50 % die wichtigsten Informationen fiir
die Regressionen, gefolgt vom RGB-Sensor, DOM und den Thermaldaten. Da das
DOM theoretisch aus allen der drei Sensoren berechnet werden konnte, wird dies
auch hier gesondert aufgefiihrt.

6.3.3 Ableitung weiterer Karten mittels linearer Regression
aus den PLSR-Karten

Auf Basis der statistischen Voruntersuchungen (Abschnitt 6.3.1) und der Ergeb-
nisse der PLSR (Abschnitt 6.3.2) kann nun gepriift werden, ob weitere Parameter
abgeleitet werden konnen

Beispielsweise hat die statistische Voruntersuchung ergeben, dass in BAL die Kor-
relation von NHN mit den Parametern PHL (r = 0,85), PHG (r = 0,82), PTM (r =
0,69), FTM (r = 0,62), PWG (r = -0,91) und PDML (r = -0,71) moderate bis hohe
Zusammenhéange aufweisen (Abbildung 6.22a, 115). Auch in HOL zeigte NHN mode-
rate bis hohe Korrelationen (Abbildung 6.22b, Seite 115) mit den Parametern PHG
(r=0,83), PWG (r =-0,85), PDML (r = -0,71) und PAR (r = -0,66). Die Abbildung-
en 6.37 (BAL) und 6.38 (HOL) zeigen die lineare Regression dieser Parameter. Da
die PLSR-Modelle statistisch robuste Vorhersagen der Gelindehohe (NHN) erlau-
ben, kann diese Vorhersage genutzt werden um die genannten Parameter flichenhaft
abzuleiten. Die Bestimmtheitsmafe (r?) der NHN-Regressionen zeigen fiir BAL mo-
derate Zusammenhénge zwischen den Pflanzenhéhen (Abbildungen 6.37a und 6.37b)
und einen hohen Zusammenhang zum Wassergehalt (Abbildung 6.37¢) der Pflanzen.
Da diese schon mithilfe der PLSR selbst abgeleitet werden konnten, wird auf deren
Ubertragung mittels linearer Regression verzichtet.

Der Zusammenhang zwischen NHN und dem Stédngeldurchmesser (PDML, Ab-
bildung 6.37f) sowie der Trockenmassen pro Pflanze (PTM, Abbildung 6.37c) sinkt
auf ein Niveau, in der die Regressionsgerade nur noch die Hélfte der Varianz oder
weniger erkldrt. Da die Regressionen trotzdem hoch signifikant sind (p = 0,000),
kann trotzdem der erklarte Anteil von NHN auf diese Parameter abgeleitet werden.

In HOL zeigt sich das gleiche Muster (Abbildung 6.38). Die schon in iiber die
PLSR abgeleiteten Karten fiir PHG und PWG zeigen auch hohe lineare Zusammen-
hiinge zu NHN. Das ermittelte Bestimmtheitsmaf (r?) fiir die Stdngeldurchmesser
(PDML) ist mit 0,5 vergleichbar mit dem Ergebnis von BAL. Die schwache Re-
prasentation der PAR-Werte durch eine lineare Regression fiir den Parameter PAR
zeigt die Abbildung 6.38d. Hier ldsst sich eher eine exponentielle Funktion durch die
Punktwolke legen, was bedeutet, dass PAR im lichten, niedrigliegenden Bestand von
Schoenoplectus tabernaemontani zundchst hohe Werte hat, jedoch dann sehr rasch
aufsittigt in dichteren, hoherliegenden Besténden. Im geséttigten Bereich ist dann
keine Differenzierung mehr moglich.

Neben NHN korrelieren auch Parameter mit PWG, was auch mittels der PLSR
sehr robust abgeleitet werden konnte. In BAL sind das die Pflanzenhéhen (PHL:
r = -0,89, PHG: r = -0,88) und die Trockenmassen (PTM: r = -0,78, FTM: r =
-0,71). Die Regression der Pflanzenhéhen (Abbildung 6.39a und 6.39b) unterstrei-
chen nochmals die Unterschiede zwischen den drei dominanten Hauptvegetations-
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Abbildung 6.37: Regressionen zwischen NHN und ausgewéhlten Parametern fiir BAL.

typen. Die hohen Phragmites australis-Bestande sind trockener als Bolboschoenus
maritimus und Schoenoplectus tabernaemontani. Dasselbe Bild ergibt sich bei der
Regression von PWG mit der Trockenmasse PTM und FTM, wo hohere Pflanzen
ein hoheres Trockenmassegewicht aufweisen (Abbildung 6.39¢ und 6.39d).

In HOL korreliert PWG mit Pflanzenhohen (PHL: r = -0,72, PHG: r = -0,86) und
der Trockenmasse pro Pflanze (PTM: r = -0,74). Die Regressionen in Abbildung 6.40
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Abbildung 6.38: Regressionen zwischen NHN und ausgewéhlten Parametern fiir HOL.

zeigen erhohte Streuung und Unsicherheiten in den hohen Messwerten von PHG,
PHL und PTM. Daraus sollte jedoch nicht geschlossen werden, dass diese hohen
Werte statistische Ausreifter sind. Fiir diese Pflanzenbesténde, vor allem Phragmites
australis, existieren im Vergleich zu Bolboschoenus maritimus zu wenige Messpunkte
um das Modell robuster zu generieren.

Die Pflanzenhdhen zeigten moderate bis hohe statistische Beziehungen zu Pflan-
zenmassen (Abbildung 6.22, Seite 115), besonders bei BAL. Die Pflanzenhohe korre-
lierten mit den Frischmassen PFM (PHL: r = 0,77, PHG: r = 0,72) und FFM (PHL:
r = 0,7, PHG: r = 0,66). Die Regression (Abbildung 6.41) zwischen den Pflanzen-
hohen und der Frischmasse zeigt, dass besonders die hohen Werte des Phragmites
australis-Bestandes stark streuen. Die Regressionsmodelle sind alle hochsignifikant
und erkldren in etwa die Halfte der Varianz. Das robusteste Modell ist dabei die
Regression zwischen PHL und PFM (Abbildung 6.41b), mit einem r? von 0,6.

Die Trockenmassen PTM (PHL: r = 0,89, PHG: r = 0,84) und FTM (PHL: r =
0,79, PHG: r = 0,75) weisen hohere statistische Zusammenhénge mit den Pflanzen-
hohen auf als die Frischmassen. Die Regressionen (Abbildung 6.42) zeigen dhnliche
Muster mit hoher Streuung in den hohen Werten wie bei den Frischmassen, jedoch
streuen sie im Mittel 10 bis 20 % weniger. Das robusteste Modell ist auch hier die
Regression zwischen PHL und PTM (Abbildung 6.42c), mit einem r? von 0,79.
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Abbildung 6.39: Regressionen zwischen PWG und anderen Parametern in BAL

Es wurden auch weitere Korrelationen zwischen den Parametern gefunden, deren
lineare Regressionen als Abbildungen im Anhang A.10 (Seite 229) zu finden sind.
Die photosynthetisch aktive Strahlung korrelierte mit den Pflanzenhohen im Gelén-
de auf beiden Standorten moderat negativ (BAL: PHG = -0,69; PHL = -0,68; HOL:
PHG = -0,64, Abbildung A.18). Auch die Beziehung zwischen PAR und Pflanzen-
hohe ist nicht linear, sondern exponentiell. Dies bedeutet, dass die Strahlung, die
bis zum Boden gelangt exponentiell mit steigender Pflanzenhohe, bzw. hier eher
Bestandsdichte, abnimmt. In den Punktwolken von BAL (Abbildung A.18a und
A.18Db) ist deutlich zu erkennen, dass grofe pflanzenartenabhingige Messliicken be-
stehen zwischen dem dichten Bestand von Bolboschoenus maritimus und dem sehr
lichten Bestand von Schoenoplectus tabernaemontani. In HOL (Abbildung A.18c)
ist der Ubergang dieser beiden Besténde nicht so deutlich. Aukerdem zeigt der Be-
reich mit hohen PAR-Werten, dass es nicht nur lichte Bestdnde von Schoenoplectus
tabernaemontani, sondern auch von Bolboschoenus maritimus gibt.

Aus den gezeigten Regressionen werden im folgenden Schritt die robustesten Mo-
delle selektiert um die jeweiligen Parameter auf die Flache zu iibertragen. Nach
Sichtung der Ergebnisse der linearen Regressionen konnen fiir BAL fiinf weitere
Parameter, fiir HOL zwei weitere Parameter abgeleitet werden. Welche Parameter
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Abbildung 6.40: Regressionen zwischen PWG und anderen Parametern in HOL

das sind und aus welchen PLSR-Karten diese generiert werden, wird in Tabelle
6.22 zusammengefasst. Fiir das Projekt TIBASS ist unter anderen der Parameter
Stangeldurchmesser ein zentraler Faktor, um die Wellenreduktion durch Pflanzen
zu modellieren. Der durchschnittliche Stédngeldurchmesser fiir die drei Hauptpflan-

Tabelle 6.22: Selektierte Parameter die mithilfe der Regressionsgerade (Abb. = Abbil-
dung)) auf die jeweilige PLSR-~Karte iibertragen werden.

ableitbarer Parameter lin. Regression Abb. | aus
Code Parameter r? Gleichung PLSR
PDML  Sténgeldurchmesser (Labor) 0,51 y=-1,97x + 7,58 6.37f | NHN
PTM Trockenmasse pro Pflanze 0,79 y = 0,05x -2,24 6.42d | PHL
PTM Trockenmasse pro Pflanze 0,61 y=-0,13x + 10,55 6.39c | PWG
BAL | FTM Trockenmasse pro 40 x 40 cm 0,63 y = 2,02x — 97,48 6.42b | PHL
FTM Trockenmasse pro 40 x 40 cm 0,50 y =-5,37Tx + 442,69 6.39d | PWG
PFM Frischmasse pro Pflanze 0,60 y = 0,06x + 0,09 6.41d | PHL
FFM Trockenmasse pro 40 x 40 cm 0,49 y = 2,91x -42,28 6.41b | PHL
HOL PDML  Sténgeldurchmesser (Labor) 0,50 y =-3,23x + 9,90 6.38c | NHN
PTM Trockenmasse pro Pflanze 0,54 y=-0,14x + 14,04 6.40c | PWG
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Abbildung 6.41: Regressionen zwischen Pflanzenhthen und Frischmassen fiir BAL.

zenzonen wurde mithilfe des linearen Zusammenhangs zur Gelandehohe fiir beide
Standorte abgeleitet (Abbildung 6.44).

Die Ergebnisse der Vorhersagekarten entsprechen den im Geldnde beobachteten
und in der Literatur diskutierten Sachverhalten, dass die Stdngeldicke mit abneh-
menden Abstand zum Wasser zunimmt, was als Anpassung an Wellenschlag in-
terpretiert wird [ENGELS 2010; TEMMERMAN et al. 2013; HEUNER 2016; SILINSKI
etal. 2018]. Die jeweiligen Performanzdiagramme stellen die beobachteten bzw. im
Geléinde gemessenen Werte den final modellierten Werten gegeniiber. Da die FEr-
gebnisse der linearen Zusammenhénge zwischen PDML und NHN (BAL und HOL
Abbildung 6.37f und 6.38¢) jeweils nur ein r? von 0,5 erreichten und auch die PLSR
ebenfalls statistische Unsicherheiten aufwiesen, sind Anteile der erkldrten Varianz
fiir die Vorhersage entsprechend niedrig. Jedoch sind die Regressionen hoch signi-
fikant. Das heifst, dass der erkldrte Anteil statistisch abgesichert ist. Bei beiden
Standorten werden die hohen Werte iiberschétzt und die niedrigen unterschétzt.

Ahnliche Ergebnisse mit teilweise hoheren Bestimmtheitsmafen ergeben sich auch
fiir die anderen Parameter. Eine weitere mafgebliche Rolle bei der Modellierung
der Wellenreduktion natiirlicher Okosysteme spielt die Biomasse. Dabei sollte die
Kombination aus der Frisch- und Trockenmasse und der Anzahl der Stédngel auf
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Abbildung 6.42: Regressionen zwischen Pflanzenhéhen und Trockenmassen fiir BAL.

40 x 40 cm Fldche eine Biomasseerhebung und Vorhersage fiir die gesamte Beflie-
gungsflache ermoglichen. Da jedoch die Stangelanzahl keine statistisch sicheren Zu-
sammenhénge zu irgendeinem der anderen gemessenen Parameter zeigte, ist auch
die Hochrechnung auf die Flache nur sehr begrenzt moglich. Die durchschnittliche
Trockenmasse der Pflanzen an jedem Punkt hatte jedoch einen moderaten Zusam-
menhang zum Wassergehalt und zur Pflanzenhohe. Daher wurde zunéchst der Was-
sergehalt der Pflanzen, der fiir beide Standorte als PLSR-Karte vorlag, genutzt um
die Trockenmasse pro Pflanze herzuleiten (Abbildung 6.45). Die Ergebnisse spie-
geln die im Gelédnde gewonnenen Erkenntnisse wider, dass mit steigendem Abstand
zum Wasser der Wassergehalt sinkt und die Trockenmasse steigt. Auch hier kommt
es wiederum zur Uberschitzung von hohen und zur Unterschitzung von niedrigen
Werten.

Fiir BAL konnte auch die Pflanzenhohe (gemessen im Labor) genutzt werden um
die mittlere Trockenmasse pro Pflanze abzuleiten (Abbildung 6.46). Jedoch gibt es
Bolboschoenus maritimus-Zonen an der Grenze zu Phragmites australis, wo sich die
Pflanzen gelegt haben. Da diese sich auch auf die Vorhersagekarte der Pflanzenhohe
auswirken, représentieren diese Zonen falsche Werte. Daher ist die Vorhersage der
Trockenmasse aus dem Wassergehalt der Pflanzen als statistisch robuster einzuschét-
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(a) Trockenmasse pro Pflanze (b) Trockenmasse pro Pflanze
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Abbildung 6.43: Regressionen zwischen Pflanzenhthen und Pflanzenmassen fiir HOL.

zen. Die Abbildungen 6.47 und 6.48 zeigen weitere Biomassekarten fiir BAL, deren
statistische Sicherheiten vergleichbar sind mit den schon vorgestellten Ergebnissen.
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(a) BAL: Stangeldurchmesser

(b) BAL: Performanzdiagramm
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Abbildung 6.44: Ergebnisse der linearen Regression fiir den Parameter Stangeldurchmesser
in mm fiir BAL und HOL abgeleitet aus der Geldndehohe (PLSR-NHN).
(a) und (c) sind die vorhergesagten Karten, (b) und (d) die Performanz-
diagramme der jeweiligen Modelle fiir BAL und HOL.
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(a) BAL: Trockenmasse pro Pflanze

(b) BAL: Performanzdiagramm
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Abbildung 6.45: Ergebnisse der linearen Regression fiir den Parameter Trockenmasse in g
pro Pflanze fiir BAL und HOL abgeleitet aus dem Wassergehalt (PLSR-
PWG). (a) und (c) sind die vorhergesagten Karten, (b) und (d) die Per-
formanzdiagramme der jeweiligen Modelle fiir BAL und HOL.
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(a) BAL: Trockenmasse pro Pflanze

(b) BAL: Performanzdiagramm
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Abbildung 6.46: Ergebnisse der linearen Regression fiir den Parameter Trockenmasse in g
pro Pflanze fiir BAL und HOL abgeleitet aus der Pflanzenhéhe (PLSR-
PHL). (a) ist die vorhergesagte Karte und (b) die Performanz des Modells.
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(a) BAL: Trockenmasse pro 40 x 40 cm

(b) Performanzdiagramm
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Abbildung 6.47: Ergebnisse der linearen Regression fiir den Parameter Trockenmasse in
g pro 40 x 40 cm fiir BAL abgeleitet (a) aus dem Wassergehalt (PLSR-
PWG) und (c) aus den Pflanzenhohen (PLSR-PHL). (b) und (d) sind die
Performanzdiagramme der Modelle.
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(a) BAL: Frischmasse pro Pflanze

(b) Performanzdiagramm
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Abbildung 6.48: Ergebnisse der linearen Regression fiir die Parameter Frischmasse (a) in
g pro Pflanze und (c¢) in g pro 40 x 40 cm fiir BAL abgeleitet aus der
Pflanzenhéhe (PLSR-PHL). (b) und (d) sind die Performanzdiagramme
der Modelle.
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6.4 Synoptische Auswertung der Kanalrelevanzen

Im Abschnitt 6.2 wurden die Kanalrelevanzen fiir die Klassifikations- und im Ab-
schnitt 6.3 fiir die Regressionsergebnisse gezeigt. In diesem Abschnitt werden diese
Ergebnisse nochmals gemeinsam gegeniibergestellt um eine generelle Ableitung der
Relevanz der Kanéle und der Sensoren des erweiterten multisensoralen Ansatzes zu
evaluieren. Tabelle 6.23 tragt alle Werte fiir die Kanalrelevanzen fiir zehn Untersu-
chungen (drei Klassifikationen und sieben Regressionen) zusammen. Dabei wurden
die PLSR-Ergebnisse fiir die photosynthetisch aktive Strahlung (PAR) fiir BAL und
HOL aufgrund ihrer statistischen Unsicherheit verworfen. Wenn kein Wert in der Ta-
belle zu finden ist, wurde der jeweilige Index bzw. das dafiir stellvertretende Index-
cluster durch das Clusterverfahren nicht selektiert. Tabelle 6.24 ist eine statistische
Zusammenfassung der Tabelle 6.23. Sie ist nach dem Mittelwert sortiert.

In dieser zusammenfassenden Betrachtung zeigt sich die Dominanz des DOM fiir
die Relevanz bei den verwendeten Klassifikations- und Regressionsverfahren. Bei den
aufsummierten prozentualen Relevanzen ist das DOM um den Faktor 1,8 wichtiger
als der zweitwichtigste Kanal. BENDIG et al. [2015] bestétigen in einem landwirt-
schaftlichen und ZHANG et al. [2015] im urbanen Kontext den hohen Informations-
gehalt vom DOM.

An zweiter Position der relevantesten Kaniile folgt der Texturparameter ene ( Ener-
gy). Dieser steht bei allen Untersuchungen stellvertretend fiir ein Cluster bestehend
aus den Texturindizes asm (Angular Second Moment), ene (Energy), homo (omo-
geneity) und ma (Mazimum). Somit stehen an den beiden wichtigsten Stellen zwei
Variablen, welche die Geometrie der Vegetationsbestédnde beschreiben.

Auf den Réngen drei bis neun folgen spektrale Kanéle. Zunéchst ist der Index
ndrdi der drittwichtigste Kanal iiberhaupt und der wichtigste Spektralindex. Be-
rechnet wird er aus der normalisierten Differenz zwischen der Reflexion des griinen
Lichtes (G2 des MS-Sensors) und dem Ubergangsbereich zwischen rotem und infra-
roten Bereich (dem Red Edge, RE des MS-Sensors):

ndrdi — \PRE— PG2) (6.5)
(PrRE + pc2)

Dass der Bereich des infraroten Lichtes des elektromagnetischen Spektrums beson-
ders wichtig fiir die vorliegenden Vegetationsuntersuchungen war, wird auch daran
sichtbar, dass die beiden reinen Reflexionskanéle des MS-Sensors RE und NIR an
vierter und fiinfter Stelle der Relevanz der Kanile stehen. Auch BEIJMA et al. [2014]
bestéitigen diesen Sachverhalt bei der Klassifikation von Vegetation in Feuchtgebie-
ten. In ihrer Untersuchung testen sie zwar die Relevanz von SAR-Daten, die auf-
grund ihrer texturalen Information ein hohes Potential haben sollten, kommen aber
zu dem Schluss, dass das DOM und multispektrale Indizes den grofsten Einfluss auf
die Klassifikation haben.

Ein weiterer wichtiger Index ist der tc_ yvimss, generiert aus der Tasseled Cap
Transformation, an siebenter Stelle, der alle Kanéle des MS-Sensors berticksichtigt
und wie folgt transformiert:

te_yvimss = —0,8990q9 + 0,428prs + 0,076prr — 0,041pN1R (6.6)
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Tabelle 6.23: Kanalrelevanzen (%) zusammengefasst und alphabetisch sortiert nach Kanal-

name.
Klassifikation Regression

Kanal HOL BAL

PW CDCW - PaW NHN PHG PWG | NHN PHL PHG PWG
ari 3.63
aspect 1.38 1.83 2.30
B1 0.43 2.50 0.22 | 2.02 253 2.65 | 232 220 2.32 2.16
bri 0.87 4.16 177 1.72 1.63 | 427 168 1.07 2.14
ccci 1.28 144 1.85 | 4.87 4.62 3.19 | 489 561 6.53 5.25
chlgreen 1.10 1.80  0.43
chlrededge 0.41
cont 8.72 528  6.45 | 5.06 4.75 4.74 1.89 1.61 042 1.39
cvi 1.99 257 | 440 4.14 421 | 390 392 3.62 3.32
dattl 1.40 5.07 5.65 5.82
ddn 2.26
DOM 26.69 15.06 19.15 | 7.94 8.23 8.21 7.14 731 7.70 7.50
ene 10.32 9.82 460 | 553 5.4 392 | 494 535 5.73 5.16
exg 0.42
Gl 0.37 0.62 0.69 | 3.53 3.64 346 | 3.84 3.07 212 3.32
G2 0.67 4.03 374 | 197 228 224 | 232 172 0.17 1.82
gndvi 1.17
hillshade 0.46 2.14  3.25 247 | 321 369 3.65 3.87
lai 3.32
mcari_mtvi2 | 4.79
mcari_osavi 3.62
mean 8.19 | 4.69 4.37 4.51 2.65 230 1.99 1.88
msbi 0.85 3.08 | 530 4.99 4.93
myvi 0.93 3.82 1.08 3.06 3.20 237 3.61
ndrdi 4.56 532 | 5.12 5.10 4.86 | 6.14 6.44 7.29 6.58
ndre 0.43 1.99 0.71
ndvi 3.64 3.94 357 | 279 265 346 | 480 5.05 5.22 5.16
NIR 1.43 7.76 252 | 6.00 4.86 520 | 6.19 6.45 749 6.51
osavi 0.98
osavi2 0.71
R1 0.45 0.42 3.00 | 298 299 285 | 271 1.7 0.31 2.12
R2 0.88 1.58 477 | 1.73 248 288 | 291 386 4.59 3.39
RE 1.19 6.78 217 | 524 4.20 4.75 | 6.13 6.33 7.29 6.37
slope 0.98 2.06 013 | 2.08 3.75 346 | 290 3.65 3.60 3.47
std 9.22 6.48 3.50 2.96 330 | 421 330 3.15 3.78
tc_yvimss 2.62 2.72 4.88 566 6.68 5.29
teari 2.79 2.69 285 | 517 4.07 4.56 | 3.82 3.22 3.08 3.49
TH 4.63 6.41 741 | 3.00 3.40 3.02 | 396 447 4.95 4.38
tpi 0.50 0.66 0.11 173 1.94 2.77 | 218 292 265 2.51
vari 2.58 2.12 798 | 498 4.45 4.60 | 4.75 522 6.01 5.51
Summe 100 100 100 100 100 100 100 100 100 100
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Tabelle 6.24: Statistische Zusammenfassung der Kanalrelevanzen (%) sortiert nach dem

Mittelwert.

Nr. Kanal Anzahl Summe Min MW STD Median Max
1 DOM 10 12492 7.14 1149 6.69 8.07 26.69
2 ene 10 70.50 3.92 6.05 218 5.25 10.32
3 ndrdi 9 60.41 4.56 571 093 5.32 7.29
4 NIR 10 64.42 143 544 204 6.10 7.76
5 RE 10 60.45 1.19 5.05 2.02 5.68 7.29
6 vari 10 58.22 2.12 4.82 1.65 4.87 7.98
7 tc_yvimss 6 33.86 2.62 4.64 1.64 5.09 6.68
8 TH 10 55.62 3.00 4.56 142 4.42 7.41
9 dattl 4 21.95 1.40 449 209 5.36 5.82

10 std 9 48.90 296 4.43 2.09 3.50 9.22
11 cont 10 50.30 0.42 4.03 2.62 4.74 8.72
12 ndvi 10 50.28 2.65 4.03 097 3.79 5.22
13 ccci 10 49.53 1.28 395 1.88 4.75 6.53
14 msbi 5 24.15 0.85 3.83 1.88 4.93 5.30
15 mean 8 38.59 1.88 3.82 212 3.51 8.19
16 tcari 10 45.75 2.69 3.58 0.83 3.36 5.17
17 cvi 9 41.08 1.99 3.56 0.81 3.90 4.40
18 R2 10 39.06 0.88 291 1.29 2.89 4.77
19 hillshade 8 30.74 0.46 2.84 1.14 3.23 3.87
20 slope 10 36.08 0.13 261 1.26 3.18 3.75
21 myvi 7 25.08 0.93 258 1.17 3.06 3.82
22 Gl 10 34.66 0.37 2.47 140 3.20 3.84
23 bri 9 28.32 0.87 2.15 1.23 1.72 4.27
24 G2 10 30.96 0.17 210 1.18 2.11 4.03
25 RI1 10 29.59 0.31 1.96 1.15 2.42 3.00
26 Bl 10 29.36 0.22 194 087 2.26 2.65
27 aspect 3 8.50 1.38 1.83 046 1.83 2.30
28  tpi 10 27.98 0.11 1.80 1.02 2.06 2.92
29 chlgreen 3 6.33 0.43 1.11 0.69 1.10 1.80
30 ndre 3 6.12 0.43 1.04 083 0.71 1.99
31 ari 1 4.63
32 chlrededge 1 1.41
33 ddn 1 3.26
34 exg 1 1.42
35  gndvi 1 2.17
36 lai 1 4.32
37 mcari_mtvi2 1 5.79
38 mecari_ osavi 1 4.62
39 osavi 1 1.98
40 osavi2 1 1.71
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Der Index wurde eher alleinstehend selektiert oder hatte eine sehr heterogene Zu-
sammensetzung von wenigen anderen Indizes, die wahrscheinlich eher zuféllig hoch
korrelierten.

Die Spektralindex vari ist ein Spektralindex, der aus dem RGB-Daten berechnet
wurde:

(pc1 — pr1) (6.7)
(pc1 + pr1 — pB1)
Dieser Index ist in der finalen Auswertung sechstwichtigster Kanal und wurde bei
allen Untersuchungen selektiert. Er steht stellvertretend fiir eher diverse Cluster,
wobei neben anderen vor allem der ngrdi und der exg in diesen Clustern zu finden
sind, die ebenfalls aus den RGB-Daten berechnet werden:

vart =

(pc1 — pr1)

(pc1 + pr1) (6.8)

ngrdi =

exg = 2pc1 — (pr1 + pp1) (6.9)

Auch die reinen Thermaldaten sind unter den wichtigsten zehn Kanélen auf Platz
acht. Dieser Datentyp reiht sich in die gleiche mittlere Relevanz ein wie etwa der
vari und tc_ yvimss.

Nach den zehn wichtigsten Kanélen reihen sich zundchst noch zwei weitere Textu-
rindizes (std, cont) ein. Erst auf Rang zwolf folgt der Spektralindex ndvi, der in der
fernerkundlichen Fachliteratur der am meisten verwendete Index fiir Vegetations-
analysen ist. Die weit verbreitete Nutzung dieses Indexes wird unterstrichen durch
die Groke des Clusters, dass er bei allen Analysen vertritt. Die Indizes in diesem
Cluster konnen als Derivate bezeichnet werden, die jedoch prinzipiell die gleiche
Aussagekraft haben. In der vorliegenden Arbeit war das ndvi-Cluster bei allen Un-
tersuchungen, aufer bei PW, stets das Grofte (PW: 11 Indizes, CDCW: 39 Indizes,
PaW: 43 Indizes, BAL: 47 Indizes, HOL: 46 Indizes).
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7 Zusammenfassung und Ausblick

Die vorliegende Arbeit zeigt den Mehrwert von multisensoralen UAS-Daten gegen-
iiber herkommlichen Interpolations- und klassischen Fernerkundungsmethoden, um
okologische, flichenhafte Themenkomplexe in Feuchtegebiete klassifikativ und re-
gressiv zu untersuchen. Die zu Beginn aufgeworfenen Fragen wurden untersucht und
deren Ergebnisse sollen hier in den folgenden Abschnitten zusammengefasst werden:

1. Welches Potential hat die Fusion verschiedener Sensoren zu einem
multisensoralen UAS-Datensatz fiir das Monitoring in schiitzenswer-
ten Feuchtgebieten ...

a) ...bei der Klassifikation von feingliedrigen komplexen Strukturen von
Pflanzengesellschaften in Niedermooren?

b) ...bei der Regression bzw. Ableitung von Parametern fiir die Beurteilung
der Widerstandsfahigkeit von Pflanzen in tide-beeinflussten Marschlan-
dern gegeniiber Wellenschlag und Sturmfluten?

2. Welche Daten bzw. Eingangsvariablen sind die relevantesten fiir die
Beantwortung der vorgestellten Themenkomplexe ...

a) ...hinsichtlich der drei eingesetzten Sensortypen?

b) ... hinsichtlich abgeleiteter Produkte aus den Originaldatenséitzen der
drei Sensoren?

3. Reichen die Daten eines Sensors aus oder werden erst durch die
Fusion verschiedener Datentypen sinnvolle und zufriedenstellende
Ergebnisse erreicht?

7.1 Potential multisensoraler UAS-Daten fiir das
Monitoring in Feuchtgebieten

7.1.1 Klassifikation von Mooren

Der erste Hauptteil der Arbeit befasste sich mit der Klassifikation von Vegetati-
onsbestanden auf wiedervernassten Niedermooren. Dafiir wurde ein einfacher mul-
tisensoraler Datensatz klassifiziert. Hochauflosende RGB-Daten wurden mit multi-
spektralen und thermalen Daten kombiniert. Dariiber hinaus wurden fiinf spektrale
Indizes sowie das DOM als Indikator fiir die Pflanzenhohe genutzt. Zur Klassifizie-
rung des multisensoralen Stacks und zur Analyse der Bedeutung der verschiedenen
Variablen wurde ein Random Forest-Klassifikator (RF) aus dem maschinellen Ler-
nen eingesetzt. Der RF hat sich als robuster Klassifikator von hochkomplexen Daten
erwiesen.
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In der Arbeit wurde zunéchst der Vegetationsbestand eines wiedervernassten Moo-
res (PW) klassifiziert. Die patch-artige Struktur des Bestandes wurde in der Klassifi-
kation sehr préizise abgebildet. Auch die heterogenen Zonen, in denen nur schwer eine
Pflanzenart als dominant festgelegt werden konnte, spiegelte die pixelweise Klassifi-
kation realistisch wider. Fiir die elf Klassen von PW, darunter allein neun Vegetati-
onsklassen, wurde eine Gesamtgenauigkeit der RF-Klassifikation von beinahe 90 %
(OAA = 89,3 %) erreicht. Verglichen mit bisherigen Ergebnissen aus der Literatur
und unter Beriicksichtigung der Anzahl der Arten, ist diese Qualitdt des Ergeb-
nisses fiir eine monotemporale Klassifikation als besonders hochwertig zu erachten.
Auch die Einzelklassengenauigkeiten erreichten grofstenteils sehr hohe Prézision. Bei
zwei Klassen (Juncus und Glyceria) waren die Einzelgenauigkeiten auf einem eher
niedrigen Niveau, was bei deren Anteil an der Gesamtfliache jedoch grofstenteils ver-
nachléssigbar ist.

Parallel dazu wurde ein Standort untersucht, an dem eine wiedervernésste Fléiche
unmittelbar angrenzt an eine noch in Nutzung befindliche entwésserte Fléche. Das
Kiisteniiberflutungsmoor CDCW hat einen eingedeichten und einen ausgedeichten
Bereich, welche zusammen in einer Klassifikation behandelt wurden. Die Dichoto-
mie des Standortes kam in der Klassifikation sehr deutlich heraus. Auf diesem Weg
liefsen sich die Unterschiede schnell und gut erfassen. Die trockenere Seite (CD) war
dominiert von Deschampsia cespitosa, Calamagrostis epigejos und Juncus effusus,
die episodische iiberflutete Flache von Agrostis stolonifera, Festuca rubra und Ely-
mus repens. Wobei Agrostis stolonifera auch auf der trockenen Seite auftrat, aber
dominant nur in einer feuchteren Senke. Festuca rubra und Elymus repens schien
mikrorelief-bedingt auf hoheren und somit etwas trockeneren Bereichen im nassen
Bereich dominant aufzutreten. Die Klassifikationsgenauigkeit war auch auf CDCW
bei fast 90 % (OAA = 88,3 %). Die Genauigkeiten in der Einzelklassenbetrachtung
waren durchgehend hoch. Die beiden Klassifikationen und deren Ergebnisse, sowie
Implikationen fiir die Zukunft wurden veréffentlicht in BEYER et al. [2019b].

Als drittes wurde die Artenzusammensetzung eines Kiistenversumpfungsmoores
(PaW) klassifiziert. Dieser Standort war stark von der Sommerdiirre 2018 betroffen.
Daher wurde ein Pre- und Post-Diirrevergleich durchgefiihrt, um festzustellen, wel-
chen Einfluss dieses Extremereignis auf die Zusammensetzung des Pflanzenbestan-
des hatte. Als Pre-Diirre-Klassifikation wurde eine Arbeit von KOCH etal. [2017]
herangezogen, indem der seit Wiedervernédssung quasi-stabile Zustand der Nieder-
moorflache untersucht wurde. Die Flache war ganzjahrig iiberschwemmt mit einem
grofsen Anteil offener Wasserflichen und die Zusammensetzung der Vegetation war
stabil dominiert von Phragmites australis, Bolboschoenus maritimus und Schoeno-
plectus tabernaemontani, sowie sekundar von Carex acutiformis, Carex riparia und
Juncus effusus. Die Diirre, beginnend im Friihling 2018, hatte erstmals seit Wie-
dervernédssung zur Folge, dass der Wasserspiegel unter die Geldndeoberkante sank.
Die Post-Diirre-Klassifikation zeigte, dass die nun trockengefallenen, nicht von Ve-
getation bewachsenen Flachen komplett von zwei neuen Arten erobert wurden, Te-
phroseris palustris und Ranunculus sceleratus. Beide Arten traten vor der Diirre
nicht dominant auf. Die Implikationen und eine interpretative Verkniipfung dieses
Sachverhaltes mit Treibhausgasemissionen sind veroffentlicht als Preprint in BEYER
et al. [2020] und befinden sich derzeit in der finalen Bearbeitung zur Veroffentlichung
(Stand: 09.11.2020). Die RF-Klassifikation erreichte mit 95,7 % eine sehr préazise
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Gesamtgenauigkeit und auch die Einzelqualitat der sieben Klassen war, bis auf die
Produzentengenauigkeit der Mischklasse Schoeno/Bolbo, bei allen nahezu 100 %.

In einer Zusatzstudie sollte der einfache multisensorale Datensatz um zusétzliche
Indizes und Indextypen erweitert werden, um das gesamte fernerkundliche Reper-
toire auszuschopfen und somit neue bzw. andere Informationsquellen zu untersuchen.
Dafiir wurden am Beispiel von PaW 91 weitere Indizes bestehend aus spektralen,
Textur- und Reliefindizes berechnet. Da eine sehr grofse Anzahl dieser Indizes jedoch
untereinander hoch-korrelative Zusammenhéange zeigten, wurde eine Variablenselek-
tion auf Basis eines hierarchischen Clusterverfahrens durchgefiihrt. Das Ergebnis
war ein erweiterter multisensoraler Datensatz, der spektrale und geometrische In-
formation miteinander verbindet. Die Klassifikationen wurden dadurch fiir PaW auf
97,8 % und PW auf 94,4 % verbessert. CDCW blieb die Klassifikationsgenauigkeit
auf dem gleichen Niveau, verschlechterte sich jedoch um 0,7 %.

Fiir den klassifikativen Teil wurde hier anhand von drei Szenarien und Anwen-
dungsbeispielen gezeigt, dass multisensorale UAS-Daten ein grofses Potential ha-
ben, die Zusammensetzung dominanter Pflanzengesellschaften auf wiedervernassten
Niedermooren zu erfassen. Da der Erfolg der Wiederverndssung und die Entwick-
lung dieses neuen Okosystems ein langwieriger Prozess ist, der im besten Fall durch
ein regelméfiges Monitoring untersucht werden sollte, sind diese Untersuchungen
nur der erste Schritt. Jedoch ist dieser Schritt ein nicht-invasiver, zeitlich wieder-
holbarer, objektiver und flichenhafter Ansatz, der das sensible und klimarelevante
Okosystem schiitzt. Die Fernerkundung erhebt nicht den Anspruch, die regelméfigen
Feldbegehungen zu ersetzen. Ein regelméfiges Neukalibrieren der Trainings- und Va-
lidierungsdaten ist wichtig, um eine hohe Qualitat der Kartierung zu gewéahrleisten.
Jedoch kann zum einen die Frequenz von invasiven Feldbegehungen gesenkt werden.
Zum anderen ist diese Art der Kartierung préziser als der Status quo, wo bspw. fiir
eine amtliche Biotopkartierung gelernte Kartierer aus menschlicher Blickhche grofse
Fldachen abschéatzen oder zeitintensive, punkthafte, botanische Pflanzenzahlungen
auf grofe Flachen interpoliert werden miissen.

7.1.2 Regression in Marschen

Der zweite Hauptteil der Arbeit befasste sich mit der Ableitung von Pflanzenpara-
metern aus dem multisensoralen UAS-Datensatzes fiir zwei Marschland-Okosysteme
im Brackwasserbereich der Tideelbe. Dafiir wurde direkt der erweiterte multisenso-
rale Datensatz fiir beide Standorte (BAL und HOL) so generiert, wie im vorher-
gehenden Abschnitt beschrieben. Zur Findung eines statistischen Zusammenhangs
zwischen den im Geldnde und im Labor gemessenen punkthaften Parametern und
den fernerkundlichen multiplen Pixelwerten des multisensoralen Datensatzes wurde
ein Verfahren aus dem Bereich den ML genutzt, die Partial Least-Squares Regression
(PLSR). Sie gilt fiir im Bereich der regressiven Analysen von Fernerkundungsdaten
als besonders robust.

Fiir die beiden Untersuchungsgebiete wurden an jeweils 50 Standorten die Para-
meter Gelindehohe, Anzahl der Pflanzen auf 0,16 m?2, mittlere Pflanzenhohe, mitt-
lerer Stédngeldurchmesser, sowie die photosynthetisch aktive Strahlung im Gelédnde
gemessen. Des Weiteren wurden zehn reprasentative Pflanzen randomisiert aus dem
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Messrahmen entnommen und im Labor nochmals die mittlere Pflanzenh6he und die
mittleren Stdngeldurchmesser vermessen und gewogen um die Frisch- und Trocken-
masse, sowie den Wassergehalt zu ermitteln. Im Anschluss wurden mittels der PLSR
die statistischen Zusammenhénge dieser Parameter zum multisensoralen Datensatz
ermittelt. Bei beiden Standorten wurde die gleiche Beziehung identifiziert. Es kénnen
mit dieser Herangehensweise statistisch robuste Aussagen iiber die Geldndehohe, der
Pflanzenhshen und den Wassergehalt der Pflanzen des Okosystem Marsch getroffen
werden. Dies ist insofern eine wichtige Erkenntnis, weil in der aktuellen Fachliteratur
besonders die Geldndehohe als wesentlicher Treiber des Pflanzenwachstums disku-
tiert wird und ein wichtiger Indikator fiir die Dauer und Intensitidt der tide- und
schiffsverkehrbedingten Wellen ist. Komplementar geben Pflanzenhéhe und Was-
sergehalt Aufschluss iiber den Gkologischen Zustand des Okosystems. Ein weiterer
Parameter, die photosynthetisch aktive Strahlung, wurde zwar auch als statistisch
gutes Modell ausgegeben, lieferte aber aufgrund der schnellen Aufsédttigung wenig
nutzbare Information.

Auf Basis der gefundenen PLSR-Modelle wurden weitere Parameter abgeleitet. In
einer statistischen Voruntersuchung wurde dafiir ermittelt, welchen linearen Zusam-
menhang die gemessenen Parameter untereinander haben, um im néchsten Schritt
die gefundenen linearen Modelle auf die PLSR-Karten zu iibertragen. Hier gab es
zwischen beiden Standorten grofere Unterschiede. Fiir BAL konnten fiinf Parame-
ter (Stdngeldurchmesser aus der Gelandehohe, Trockenmasse pro Pflanze und pro
0,16 m? aus Pflanzenhhe oder Wassergehalte und Frischmasse pro Pflanze und pro
0,16 m? aus Pflanzenhche) und fiir HOL zwei Parameter (Stdngeldurchmesser aus
der Geldandehohe, Trockenmasse pro Pflanze aus Pflanzenhthe) abgeleitet werden.
Allgemein lésst sich festhalten, dass auf beiden Standorten die mittleren Stidngel-
durchmesser und die mittlere Trockenmasse pro Pflanze abgeleitet werden konnten,
dass jedoch die Aussagekraft der Modelle nur moderat ist, durch den indirekten
Weg der Ableitung. Die vorgestellten linearen Modelle erklarten zwar nur die Halfte
der erklirten Varianz (r*: 0,37-0,68), waren aber alle statistisch hoch signifikant.
Nichtsdestotrotz sind die beiden Parameter Stdngeldurchmesser und Trockenmasse
essentiell, fiir die Beurteilung des Okosystems Marsch. Die Sténgel der Pflanzen sind
an der Marschkante dick und elastisch und werden Richtung Hinterland diinn und
plastisch. Diese Muster der Sténgeldurchmesser waren in den abgeleiteten Karten
sehr gut zu erkennen. Marschland wird wissenschaftlich als eine der Schliissellsun-
gen natur-basierter Mafnahmen gegen den Klimawandel, Wetterverdanderungen und
dem steigenden Meeresspiegel diskutiert. Die Trockenmasse des Pflanzenbestandes
gestattet eine Aussage iiber die Dichte des Bestandes und deren Wirkung gegen Wel-
len und Sturmfluten. Das macht diesen Parameter neben den Stangeldurchmesser
und der Gelindehohe zu zentralen Faktoren, um diese Okosysteme zu untersuchen
und den multisensoralen Ansatz zu einer gewinnbringenden Bewertungsmethode fiir
Marschland als natiirlichen Kiistenschutz.

Natiirlich lassen sich diese Regressionsmodelle (vor allem zur Geldndehohe) nicht
auf andere Standorte iibertragen und miissten fiir jeden Standort neu modelliert
bzw. trainiert werden. Im Vergleich zum Status quo, entsteht jedoch ein eindeu-
tiger Mehrwert fiir die Nutzung multisensoraler UAS-Daten. Beispielsweise finden
jedes Jahr zeit-, personal-, kosten- und flichenintensive Messkampagnen statt um
die Tideelbe zu monitoren und deren Entwicklung zu bewerten. Diese Feldbegehun-

Seite 156 KAPITEL 7. ZUSAMMENFASSUNG UND AUSBLICK



7.2. KANAL- UND SENSORRELEVANZ DER MULTISENSORALEN
UAS-DATEN

gen haben stets einen invasiven Impakt auf das Okosystem. Anstelle dieser Praxis,
kénnten mit der vorgestellten Methodik an mehreren représentativen Dauerbeob-
achtungsflichen mit trainierten PLSR-Modellen an festen phénologischen Zeitpunk-
ten jedes Jahr nicht-invasive Befliegungen durchgefithrt werden um den aktuellen
Okologischen Zustand zu erfassen und auszuwerten. Bezugnehmend auf die erste
Forschungsfrage, kann konstatiert werden, dass in der Analyse von multisensoralen
UAS-Daten ein grofes Potential liegt, Feuchtgebiete flichenhaft zu bewerten und
deren Entwicklung zeitlich zu iiberwachen. Vor allem verglichen mit dem Status quo
entstehen hier Chancen, den Monitoringprozess arbeits-, zeit- und kostentechnisch
zu optimieren.

7.2 Kanal- und Sensorrelevanz der multisensoralen
UAS-Daten fiir das Monitoring in
Feuchtgebieten

Neben den 6kologisch-anwendungsorientierten Ergebnissen, die im vorherigen Ab-
schnitt zusammengefasst wurden, hatte diese Arbeit noch den zweiten fernerkundlich-
methodischen Fokus. Im klassischen Feld der satellitengestiitzten Fernerkundung in
Feuchtgebieten lag bisher der Fokus (siehe Abschnitt 2) hauptséchlich in der Nut-
zung des optischen Bereiches (sichtbares Licht und kurzwelliges Infrarot). Die Nut-
zung geometrischer bzw. struktureller und textureller Datentypen sind im Vergleich
dazu eher marginal. Sie beschranken sich auf Tests mit SAR-Daten und Texturindi-
zes abgeleitet aus optischen Daten. UAS-Daten bieten hier, neben ihrer sehr hohen
rdumlichen Auflésung, einen echten Mehrwert, weil sie aufgrund des photogramme-
trischen Prozesses neben den klassischen Produkten des optischen Spektrums auch
das DOM liefern. Dies war der Ausgangspunkt fiir die Idee der vorliegenden Arbeit,
den tatsdchlichen Mehrwert dieses Produktes zu beziffern.

Parallel zu den eigentlichen Ergebnissen, haben die beiden verwendeten Algorith-
men (RF und PLSR) den Vorteil, dass sie die Relevanz der Eingangsvariablen, bzw.
die Kanéle des multisensoralen Datensatzes, mathematisch bewerten. Beim RF ge-
schieht dies iiber die Berechnung der Entropie mithilfe des Gini-Index, bei der PLSR
wird die VIP (Average Variable Importance in the Projection) mithilfe der Loadings
und Scores berechnet. Somit kann in beiden Algorithmen das Differenzierungspo-
tential eines jeden Kanals im multisensoralen Datensatz berechnet werden.

Alle Klassifikationen und Regressionen wurden dieser Relevanzberechnung unter-
zogen. Die Ergebnisse lieferten ein eindeutiges Ergebnis. Schon bei den ersten drei
Klassifikationen mit dem zunéchst einfachen multisensoralen Datensatz war eine
klare Dominanz des DOM zu erkennen. So hatte in PW das DOM eine Relevanz
von fast 40 % zur Unterscheidung der elf Klassen (davon neun Klassen griine Ve-
getation). Alle anderen Kanile waren weit abgeschlagen mit unter 10 %. In PaW
sank die Relevanz des DOM zwar um 10 %, war im Vergleich zum néchsten Ka-
nal (Thermalkanal) trotzdem noch um den Faktor drei wichtiger. In CDCW sank
der GI nochmals auf 20 % und den Faktor zwei zum zweitwichtigsten Kanal. Die
naheliegendste Erklarung dafiir ist die Verteilung der verschiedenen Pflanzenhohen
innerhalb der Gebiete. So ist die hochste Differenz innerhalb der Arten auf PW zu

KAPITEL 7. ZUSAMMENFASSUNG UND AUSBLICK Seite 157



7.2. KANAL- UND SENSORRELEVANZ DER MULTISENSORALEN
UAS-DATEN

finden, wo niedrige Carer spec. zusammen auftraten mit hoheren Phragmites aus-
tralis-Bestédnden und noch hoéheren Saliz Spec. (Weiden). Auf PaW waren ebenso
Carex spec. und Phragmites australis an beiden Enden des Hohenspektrums zu fin-
den, jedoch keine Baumbesténde. Die niedrigsten Hohenunterschiede innerhalb der
vorkommenden Pflanzenarten waren auf CDCW zu finden.

Des Weiteren war der Thermalkanal in der Rangordnung der Kanalrelevanzen
stets wichtig. So nahm er bei PW und PaW den Platz direkt hinter dem DOM
ein, bei CDCW den Dritten. Visuell ist festzustellen, dass hohere Bestinde kélter
sind als Niedrige. Somit konnte die Interpretation die gleiche sein wie beim DOM,
dass diese Daten die Hohenschichtung der Vegetation abbilden. Ein mathemati-
scher Beweis konnte jedoch diesen Sachverhalt nicht bestétigen. Trotzdem ist davon
auszugehen, dass dieser Zusammenhang ansatzweise vorhanden ist und der niedri-
gere Informationsgehalt eher durch die niedrige Qualitdt der Thermaldaten selbst
zu erklaren ist. Der langwellige infrarote Bereich ist gepragt von niedriger Energie
und die Herausforderung fiir die Sensoren ist noch grofer (als im optischen Be-
reich), das eigentliche Signal vom Rauschen zu trennen [MEMIS 2007|. Daher ist
anzunehmen, dass es einen Zusammenhang zwischen Pflanzenhche und Oberflachen-
temperatur von Pflanzenbestédnden gibt, der jedoch geddmpft wird, vom niedrigen
Signal-Rausch-Verhéltnis der Thermalkamera.

Nach dem DOM und den Thermaldaten kommen die klassischen Fernerkundungs-
kanale, die in der Literatur schon breit diskutiert wurden und die auch in der vorlie-
genden Arbeit zeigten, dass der spektrale Bereich des Nahen Infrarots unverzichtbar
ist fiir Vegetationsanalysen. So zeigten die Ergebnisse, das die Infrarotkanéle und
Indizes, die aus diesem Bereich berechnet werden, die hochsten Relevanzen besitzen.
Die Informationen aus dem sichtbaren Bereich waren die Kanéle mit den niedrigs-
ten Relevanzen. Dies dnderte sich jedoch ein wenig, wenn der Pflanzenbestand sich
schon in einer seneszenten Phase befand, was fiir grofte Teile in PaW galt. Auf-
grund fehlender photosynthetischer Aktivitit war hier zu erkennen, dass daraufhin
Farbunterschiede im sichtbaren Bereich an Relevanz gewinnen.

Die Einzelkanalbetrachtung ist zwar wichtig, um die einzelnen Datentypen und
Spektralbereich zu untersuchen, jedoch werden diese Kanéle nicht von einzelnen Sen-
soren, bzw. Kamerasystemen aufgenommen. Daher wurden die Einzelkanalrelevan-
zen auch sensorweise kumuliert, um einen Uberblick zu erhalten, welcher Sensor den
héchsten Informationsgehalt besitzt. Da das DOM theoretisch aus allen drei Senso-
ren generiert werden konnte, wurde es weiterhin als Einzelkanal behandelt. Bei PW
war das DOM weiterhin der wichtigste Datentyp, dicht gefolgt von den Multispekt-
raldaten, die sich aus den reinen Kanélen und vier Spektralindizes zusammensetzen.
Bei CDCW und PaW énderte sich die Reihenfolge. An diesen Standorten stieg die
Relevanz des Multispektralsensors deutlich iiber die des DOM um den Faktor 1,5
bis 2. Die Relevanz des RGB-Sensors und der Thermalkamera sanken deutlich.

Diese ersten Erkenntnisse sollten durch die Erweiterung des multisensoralen Da-
tensatzes ausgebaut werden, indem weitere 74 Spektral-, neun Textur- und acht Re-
liefindizes in die Analysen einflossen. Durch eine dekorrelative Clusteranalyse wurde
dieser Datensatz jedoch noch ausgediinnt, sodass die finalen erweiterten Datensétze
aus 25 bis 32 Kanélen bestanden. Ab hier wurden auch die Marschlandregressionen
mit der PLSR und der damit zusammenhéngenden V' I P-Kanalrelevanzen berechnet.
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Die erste zentrale Erkenntnis dieser Erweiterung war, dass das DOM weiterhin
wichtigster Kanal bleibt. Nicht nur in den Klassifikationen mit dem RF, sondern
auch mit einer mathematisch diametral anderen Methode, der PLSR. Bei den Klas-
sifikationen sind die DOMs weiterhin mindestens um den Faktor 2 wichtiger als
folgende Kanile. Bei den Regressionen war der Unterschied zu den Folgerdngen
kleiner.

Neben dieser Bestétigung zeigte die Erweiterung des multisensoralen Datensatzes
noch weitere neue Erkenntnisse. Bei den Klassifikationen schoben sich interessanter-
weise die Textur-Indizes als weitere geometrische Informationsquelle zwischen das
DOM und die Thermaldaten, die auch bei den Regressionen eine wichtige Rolle
spielten. Die hohe Auflésung der UAS-Daten gestattet also, Pflanzenbesténde auch
nach ihrer Oberflachenrauigkeit zu beurteilen. Bei allen Untersuchungen hatten die
Reliefindizes einen nur sehr schwachen bis keinen Informationsgehalt. Des Weiteren
wurden Infrarotindizes als wichtiger identifiziert als der wissenschaftshistorisch am
meisten genutzte und alteste Vegetationindex, dem NDVI. Dazu zahlt beispielsweise
ein Index, der griines Licht und den Red Edge in Beziehung setzt (ndrdi). Auferdem
wurde ein Index der Tasseled Cap Transformation als wichtiger identifiziert, der alle
Kanéle des multispektralen Sensors beriicksichtigt.

7.3 Synergieeffekte durch Sensorfusion, zentrale
Erkenntnisse der Arbeit und Ausblicke

Die letzten Abschnitte zusammenfassend, kann konstatiert werden, dass multisen-
sorale UAS-Daten in der Fernerkundung eine neue Mafstabsebene erschliefsen. Die-
se Ebene représentiert die Transitionszone zwischen der einzelnen Pflanze zur Be-
standsebene. Sie schliefst die Liicke zwischen der Feldbegehung und der Satellitene-
bene, zwischen Okologie und Fernerkundung. KNOTH et al. [2013] haben Folgendes
schon frith erkannt, was nicht nur fiir Moore und Marschen, sondern fiir alle schwer
begehbaren oder sensiblen Okosysteme gilt:

By addressing the limitations of conventional remote sensing
approaches, UAV platforms may bridge the gap between the need for
an accurate means of monitoring species composition changes and
vegetation structure in restored peatlands, and the considerable effort
required for field surveys.

(UAS-Daten kénnen die Grenzen herkémmlicher Fernerkundungsansdtze
tiberwinden und so die Liicke zwischen dem Bedarf an prdzisen Verfahren zum
Monitoring von Verdnderungen der Artenzusammensetzung und der
Vegetationsstruktur in wiederverndssten Mooren und dem betrdchtlichen Aufwand
fiir Feldkampagnen schlieflen.)

Der photogrammetrische Prozess schafft dabei einen tatséchlichen Mehrwert, weil
so ein neuer Typ von Datensatz die Analyse komplettiert. Fiir die Beantwortung cko-
logischer, vegetationsorientierter Fragestellungen spielt die geometrische bzw. struk-
turelle Information eine zentrale Rolle, was in der vorliegenden Arbeit anhand des
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DOM und der Textur des Pflanzenbestandes gezeigt wurde. Der hohe Informations-
gehalt dieser Geometrie kann jedoch erst im Zusammenspiel mit Infrarot-Daten des
Multispektralsensors gewinnbringend eingesetzt werden. Daher ist auch die Fusion
dieser Datentypen eine der wesentlichen Erkenntnisse dieser Arbeit.

Die Arbeit zeigt einen Weg, wie ein zukiinftiges Monitoring sensibler, klimarele-
vanter Okosysteme nicht-invasiv, objektiv, automatisierbar, sowie zeit- und kosten-
optimiert durchgefiihrt werden kann.

Dabei kénnen zukiinftig noch eine Vielzahl weiterer Potentialtests und Forschungs-
fragen beantwortet werden. Dazu zéhlen weitere Eingangsvariablen, die noch ge-
testet werden konnten, wie beispielsweise der Topographic Wetness Index |SOREN-
SEN et al. 2006] oder Transformationsansitze wie der Principal Component Analysis
[ESTORNELL et al. 2013|. Des Weiteren wurde ein sehr entscheidender Faktor bzw.
Parameter in der vorliegenden Arbeit nicht beriicksichtigt, die Zeit. Multitemporale
Analysen verbessern Ergebnisse durch die Beriicksichtigung unterschiedlicher phéno-
logischer Verldufe der unterschiedlichen Pflanzenarten auf den Fliachen, was in einer
Nebenstudie von BEYER et al. [2019a] gezeigt werden konnte. Dabei verbessert die
Phénologie nicht nur die Ergebnisse, sondern eroffnet auch weitere neue interessante
Fragestellungen, wie die Suche nach dem besten Zeitpunkt einer fernerkundlichen
Befliegung.

Weiterhin kommen stédndig neue Sensoren und Sensorideen auf den Markt, die
neue Moglichkeiten erdffnen. So entwickelt die amerikanische Firma Headwall der-
zeit eine Multisensordrohne, die einen hyperspektralen Zeilenscanner mit einem
LIDAR-Sensor kombiniert, um erstens spektrale und geometrische Informationen
zu verkniipfen und zum zweiten die komplexe Vorprozessierung von hyperspektra-
len Daten mithilfe des Laserscanners zu erleichtern [HEADWALL 2020|. Die deutsche
Firma Quantum-Systems hat einen grofsen Starrfliigler (Trinity F90+) entwickelt,
der ein duales multispektrales Kamerasystem der Firma MicsaSense tragen kann,
welches in der Lage ist die Kanaleigenschaften des VNIR-Bereiches von Sentinel-2
oder Landsat-8 zu simulieren [MICASENSE 2020; QUANTUM-SYSTEMS 2020]. Wer-
den auf der Mafistabsebene des UAS oOkologische Monitoringverfahren entwickelt,
entstehen hier Moglichkeiten die gefundenen Erkenntnisse auf die entsprechende
Satellitenebene hoch zu skalieren. Mit einer standardisierten und abstrahierenden
Herangehensweise konnten so Ergebnisse von einem Untersuchungsgebiet mit all
seinen geografischen Eigenschaften auf andere Okosysteme gleicher Eigenschaften
iibertragen werden.
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A Anhang

A.1 Pflanzennamen

Tabelle A.1: Alle in der Arbeit verwendeten Pflanzenarten mit wissenschaftlichen und

deutschen Namen.

Wissenschaftlicher Name

Deutscher Name

Agrostis stolonifera
Bolboschoenus maritimus
Deschampsia cespitosa
Calamagrostis canescens
Calamagrostis epigejos
Carex acuta

Carex acutiformis

Carex riparia

Carex rostrata

Elymus repens
Epilobium hirsutum
Festuca rubra

Glyceria mazima
Holcus lanatus

Juncus effusus

Juncus gerardi

Juncus subnodulosus
Lemna minor

Lolium perenne

Phalaris arundinacea
Phragmites australis
Ranunculus sceleratus
Schoenoplectus tabernaemontani
Sparganium erectum,
Tephroseris palustris
Trifolium repens

Typha latifolia

Weiltes Straufigras
Gewdhnliche Strandsimse
Rasen-Schmiele
Sumpf-Reitgras
Land-Reitgras
Schlank-Segge
Sumpf-Segge

Ufer-Segge
Schnabel-Segge
Kriech-Quecke

Zottiges Weidenroschen
Rot-Schwingel
Wasser-Schwaden
Wolliges Honiggras
Flatter-Binse oder Flatter-Simse
Bodden-Binse
Stumpfbliitige Binse
Kleine Wasserlinse
Deutsches Weidelgras
Rohrglanzgras

Schilfrohr
Gift-Hahnenfufs
Salz-Teichbinse oder Salz-Teichsimse
Astige Igelkolben

Moor-Greiskraut oder Moor-Aschenkraut

Weifsklee
Breitblattrige Rohrkolben

195






A.2. KARTIERUNGSDATEN VOM HUTELMOOR

A.2 Kartierungsdaten vom Hiitelmoor (PaW)

Tabelle A.2: Komplette Kartierungsliste aller Pflanzenarten, die in PaW seit der Wieder-
vernassung kartiert wurden und deren Vorkommen 2018. (N = Anzahl der
Vorkommen auf den 65 Aufnahmepunkten)

Nr. | Botanischer Name N Fliachenanteile in %
Min MW STD Max kumulativ
1 | Schoenoplectus tabernaemontanii 24 1,0 30,2 253 80,0 725,0
2 | Bolboschoenus maritimus 43 0,1 6,5 72 250 279,1
3 | Typha latifolia 3 10,0 16,7 7,6 250 50,0
4 | Carex acutiformis 3 1,0 22,0 33,0 60,0 66,0
5 | Carex riparia 3 05 352 54,5 98,0 105,5
6 | Rumex maritimus 18 0,1 2,5 3,1 120 441
7 | Chenopodium rubrum 14 0,1 1,6 1,7 5,0 21,8
8 | Ranunculus sceleratus 33 0,1 5,4 87 450 178,8
9 | Tephroseris palustris 30 0,1 10,1 11,9 50,0 303,6
10 | Barbarea vulgaris 18 0,5 1,9 1,6 5,0 33,5
11 | Juncus articulatus 3 0,1 0,4 0,2 0,5 1,1
12 | Nasturtium officinale 2 05 1,8 1,8 3,0 3,5
13 | Rumex hydrolapathum 2 20 3,5 2,1 5,0 7,0
14 | Agrostis stolonifera 6 05 228 258 60,0 136,5
15 | Phragmites australis 40 1,5 71,4 36,3 100,0 2857,5
16 | Iris pseudacorus 1 35,0 35,0 0,0 35,0 35,0
17 | Solanum dulcamara 2 0,1 0,6 0,6 1,0 1,1
18 | Juncus effusus 5 02 114 192 450 57,2
19 | Lemna minor 9 05 20,3 293 850 183,0
20 | Phalaris arundinacea 1 10,0 10,0 0,0 10,0 10,0
21 | Galium palustre 1 0,1 0,1 0,0 0,1 0,1
22 | Rumez crispus 3 05 0,8 0,3 1,0 2.5
23 | Mentha aquatica 2 05 2.8 3,2 5,0 5,5
24 | Furhynchium swartzii 2 0,1 0,6 0,6 1,0 1,1
25 | Urtica dioica 3 0,1 2,0 1,7 3,0 6,1
26 | Ranunculus repens 1 3,0 3,0 0,0 3,0 3,0
27 | Potentilla anserina 2 05 1,3 1,1 2,0 2,5
28 | Lycopus europaeus 1 1,0 1,0 0,0 1,0 1,0
29 | Lythrum salicaria 1 05 0,5 0,0 0,5 0,5
30 | Calystegia sepium 1 05 0,5 0,0 0,5 0,5
31 | Vicia spec, 2 0,1 0,6 0,6 1,0 1,1
32 | Epilobium palustre 1 05 0,5 0,0 0,5 0,5
33 | Cirsium vulgare 1 1,0 1,0 0,0 1,0 1,0
34 | Cirsium arvense 1 3,0 3,0 0,0 3,0 3,0
35 | Hydrocotyle vulgaris 2 05 0,8 0,4 1,0 1,5
36 | Polygonum amphibium 0 00 0,0 0,0 0,0 0,0
37 | Eleocharis 0 0,0 0,0 0,0 0,0 0,0
38 | Atriplex glabrascula 0 0,0 0,0 0,0 0,0 0,0
39 | Bidens fondosa 0 0,0 0,0 0,0 0,0 0,0
40 | Gnaphalium uliginosum 1 0,1 0,1 0,0 0,1 0,1
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A.3. PHOTOGRAMMETRISCHER PROZESS

A.3 Photogrammetrischer Prozess

(a) Einzelbild vor der Merkmalsextraktion

(b) Einzelbild mit extrahierten Merkmalen

Abbildung A.1: Photogrammetrischer Prozess: Feature Extraction / Merkmalsextraktion.
Beispiel fiir ein einzelnes Bild. Die orangefarbenen Kreuze stellen die ge-
fundenen Merkmale (features) dar, die in einem Bild gefunden wurden.
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A.3. PHOTOGRAMMETRISCHER PROZESS

(EP-11-14045 0019 0074.)PG

Abbildung A.2: Photogrammetrischer Prozess: Feature Matching / Merkmalszuordnung.
Das griine Kreuz zeigt eines der extrahierten Merkmale in zehn verschie-
denen Bildern nach der Merkmalszuordnung.

Abbildung A.3: Photogrammetrischer Prozess: Multi Ray Matching und Sparse Recon-
struction / Erstellung der groben Punktwolke. Jedes Merkmal kann im
Raum dargestellt werden und zu allen Bildern zuriickverfolgt werden. Die
Pyramiden zeigen die Position und Ausrichtung des UAS und die jeweilige
Aufnahme.
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A.3. PHOTOGRAMMETRISCHER PROZESS

(a) Grobe Punktwolke

(b) Dichte Punktwolke

Abbildung A.4: Photogrammetrischer Prozess: Dense Reconstruction | Erstellung der dich-
ten Punktwolke. Die grobe Punktwolke (A.4a) kann mit den unverorteten
Pixelwerten zur dichten Punktwolke (A.4b) mittels Vorwértsschnitt be-
rechnet werden.
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A.3. PHOTOGRAMMETRISCHER PROZESS

(a) Digitales Oberflichenmodell (DOM)

(b) Digitales Orthomosaik (DOP)

Abbildung A.5: Photogrammetrischer Prozess: Endprodukte sind zum einen das Digitale
Orthomosaik (A.5b) und das Digitale Oberflachenmodell (A.5a).
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A.4. SOFTWARE MAPTOR

A.4 Software Maptor

Die Prozessierung der Ergebnisse der vorliegenden Arbeit wurden grofstenteils rea-
lisiert durch Python-Skripte. Die Skripte zur Klassifikation und Regression wurden
durch QASIM MUHAMMAD USMANI (Universitdt Rostock) in eine lauffahiges Pro-
gramm fiir Microsoft Windows iiberfiihrt (Linuz und MacOS in Planung). Das
Programm hat den Namen Maptor und ist derzeit (11.11.2020) in der Betaversion
1.4 frei verfligbar unter dem Link:

https://datenportal.wetscapes.de/dataset /maptor-0-0

4\ ’ Types of Regression
@ MAPTOR

uuuuuuuuuuuuuuuuuuuuu

Regresson

PLSR Regression - LOOCV

Abbildung A.6: Beispiel von Maptor (Version 1.4beta, 11.11.2020) fiir eine PLSR fiir klei-
ne Probenahmenumfang unter Nutzung der Leave-One-Out Cross Valida-
tion (Links: Haupt- und Prozess-Fenster, Mitte: Auswahlfenster Regressi-
onsverfahren und Regressionsfenster, Rechts: Ergebnisreport mit Validie-
rungsergebnissen).

Fiir alle implementierten Verfahren werden nur der Fernerkundungsdatensatz im
Tagged Image File(TIF)-Format sowie die Trainingsdaten (und Validierungsdaten)
im Vektordatenformat Shapefile benotigt. Der Funktionsumfang der Software um-
fasst derzeit die Klassifikation mit RF, die Regression fiir groffen Probenahmenum-
fang mit dem RF-Regressor und die Regression fiir kleinen Probennahmeumfang
mit der PLSR. Fiir jede dieser Prozessierungen werden die Klassifikationskarten im
TIF-Format, ein Report im PDF-Format, die trainierten Modelle und alle Graphiken
aus dem Report extra in einer hohen Qualitét abgespeichert (300x300 dpi).
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A.5. PYTHON

A.5 Python

In der Arbeit wurden viele Aufgaben bei der Prozessierung der Daten mit der Skript-
sprache Python 8 durchgefiihrt. Vor allem betrifft das die Verfahren des maschinellen
Lernens, der RF und die PLSR. Alle Skripte wurden in einem sogenannten Repo-
sitory namens PhD_ Florian_ Beyer auf Github hochgeladen und stehen frei zur
Verfiigung. Die Adresse des Repository lautet:

https://github.com/florianbeyer /PhD Florian Beyer

Die Tabelle A.3 zeigt die dort verfiigharen Skripte bzw. Jupyter Notebooks und
gibt eine kurze Erkldrung, was dieses Skript tut. Die Jupyter Notebooks sind gleich-
zeitig Beispiele aus der Arbeit, die online bei Github gedffnet werden kénnen und in
denen die Ergebnisse direkt visualisiert werden.! Tabelle A.4 nennt die wichtigsten
Pakete, die in den Skripten genutzt wurden, und ihre Funktionsweise.

Tabelle A.3: Selektion von in der Arbeit verwendeten Skripten bzw. Jupyter Notebooks.

Skript Beschreibung

RF _classification.ipynb Klassifikationsskript

Beispiel: erweiterter Datensatz PaW
PLSR_regression LOOCV.ipynb Regressionsskript

Beispiel: BAL

Indices.ipynb Berechnung der Indizes und statistische Analyse
Beispiel: BAL

Linear Regression.ipynb Lineare Regression auf Basis der PLSR
Beispiel: BAL

Precipitation.ipynb Visualisierung Niederschag PaW

Radiation.ipynb Visualisierung Globalstrahlung PaW

Temperature.ipynb Visualisierung Temperatur PaW

Waterlevel.ipynb Visualisierung Wasserstand PaW

1Falls die Fehlermeldung Sorry, something went wrong. Reload? beim Offnen der Skripte er-
scheint, dann solange auf Reload klicken, bis das Skript erfolgreich 1ad.
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A.5. PYTHON

Tabelle A.4: Ubersicht iiber alle Pakete, die fiir die Skripte in Python verwendet wurden.

Paket

Funktion

Quelle

GDAL/OGR
Scikit-Learn
NumPy
Pandas
Geopandas
Seaborn

Statsmodels
Scipy

Pylab
Matplotlib

Joblib

Lesen/Bearbeiten/Speichern

von Raster- und Vektor-
Geodatenformaten

Maschinelles Lernen in Python
Wissenschaftliches Rechnen mit
groften Matrizen und Vektoren
Analyse und Manipulation von
groken Datenmengen

Analyse und Manipulation von
grofen Mengen an Geodaten
Visualisierung von statistischen Er-
gebnissen

Berechnen statistischer Parameter
Wissenschaftliches Rechnen und Be-
rechnen statistischer Parameter
Bestandteil von Scipy

Visualisierung von Rasterdaten und
Diagrammen
Speichern von trainierten Modellen

https://gdal.org/

https://scikit-learn.org/stable/
http://www.numpy.org/

https://pandas.pydata.org/
https://geopandas.org/
https://seaborn.pydata.org/

https://www.statsmodels.org
https://www.scipy.org/

https://scipy.github.io/old-
wiki/pages/PyLab
https://matplotlib.org/

https://joblib.readthedocs.io

Seite 206

ANHANG A. ANHANG


https://gdal.org/
https://scikit-learn.org/stable/
http://www.numpy.org/
https://pandas.pydata.org/
https://geopandas.org/
https://seaborn.pydata.org/
https://www.statsmodels.org/stable/index.html
https://www.scipy.org/
https://scipy.github.io/old-wiki/pages/PyLab
https://scipy.github.io/old-wiki/pages/PyLab
https://matplotlib.org/
https://joblib.readthedocs.io/en/latest/

A.6. ORTHOMOSAIKE

A.6 Orthomosaike
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Abbildung A.7: Photogrammetrisch prozessierte Orthomosaike fir PW (UG = Untersu-
chungsgebiet): RGB = Rot-Griin-Blau-Datensatz, MS = Multispektral-
datensatz, DOM = Digitales Oberflachenmodell generiert aus den RGB-
Daten (Elipsoidische Hohen: ETRS89), TH = thermale Daten (Oberflé-

chentemperaturen)
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A.6. ORTHOMOSAIKE

Legende

uG
DOM (in m)

1 36,4
1 36,6
B 36,8
= 37,0
m 37,2
m 37,4
M 37,6
m 378
= 38,0
1 38,2

Abbildung A.8: Photogrammetrisch prozessierte Orthomosaike fiir CDCW (UG = Unter-

suchungsgebiet): RGB = Rot-Griin-Blau-Datensatz, MS = Multispektral-
datensatz, DOM = Digitales Oberflichenmodell generiert aus den RGB-
Daten (Elipsoidische Hohen: ETRS89), TH = thermale Daten (Oberfld-

chentemperaturen)
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A.6. ORTHOMOSAIKE
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Abbildung A.9: Photogrammetrisch prozessierte Orthomosaike fiir PaW (UG = Untersu-
chungsgebiet): RGB = Rot-Griin-Blau-Datensatz, MS = Multispektral-
datensatz, DOM = Digitales Oberflaichenmodell generiert aus den RGB-

Daten (Elipsoidische Hohen: ETRS89), TH = thermale Daten (Oberflé-
chentemperaturen)
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A.6. ORTHOMOSAIKE

Legende

uG
DOM (in m)
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Abbildung A.10: Photogrammetrisch prozessierte Orthomosaike fiir BAL (UG = Untersu-

chungsgebiet): RGB = Rot-Griin-Blau-Datensatz, MS = Multispektral-
datensatz, DOM = Digitales Oberflichenmodell generiert aus den RGB-
Daten (Elipsoidische Hohen: ETRS89), TH = thermale Daten (Oberfld-
chentemperaturen)
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A.6. ORTHOMOSAIKE
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Abbildung A.11: Photogrammetrisch prozessierte Orthomosaike fiir HOL (UG = Untersu-
chungsgebiet): RGB = Rot-Griin-Blau-Datensatz, MS = Multispektral-
datensatz, DOM = Digitales Oberflichenmodell generiert aus den RGB-
Daten (Elipsoidische Hohen: ETRS89), TH = thermale Daten (Oberfld-

chentemperaturen)
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A7, MITTELWERTSPEKTREN

A.7 Mittelwertspektren

Tabelle A.5: Originale multisensorale Mittelwertspektren der Trainingsdaten fiir jede Klas-

se von PW
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A7, MITTELWERTSPEKTREN

Tabelle A.6: Normierte multisensorale Mittelwertspektren der Trainingsdaten fiir jede

Klasse von PW. Die rot hervorgehobenen Werte wurden zwischen 0 und 1

normiert.
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A7, MITTELWERTSPEKTREN

Tabelle A.7: Originale multisensorale Mittelwertspektren der Trainingsdaten fiir jede Klas-

se von CDCW
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A7, MITTELWERTSPEKTREN

Tabelle A.8: Normierte multisensorale Mittelwertspektren der Trainingsdaten fiir jede

Klasse von CDCW. Die rot hervorgehobenen Werte wurden zwischen 0 und

1 normiert.
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INDIZES FUR DIE KLASSIFIKATION VOM HUTELMOOR

A8.

A.8 Indizes fur die Klassifikation vom Hutelmoor

(PaWw)

im erweiterten

1€

Nach GI absteigend sortierte Kanalrelevanzen fiir PaW, d

Tabelle A.9

98-kaniligen multisensoralen Datensatz verwendet wurden.
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A.9. ERWEIT. MULTISENS. DATENS. FUR TRIBSEES UND KARRENDORF

A.9 Erweiterter multisensoraler Datensatz fiir
Tribsees (PW) und Karrendorf (CDCW)

Tabelle A.10: Die Korrelations- und Clustermatritzen fiir PW und CDCW koénnen in voller
Auflésung im Internet auf Zenodo betrachtet werden.

Standort Matrix

Abbildung URL

Digitalverzeichnis
Arbeit/Abbildungen/99 Anhang/. ..

PW Korrelation

Cluster

CDCW Korrelation

Cluster

A12

A.l4

A3

A.15

https://zenodo.org/record /4267689
PW_indizes_ CorrMatriz.pdf
https://zenodo.org/record /4267694
PW _Indizes Cluster.pdf
https://zenodo.org/record /4267681
CDCW __indizes_ CorrMatriz.pdf
https://zenodo.org/record /4267687
CDCW __Indizes Cluster.pdf

Abbildung A.12: Korrelationsmatrix aller berechneten Indizes fiir PW. Link zur digitalen

Graphik in Tabelle A.10.
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A.9. ERWEIT. MULTISENS. DATENS. FUR TRIBSEES UND KARRENDORF

Abbildung A.13: Korrelationsmatrix aller berechneten Indizes fiir CDCW. Link zur digi-
talen Graphik in Tabelle A.10.
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A.9. ERWEIT. MULTISENS. DATENS. FUR TRIBSEES UND KARRENDORF

Abbildung A.14: Cluster-Matrix der Korrelationsmatrix aller berechneten Indizes fiir PW.
Link zur digitalen Graphik in Tabelle A.10.
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A.9. ERWEIT. MULTISENS. DATENS. FUR TRIBSEES UND KARRENDORF

Abbildung A.15: Cluster-Matrix der Korrelationsmatrix aller berechneten Indizes fiir CD-
CW. Link zur digitalen Graphik in Tabelle A.10.
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A.9. ERWEIT. MULTISENS. DATENS. FUR TRIBSEES UND KARRENDORF

(a) PW (Schwellwert = 2)
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(b) CDCW (Schwellwert = 1,5)
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Abbildung A.16: Dendrogramm der Cluster-Matrix aller berechneten Indizes fiir (a) PW

und (b) CDCW. Die gestrichelte schwarze Linie markiert den Schwellwert.
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A.9. ERWEIT. MULTISENS. DATENS. FUR TRIBSEES UND KARRENDORF

Tabelle A.11: Selektierte Indizes aus den hochkorrelativen Index-Clustern fiir PW und CD-

CW.
PW CDCW
Nr. Index Cluster Nr. Index Cluster
1 mcari__mtvi2 mcari _mtvi2 1 ndre tcari2, osavi2, cirededge,
rededge2, ndre, rdvi
2 msbi msbi, tc_ sbimss 2 vari exg, tgi, gli, gcc, vari,
ngrdi, pvr, mcari, mca-
ri__mtvi2
3 lai mtvi2, mcaril, evi2, | 3 ndvi msbi, tc_sbimss, gnd-
savi, msavi, evi22, lai, vi, cigreen, mari, tci,
mnsi, tc_nsimss, go- msr670, wdrvi, logr, var-
savi, mgvi, tc_ gvimss, irededge, grndvi, norm-
diff2, spvi, diffl, ge- nir, ctvi, tvi, ndvi, arvi2,
mi, avi, dvimss, mcari, gosavi, gemi, atsavi, nli,
nli, mcari2, sbl, atsavi, mnsi, tc_nsimss, mca-
osavil ril, mcari2, sbl, diffl,
avi, dvimss, diff2, spvi,
mgvi, tc_gvimss, osavil,
evi22, lai, msavi, mtvi2,
evi2, savi
4 gndvi mari, cigreen, gndvi 4 myvi myvi
5 ndvi tei, varirededge, grnd- | 5 tcari tcari
vi, normnir, ctvi,
tvi, ndvi, arvi2, logr,
msr670, wdrvi
6 vari tgi, pvr, gli, gce, vari, | 6 tc_yvimss tc_yvimss, fe3, ari, tca-
ngrdi ri_osavi
7 bri bri 7 chlrededge chlrededge
8 tc_yvimss ddn, datt4, tc_yvimss | 8 ndrdi bri, ndrdi, chlgreen,
normg, normr, datt4,
ddn
9 ari ari 9 ene asm, ene, homo, ma
10 chlgreen chlgreen, normg 10 std std
11 tcari fe3, ndrdi, normr, tca- | 11 slope slope, roughness, tri
ri, tcari osavi
12 osavi2 osavi2, tcari2 12 mcari__osavimcari _osavi
13 ndre cirededge, rededge2, | 13 tpi aspect, tpi
ndre, rdvi
14 cvi cvi 14 cont cont, diss, ent
15 ccci ccci, maccioni, dattl, | 15 hillshade  mean, hillshade
lci
16 std mean, std 16 dattl maccioni, dattl, lci
17 cont hillshade, cont, diss, | 17 ceci ceci, cvi
ent
18 chlrededge chlrededge
19 myvi myvi
20 ene homo, ene, asm, ma
21 exg exg
22 slope slope, roughness, tri
23 tpi aspect, mcari osavi,

tp1
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A.9. ERWEIT. MULTISENS. DATENS. FUR TRIBSEES UND KARRENDORF

Tabelle A.12: Kanalzusammensetzung von PW und CDCW nach Cluster- und Selektions-

verfahren.
PW CDCW
Nr. Kanal Typ aus Nr. Kanal Typ aus

1 R1 Rot 1 R1 Rot

2 Gl Griin 2 Gl Griin

3 B1 Blau 3 Bl Blau

4 G2 Griin 4 G2 Griin

5 R2 Rot 5 R2 Rot

6 RE Red Edge 6 RE Red Edge

7 NIR Nahes Infrarot 7 NIR Nahes Infrarot

8 DOM DOM RGB 8 DOM DOM RGB

9 TH Thermal 9 TH Thermal
10 ari Spektralindex ~ MS 10 ccci Spektralindex ~ MS
11  bri Spektralindex ~ MS 11 chlrededge Spektralindex ~ MS
12 ccci Spektralindex  MS 12 dattl Spektralindex  MS
13 chlgreen Spektralindex ~ MS 13  mcari_osavi Spektralindex = MS
14 chlrededge Spektralindex ~ MS 14  myvi Spektralindex ~ MS
15 cvi Spektralindex ~ MS 15 ndrdi Spektralindex ~ MS
16  gndvi Spektralindex ~ MS 16 ndre Spektralindex ~ MS
17 lai Spektralindex  MS 17  ndvi Spektralindex  MS
18 mcari_mtvi2 Spektralindex = MS 18 tc_yvimss Spektralindex  MS
19 msbi Spektralindex  MS 19 tcari Spektralindex  MS
20 myvi Spektralindex  MS 20 wvari Spektralindex RGB
21  ndre Spektralindex ~ MS 21  cont Texturindex RGB
22 ndvi Spektralindex  MS 22  ene Texturindex RGB
23  osavi2 Spektralindex  MS 23 std Texturindex RGB
24 tc_yvimss Spektralindex ~ MS 24 hillshade Reliefindex DOM
25 tcari Spektralindex ~ MS 25  slope Reliefindex DOM
26 exg Spektralindex ~ MS 26 tpi Reliefindex DOM
27 vari Spektralindex ~RGB
28 cont Texturindex RGB
29 ene Texturindex RGB
30 std Texturindex RGB
31 slope Reliefindex DOM
32 tpi Reliefindex DOM
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Tabelle A.13: Kanalrelevanzen (%) von PW fiir den erweiterten multisensoralen Datensatz.

PW
Nr. Kanal % | Nr. Kanal %
1 R1 0,4 8 DOM 26,7
2 Gl 04| 29 ene 10,3
3 Bl 0,41 30 std 9,2
4 G2 0,7 | 28 cont 8,7
5 R2 0,9 | 18 mcari mtvi2 4.8
6 RE 1,2 9 TH 4,6
7 NIR 1,4 | 22 ndvi 3,6
8 DOM 26,7 | 10 ari 3,6
9 TH 46 | 17 lai 3,3
10 ari 3,6 | 25 tcari 2.8
11 bri 0,9 | 24 tc_yvimss 2,6
12 ccci 1,3 | 27 wvari 2,6
13 chlgreen 1,1 | 15 cvi 2,0
14  chlrededge 0,4 7 NIR 1,4
15 cvi 2,0 | 12 cccl 1,3
16  gndvi 1,2 6 RE 1,2
17 lai 3,3 | 16 gndvi 1,2
18 mcari mtvi2 48 | 13 chlgreen 1,1
19 msbi 0,9 | 31 slope 1,0
20 myvi 09| 20 myvi 0,9
21 ndre 0,4 5 R2 0,9
22 ndvi 3,6 | 11 bri 0,9
23 osavi2 0,7 19 msbhi 0,9
24 tc_yvimss 26 | 23 osavi2 0,7
25 tcari 2,8 4 G2 0,7
26 exg 0,4 | 32 tpi 0,5
27 wvari 2,6 1 R1 0,4
28 cont 8,7 3 Bl 0,4
29 ene 10,3 | 21 ndre 0,4
30 std 92| 26 exg 0,4
31 slope 1,0 | 14 chlrededge 0,4
32 tpi 0,5 2 Gl 0,4
Summe 100,0 100,0
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Tabelle A.14: Kanalrelevanzen (%) von CDCW fiir den erweiterten multisensoralen Da-

tensatz.

CDCW
Nr. Kanal % | Nr. Kanal %
1 Rl 0.4 8 DOM 15,1
2 Gl 0,6 | 22 ene 9,8
3 Bl 2,5 7 NIR 7,8
4 G2 4,0 6 RE 6,8
5 R2 1,6 | 23 std 6,5
6 RE 6,8 9 TH 6,4
7 NIR 7,8 1 21 cont 5,3
8 DOM 15,1 | 15 ndrdi 4,6
9 TH 6,4 4 G2 4,0
10 ccci 1,4 | 17 ndvi 3,9
11  chlrededge 1.8 | 14 myvi 3,8
12 dattl 1,4 | 13 mecari osavi 3,6
13 mecari osavi 3,6 | 18 tc_yvimss 2,7
14 myvi 3,8 | 19 tcari 2,7
15 ndrdi 4,6 3 Bl 2,5
16 ndre 2,0 | 20 wvari 2,1
17  ndvi 3,9 | 25 slope 2,1
18 tc_yvimss 2,7 16 ndre 2,0
19  tcari 2,71 11 chlrededge 1,8
20 wvari 2,1 5 R2 1,6
21 cont 5,3 | 10 ccci 14
22 ene 9,8 | 12 dattl 1,4
23 std 6,5 | 26 tpi 0,7
24 hillshade 0,5 2 Gl 0,6
25 slope 2,1 | 24 hillshade 0,5
26 tpi 0,7 1 RI1 0,4
Summe 100,0 | 100,0

Tabelle A.15: Kumulierte Relevanzen (GIs) nach Kanal- und Sensortyp fiir PW.

(a) Kanaltypweise kumul. Relevanzen

(b) Sensorweise kumul. Relevanzen.

Nr. | Sensor Datentyp GI (%) Nr. | Sensor  GI (%)
1| MS Spektralindizes 30,51 1| MS 34,68
2 | RGB Texturindizes 28,27 2 | RGB 32,53
3 | DOM  Originalkanal 26,69 3 | DOM 28,16
4 | TH Originalkanal 4,63 4 | TH 4,63
5| MS Originalkanile 4,17

’ 1
6 | RGB  Spektralindizes 3,01 Summe 00,00
7| DOM  Reliefindizes 1,48
8 | RGB  Originalkanéile 1,25
Summe 100,00
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Tabelle A.16: Kumulierte Relevanzen (GIs) nach Kanal- und Sensortyp fiir CDCW.

(a) Kanaltypweise kumul. Relevanzen (b) Sensorweise kumul. Relevanzen.
Nr. | Sensor Datentyp GI (%) Nr. | Sensor  GI (%)
1| MS Spektralindizes 27,98 1| MS 48,13
2 | RGB Texturindizes 21,57 2 | RGB 27,20
3 | MS Originalkanéle 20,15 3 | DPOM 18,22
4 | DOM  Originalkanal 15,06 4 | TH 6,40
5| TH Originalkanal 6,41
' S 100,00
6 | RGB  Originalkanile 3,55 e i
7 | DOM  Reliefindizes 3,17
8 | RGB Spektralindizes 2,12
Summe 100,00
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A.10 Statistik der Pflanzenparameter fiir Balje
(BAL) und Hollerwettern (HOL)

Tabelle A.17: Deskriptive Statistik der gemessenen und berechneten Parameter am Stand-
ort Balje.

‘ n MW STD MIN 25% 50% 75% MAX

NHN | 48 1,08 047 040 0,65 1,12 1,40 2,05
PA 48 39,33 1545 7,00 3150 40,00 50,25 71,00
PHG |48 126,88 53,97 20,00 109,00 121,00 144,25 241,00
PHL |48 107,34 41,36 33,70 88,00 10520 123,50 219,90
PDML | 48 545 1,31 270 4,75 5,10 6,23 9,90
PDMG | 48 420 164 030 3,00 4,00 5,00 8,00
PFM | 48 6,72 330 2,69 4,29 6,20 8,08 16,12
PTM | 48 201 224 057 153 2,32 354 10,62
FFM | 48 270,09 172,39 26,16 162,61 243,80 359,18 870,70
FTM |48 119,17 10504 4,77 55,65 101,93 146,12 573,64
PWG |48 60,26 13,79 26,79 55,89 62,83 66,32 84,03
PARP |46 177,39 32581 17,00 36,00 51,50 95,00 1350,00
PARS | 46 1110,87 350,50 470,00 802,50 1115,00 1392,50 1920,00
PAR |46 16,20 2757 1,30 346 452 1244 9747

Tabelle A.18: Deskriptive Statistik der gemessenen und berechneten Parameter am Stand-
ort Hollerwettern.

‘ n MW STD MIN 25% 50% 5% MAX

NHN 49 0.88 0.42 0.08 0.51 0.86 1.14 1.81
PA 49  30.10 9.38 12.00 23.00 31.00 36.00 57.00
PHG 49 17394 35.16  85.00 154.00 174.00 182.00 255.00
PHL 49 12793 2780 65.70 114.90 133.10 145.80 180.10
PDML | 49 7.07 1.91 3.10 6.20 7.10 7.90 11.80
PDMG | 49 6.78 1.69 3.00 5.67 7.00 7.67 11.33
PFM 49  13.72 3.54 520 1094 13.85 15.89 20.98
PTM 49 3.79 1.52 1.07 2.84 3.78 4.36 8.65
FFM 49 412.64 165.83 118.29 303.36 409.40 522.84 894.22
FTM 49 11251 53.73 26.80 68.86 109.99 146.17 296.23
PWG 49  72.53 793 4827 70.74 7276  76.03  86.28
PAR 49 11.68 14.33 0.23 2.84 6.86 12.35 61.54
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Abbildung A.17: Korrelationsmatrix der gemessenen und berechneten Parmeter aus Ge-
lande und Labor fiir BAL (A.17a) und HOL (A.17b).
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(a) BAL: Pflanzenhohe (Geldnde)

(b) BAL: Pflanzenhohe (Labor)
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Abbildung A.18: Regressionen zwischen PAR und den Pflanzenhéhen von BAL und HOL
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A.11. ERWEIT. MULTISENS. DATENS. FUR BALJE U. HOLLERWETTERN

A.11 Erweiterter multisensoraler Datensatz fiir
Balje (BAL) und Hollerwettern HOL

Tabelle A.19: Die Korrelations- und Clustermatritzen fiir PW und CDCW koénnen in voller
Auflésung im Internet auf Zenodo betrachtet werden.

Standort Matrix Abbildung URL
Digitalverzeichnis
Arbeit/Abbildungen/99 Anhang/. ..
BAL Korrelation A.19 https://zenodo.org/record /4267707
BAL indizes_ CorrMatriz.pdf
Cluster A.20 https://zenodo.org/record /4267709
BAL Indizes Cluster.pdf
HOL Korrelation  A.21 https://zenodo.org/record /4267713
HOL indizes CorrMatriz.pdf
Cluster A.22 https://zenodo.org/record /4267722

HOL Indizes Cluster.pdf

Abbildung A.19: Korrelationsmatrix BAL. Link zur digitalen Graphik in Tabelle A.19.
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Abbildung A.20: Clustermatrix BAL. Link zur digitalen Graphik in Tabelle A.19.
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Abbildung A.21: Korrelationsmatrix HOL. Link zur digitalen Graphik in Tabelle A.19.
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Abbildung A.22: Clustermatrix HOL. Link zur digitalen Graphik in Tabelle A.19.
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Indizes

Clustern fur BAL und HOL.

Abbildung A.23: Dendrogramme mit Distanzschwellwert 1,5 zur Selektion von Index-
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Tabelle A.20: Zusammensetzung der Kanéle der erweiterten multisensoralen Datensétze

fiir HOL und BAL.

BAL HOL

Nr. Kanal Typ Generiert | Nr.  Kanal Typ Generiert
aus aus

1 R1 Rot 1 R1 Rot

2 G1 Griin 2 G1 Griin

3 B1 Blau 3 B1 Blau

4 G2 Griin 4 G2 Griin

5 R2 Rot 5 R2 Rot

6 RE Red Edge 6 RE Red Edge

7 NIR Nahes Infrarot 7 NIR Nahes Infrarot

8 DOM DOM RGB 8 DOM DOM RGB

9 TH Thermal 9 TH Thermal

10 std Texturindex RGB 10 std Texturindex RGB

11 myvi Spektralindex  MS 11 ccci Spektralindex  MS

12 ene Texturindex RGB 12 dattl Spektralindex  MS

13 ndrdi Spektralindex  MS 13 ene Texturindex RGB

14 ccci Spektralindex  MS 14 tcari Spektralindex  MS

15  tc_yvimss Spektralindex MS 15 ndrdi Spektralindex  MS

16 tcari Spektralindex  MS 16  cont Texturindex RGB

17 vari Spektralindex RGB 17 msbi Spektralindex  MS

18  ndvi Spektralindex  MS 18  ndvi Spektralindex  MS

19  cont Texturindex RGB 19  cvi Spektralindex  MS

20 cvi Spektralindex  MS 20 wvari Spektralindex RGB

21  mean Texturindex RGB 21 bri Spektralindex  MS

22 hillshade Reliefindex DOM 22 mean Texturindex RGB

23 slope Reliefindex DOM 23 hillshade Reliefindex DOM

24 bri Spektralindex  MS 24 slope Reliefindex DOM

25 tpi Reliefindex DOM 25 aspect Reliefindex DOM

26 tpi Reliefindex DOM
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Tabelle A.21: Prozentuale Kanalrelevanzen (VIP in %) der PLSR-Modelle ausgewéhlter
Parameter fiir BAL.

NHN PHL PHG
Nr. Kanal VIP (%) | Nr. Kanal VIP (%) | Nr. Kanal VIP (%)
8 DOM 7,1 |8 DOM 73 18 DOM 7,7
7 NIR 62 | 7 NIR 6,5 | 7 NIR 7,5
13 ndrdi 6,1 | 13 ndrdi 64 | 6 RE 7,3
6 RE 6,1 | 6 RE 6,3 | 13 ndrdi 7,3
12 ene 49 | 15 tc_yvimss 5,7 | 15 tc_yvimss 6,7
14 ccci 49 | 14 ccci 56 | 14 ccci 6,5
15 tc_yvimss 4.9 12 ene 5,3 | 17 vari 6,0
18 ndvi 4,8 | 17 vari 5,2 | 12 ene 5,7
17 vari 48 | 18 ndvi 50 | 18 ndvi 5,2
24 bri 43 |9 TH 45 | 9 TH 49
10 std 42 | 20 cvi 39 |5 R2 4,6
9 TH 40 | 5 R2 3,9 | 22 hillshade 3,7
20 cvi 3,9 | 22 hillshade 3,7 | 20 cvi 3,6
2 G1 3,8 | 23 slope 3,7 | 23 slope 3,6
16 tcari 3,8 | 10 std 3,3 | 10 std 3,1
22 hillshade 3,2 | 16 tcari 3,2 | 16 tcari 3,1
11 myvi 3,1 | 11 myvi 3,2 | 25 tpi 2,6
5 R2 29 | 2 G1 3,1 | 11 myvi 2,4
23 slope 2,9 | 25 tpi 29 | 3 B1 2,3
1 R1 2,7 | 21 mean 2,3 | 2 G1 2,1
21 mean 2,7 | 3 B1 2,2 | 21 mean 2,0
4 G2 23 |1 R1 1,8 | 24 bri 1,1
3 B1 2,3 | 4 G2 1,7 | 19 cont 0,4
25 tpi 2,2 | 24 bri 1,7 | 1 R1 0,3
19 cont 1,9 19 cont 16 | 4 G2 0,2
Summe 100,0 100,0 100,0

PWG PAR

Nr. Kanal VIP (%) | Nr. Kanal VIP (%)

8 DOM 7,5 | 14 ccci 7,4

13 ndrdi 6,6 | 15 tc_ yvimss 7,2

7 NIR 6,5 | 5 R2 6,1

6 RE 6,4 | 12 ene 6,0

17 vari 55 | 8 DOM 5,5

15 tc_yvimss 53 | 3 B1 5,4

14 ccci 53 | 6 RE 5,3

12 ene 52 | 7 NIR 5,2

18 ndvi 5,2 | 13 ndrdi 5,2

9 TH 44 | 9 TH 5,0

22 hillshade 3,9 | 25 tpi 4,0

10 std 3,8 | 20 cvi 4,0

11 myvi 3,6 | 23 slope 3,9

16 tcari 3,5 | 17 vari 3,7

23 slope 3,6 | 22 hillshade 3,5

5 R2 34 | 4 G2 3,4

2 G1 3,3 | 18 ndvi 3,4

20 cvi 33 |1 R1 2,5

25 tpi 2,5 | 24 bri 2,4

3 B1 2,2 | 11 myvi 2,2

24 bri 2,1 | 21 mean 2,0

1 R1 2,1 | 10 std 2,0

21 mean 1,9 | 16 tcari 1,9

4 G2 1,8 | 2 G1 1,8

19 cont 1,4 | 19 cont 1,3

Summe 100,0 | 100,0
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Tabelle A.22: Prozentuale Kanalrelevanzen (VIP in %) der PLSR-Modelle ausgewéhlter

Parameter fur HOL.

NHN PHG

Nr. Kanal VIP (%) | Nr. Kanal VIP (%)
8 DOM 79 | 8 DOM 8,2
7 NIR 6,0 | 12 dattl 5,7
13 ene 5,5 | 13 ene 5,1
17 msbi 53 | 15 ndrdi 5,1
6 RE 52 | 17 msbi 5,0
14 tcari 52 | 7 NIR 4,9
15 ndrdi 51 | 16 cont 4,7
12 dattl 5,1 | 11 ccci 4,6
16 cont 5,1 | 20 ngrdi 4,5
20 ngrdi 5,0 | 22 mean 4,4
11 ccci 49 | 6 RE 4,2
22 mean 47 | 19 cvi 4,1
19 cvi 44 | 14 tcari 4.1
2 G1 3,5 | 24 slope 3,7
10 std 3,0 | 2 G1 3,6
9 TH 3,09 TH 3,4
1 R1 3,0 | 23 hillshade 3,3
18 ndvi 28 |1 R1 3,0
23 hillshade 2,1 | 10 std 3,0
24 slope 2,1 | 18 ndvi 2,7
3 Bl 20 | 3 B1 2,5
4 G2 20| 5 R2 2,5
21 bri 1.8 | 4 G2 2,3
26 tpi 1,7 | 26 tpi 1,9
5 R2 1,7 | 25 aspect 1,8
25 aspect 14 | 21 bri 1,7
Summe 100,0 | 100,0
PWG PAR

Nr. Kanal VIP (%) | Nr. Kanal VIP (%)
8 DOM 8,2 | 16 cont 6,3
12 dattl 58 | 15 ndrdi 5,9
7 NIR 52 | 8 DOM 5,8
17 msbi 4,9 | 22 mean 5,3
15 ndrdi 4,9 | 20 ngrdi 5,3
6 RE 4,8 | 17 msbi 5,1
16 cont 47 | 12 dattl 4,9
20 ngrdi 4,6 | 19 cvi 4,8
14 tcari 4.6 | 13 ene 4,6
22 mean 45 | 5 R2 44
19 cvi 42 | 7 NIR 4,2
13 ene 39 |9 TH 4,1
2 G1 3,5 | 23 hillshade 3,7
18 ndvi 3,0 | 6 RE 3,5
24 slope 3,5 | 11 ccci 3,3
10 std 3,3 | 14 tcari 3,2
11 ccci 32| 3 B1 3,0
9 TH 3,0 | 24 slope 3,0
5 R2 29 | 2 G1 2,7
1 R1 28 | 4 G2 2,6
26 tpi 28 | 10 std 2,6
3 B1 26 | 1 R1 2,6
23 hillshade 2,5 | 18 ndvi 2,4
25 aspect 2,3 | 25 aspect 2,3
4 G2 2,2 | 21 bri 2,1
21 bri 1,6 | 26 tpi 2,1
Summe 100,0 100,0

Seite 240

ANHANG A. ANHANG



A.11. ERWEIT. MULTISENS. DATENS. FUR BALJE U. HOLLERWETTERN

Tabelle A.23: Kumulierte Relevanzen (VIP in %) nach Kanaltyp fiir BAL.

(a) NHN (b) PWG
Sensor Datentyp VIP (%) Sensor Datentyp VIP (%)
MS Spektralindizes 35,76 MS Spektralindizes 34,84
MS Originalkanéle 17,55 MS Originalkanile 18,09
RGB Texturindizes 13,7 RGB Texturindizes 12,21
RGB Originalkanéle 8,86 DOM  Reliefindizes 9,86
DOM  Reliefindizes 8,28 RGB Originalkanéle 7,61
DOM  Originalkanal 7,14 DOM  Originalkanal 7,50
RGB  Spektralindizes 4,75 RGB  Spektralindizes 5,51
TH Originalkanal 3,96 TH Originalkanal 4,38
Summe 100,00 Summe 100,00
(c) PHL (d) PHG
Sensor Datentyp VIP (%) Sensor Datentyp VIP (%)
MS Spektralindizes 34,78 MS Spektralindizes 35,88
MS Originalkanéle 18,37 MS Originalkanéle 19,54
RGB  Texturindizes 12,55 RGB  Texturindizes 11,28
DOM  Reliefindizes 10,26 DOM  Reliefindizes 9,90
DOM  Originalkanal 7,31 DOM  Originalkanal 7,70
RGB Originalkanéle 7,03 RGB Spektralindizes 6,01
RGB  Spektralindizes 5,22 TH Originalkanal 4,95
TH Originalkanal 4,47 RGB  Originalkanéle 4,74
Summe 100,00 Summe 100,00
(e) PAR

Sensor Datentyp VIP (%)

MS Spektralindizes 33,49

MS Originalkanile 20,06

DOM  Reliefindizes 11,41

RGB Texturindizes 11,21

RGB Originalkanéle 9,71

DOM  Originalkanal 5,45

TH Originalkanal 5,00

RGB Spektralindizes 3,68

Summe 100,00
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A.11. ERWEIT. MULTISENS. DATENS. FUR BALJE U. HOLLERWETTERN

Tabelle A.24: Kumulierte Relevanzen (VIP in %) nach Kanaltyp fiir HOL.

(a) NHN (b) PWG
Sensor Datentyp VIP (%) Sensor Datentyp VIP (%)
MS Spektralindizes 34,49 MS Spektralindizes 32,67
RGB Texturindizes 18,78 RGB Texturindizes 16,47
MS Originalkanéle 14,94 MS Originalkanéle 15,07
RGB Originalkanile 8,53 DOM  Reliefindizes 11,00
DOM  Originalkanal 7,94 RGB  Originalkanile 8,96
DOM  Reliefindizes 7,33 DOM  Originalkanal 8,21
RGB  Spektralindizes 4,98 RGB  Spektralindizes 4,60
TH Originalkanal 3,00 TH Originalkanal 3,02
Summe 100,00 Summe 100,00
(¢) PHL (d) PAR
Sensor Datentyp VIP (%) Sensor Datentyp VIP (%)
MS Spektralindizes 32,95 MS Spektralindizes 31,80
RGB Texturindizes 17,22 RGB Texturindizes 18,88
MS Originalkanile 13,81 MS Originalkanéle 14,72
DOM  Reliefindizes 10,77 DOM  Reliefindizes 11,09
RGB  Originalkanile 9,17 RGB  Originalkanile 8,24
DOM  Originalkanal 8,23 DOM  Originalkanal 5,80
RGB Spektralindizes 4,45 RGB Spektralindizes 5,33
TH Originalkanal 3,40 TH Originalkanal 4,14
Summe 100,00 Summe 100,00

Tabelle A.25: Kumulierte Relevanzen (VIP in %) nach Sensortyp fiir BAL und HOL.

(a) BAL

Semsor | NHN PHL PHG PWG PAR

MS 53,3 53,15 5542 5293 53,55
RGB 27,31 24,81 22,03 2533 24,59
DOM 1542 17,57 17,60 17,36 16,86
TH 396 447 495 438 5,00

Summe‘lO0,00 100,00 100,00 100,00 100,00

(b) HOL

Sensor | NHN PHG PWG PAR

MS 4943 46,76 47,75 46,52
RGB 32,29 30,84 30,03 32,45
DOM 1527 19,00 19,21 16,89
TH 300 340 302 4,14

Summe‘lO0,00 100,00 100,00 100,00
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A.12. STRUKTUR DER DIGITAL VERFUGBAREN DATEN

A.12 Struktur der digital verfiigbaren Daten

Der Datentrager fiir die digitalen Daten befindet sich innen am hinteren Buchdeckel.
Dissertation
| Arbeit
Latex-Projekt
Abbildungen.................. in der Arbeit eingebundene Abbildungen
Dissertation_Florian_Beyer.pdf .... Doktorarbeit als PDEF-Dokument
| DAt .ttt e in der Arbeit verwendete Daten
| Klassifikation
| PW
rVektor
Raster
| PaW
kVektor
Raster
| CDCW
tVekt or
Raster
| Regression
HOL
Vektor
Raster
Messwerte
BAL
Vektor
Raster
Messwerte
| Prozessierung.............ooiiiiiiiiiiiiiiiii. Ergebnisse der Arbeit
| SKRTipte...ovviii Python- und Jupyter-Skripte
| Ergebnisse .........cciiiiiiiiiiiiiiin. Ergebniskarten im tiff-Format
Klassifikation
PW
PaW
CDCW
Regression
BAL
HOL
| Software
LA,Maptor
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